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transaction en escalier . . . . . . . . . . . . . . . . . . . . . . . . . . 130
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7.3 Non-infériorité de min-max . . . . . . . . . . . . . . . . . . . . . . . . . . . . 167

7.4 Analyse au pire des cas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 169



Liste des tableaux

4.1 La performance de l’algorithme pour le premier jeu de données en utilisant
deux algorithmes par SE . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82

4.2 La performance de l’algorithme pour le deuxième jeu de données en utilisant
l’algorithme par SE (le deuxième) . . . . . . . . . . . . . . . . . . . . . . . . 83

4.3 La performance des algorithmes pour les différentes valeurs de cardinalité . . 89
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6.1 Les coûts de transaction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 140

6.2 La performance des algorithmes pour le premier jeu de données (S&P ) . . . 141

6.3 La performance des algorithmes pour le deuxième jeu de données . . . . . . 142

6.4 La performance des algorithmes pour le troisième jeu de données (Russell) . 144

6.5 La performance des algorithmes pour le troisième jeu de données (Russell) . 145

6.6 La performance des algorithmes pour le troisième jeu de données (Russell) . 146
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Introduction générale

Contexte général et problématique

L’optimisation est à la fois une science et un outil largement utilisée dans divers domaines
scientifiques, en ingénierie comme en industrie, qui nous aide à prendre la meilleure décision
pour un grand nombre de décisions possibles. L’optimisation s’efforce à la fois de construire
des méthodes de calcul pour trouver des solutions optimales, d’explorer les propriétés théoriques
et d’étudier l’efficacité numérique des algorithmes.

Il n’est exagéré de dire que chacun utilise l’optimisation dans sa vie d’une façon ou d’une
autre. Parmi les éminentes applications d’optimisation nous pouvons citer la gestion de
portefeuille, la planification de production, les réseaux informatiques, différentes filières
d’ingénierie, etc. Pour résoudre ces problèmes, l’optimisation offre un cadre algorithmique
très riche. Dans cette étude, il nous faut d’abord distinguer deux filières d’optimisation :

• les modèles d’optimisation stochastique,

• les modèles d’optimisation déterministe.

Cette thèse se cadre dans le contexte d’optimisation déterministe qui à son tour, se divise à
deux branches : la programmation convexe et la programmation non convexe. Un programme
convexe ou un problème d’optimisation convexe est celui de la minimisation d’une fonction
(objectif) convexe sous un ensemble convexe des contraintes. Lorsque la double convexité
chez l’objectif et les contraintes n’est pas vérifiée, nous sommes en face d’un problème
d’optimisation non convexe. La double convexité d’un programme convexe permet d’établir
des caractérisations (sous forme de conditions nécessaires et suffisantes) de solutions opti-
males et ainsi de construire des méthodes itératives convergeant vers des solutions optimales.
Théoriquement nous pouvons résoudre tout programme convexe. L’absence de cette double
convexité rend la résolution d’un programme non convexe difficile voire impossible dans l’état
actuel des choses. Contrairement à la programmation convexe, les solutions optimales locales
et globales sont à distinguer dans un programme non convexe. D’autre part si nous disposons
des caractérisations d’optimalité locale utilisables, au moins pour la classe des programmes
non convexes assez réguliers, qui permettent la construction des méthodes convergeant vers
des solutions locales (algorithmes locaux) il n’y a par contre pas de caractérisations d’optima-
lité globale sur lesquelles sont basées les méthodes itératives convergeant vers des solutions
globales (algorithmes globaux). L’analyse et l’optimisation convexes modernes se voient ainsi
contrainte à une extension logique et naturelle à la non convexité et à la non différentiabilité.
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Les méthodes numériques conventionnelles de l’optimisation convexe ne fournissent que des
minima locaux bien souvent éloignés de l’optimum global.

L’optimisation non convexe connâıt une explosion spectaculaire depuis d’une quinzaine
d’années car dans les milieux industriels, on a commencé à remplacer les modèles convexes
par des modèles non convexes plus complexes mais plus fiables qui présentent mieux la nature
des problèmes étudiés. Durant ces dernières années, la recherche en optimisation non convexe
a largement bénéficié des efforts des chercheurs et s’est enrichie de nouvelles approches. Nous
pouvons distinguer deux approches différentes mais complémentaires en programmation non
convexe :

i) Approches globales combinatoires : elles sont basées sur les techniques combinatoires
de la Recherche Opérationnelle. Elles consistent à localiser les solutions optimales
à l’aide des méthodes d’approximation, des techniques de coupe, des méthodes de
décomposition, des algorithmes par séparation et évaluation. Elles ont connu de très
nombreux développements importants au cours de ces dernières années à travers les
travaux de H. Tuy (reconnu comme le pionnier), R. Horst, P. Pardalos et N. V.
Thoai ([47, 48, 49, 50]). L’inconvénient majeur des méthodes globales est leur lour-
deur (encombrement en places-mémoires) et leur coût trop important. Elles ne sont
pas applicables aux problèmes d’optimisation non convexes réels qui sont souvent de
très grande dimension.

ii) Approches locales et globales d’analyse convexe qui sont basées sur l’analyse et l’opti-
misation convexe. Ici la programmation DC (Différence de deux fonctions Convexes)
et DCA (DC Algorithmes) jouent le rôle central car la plupart des problèmes d’op-
timisation non convexe sont formulés/reformulés sous la forme DC. Sur le plan algo-
rithmique, l’essentiel repose sur les algorithmes de l’optimisation DC (DCA) introduits
par T. Pham Dinh en 1985 à l’état préliminaire et développés intensivement à travers
de nombreux travaux communs de H.A Le Thi et T. Pham Dinh depuis 1993 pour
devenir maintenant classiques et de plus en plus utilisés par des chercheurs et praticiens
de par le monde, dans différents domaines des sciences appliquées.

Les travaux de cette thèse se situent dans le cadre de la programmation non convexe. Ils
s’appuient principalement sur la programmation DC et DCA. Cette démarche est motivée
par la robustesse et la performance de la programmation DC et DCA comparées à des
méthodes existantes, leur adaptation aux structures des problèmes traités et leur capacité de
résoudre des problèmes industriels de très grande dimension. A notre connaissance, DCA fait
actuellement partie des rares algorithmes de la programmation non convexe étant capables
de traiter des problèmes (différentiables ou non) de très grande dimension.

Un programme DC est de la forme

(Pdc) α = inf{f(x) := g(x)− h(x) : x ∈ Rn}

où g, h ∈ Γ0(Rn), le cône convexe de toutes les fonctions convexes semi-continues
inférieurement et propres sur Rn. Une telle fonction f est appelée fonction DC et g et h
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des composantes DC de f . La programmation DC est une extension de la Programmation
Convexe : cette extension est assez large pour couvrir la quasi-totalité des programmes non
convexes. DCA est une approche locale qui travaille avec les deux fonctions convexes g et h
(dont la différence est la fonction objectif elle-même du programme DC) et non avec la fonc-
tion objectif, i.e., f . Puisqu’une fonction DC admet une infinité de décompositions DC, il y
a une infinité de DCA appliqués à un programme DC. Et les impacts de ces décompositions
DC sur les qualités des DCA correspondants (rapidité, robustesse, globalité, ...) sont impor-
tants. La résolution d’un problème concret par DCA devrait répondre aux deux questions
cruciales :

• La recherche d’une bonne décomposition DC : cette question est largement ouverte. En
pratique on cherche des décompositions DC bien adaptées à la structure des problèmes
traités. Les techniques de reformulation sont souvent utilisées et très efficaces pour
l’obtention des décompositions DC intéressantes.

• La recherche d’un bon point initial : cette recherche est basée sur la combinaison de DCA
avec les méthodes globales de type Séparation et Evaluation (SE) et/ou Approximation
de l’Extérieur (AE) et/ou sur l’hybridation de DCA et les algorithmes heuristiques.

Cadre de la thèse, objets et objectifs, motivations

Cette thèse est consacrée à la modélisation et l’optimisation non convexe basées sur la pro-
grammation DC et DCA pour certains problèmes en finance.

Il y a plus d’un demi-siècle, la gestion de portefeuille était à un carrefour avec la publication
de l’article de Harry Markowitz [112]. Il a été le pionnier du premier traitement rigoureux
du dilemme de l’investisseur, à savoir comment atteindre de plus grands profits tout en
minimisant le risque. Pour son approche Moyenne-Variance (MV) dans la sélection de por-
tefeuille, H. Markowitz a reçu le prix Nobel d’économie en 1990 (partagé avec M.H. Miller
et W. Sharpe). Depuis ce temps, l’analyse de moyenne-variance demeure un sujet qui génère
beaucoup d’intérêt parmi les chercheurs et les praticiens.

Avec les progrès technologiques des dernières années, le développement des algorithmes ex-
ploitant les nombreuses découvertes en mathématiques financières est en pleine expansion.
Il nous suffit de consulter les articles sur internet pour en mesurer la portée.

Le modèle MV de Markowitz utilise la variance pour mesurer le risque. Après l’introduc-
tion du modèle MV par Markowitz, des nombreux modèles ont été mis en œuvre qui uti-
lisent d’autres mesures de risque comme semivariance ou le modèle Mean-Absolute Devia-
tion (MAD), etc ([62], [113]). Chaque modèle a ses avantages et ses inconvénients. Grâce
aux progrès technologiques, ces modèles se résolvent facilement, même pour les problèmes de
grande taille. Si nous voulons rendre les modèles plus réalistes, nous aurons besoin d’intro-
duire des termes non convexes ou des variables discrètes ([33], [54]). Les coûts de transaction
et les contraintes de cardinalité sont deux exemples bien connus. Pour résoudre les problèmes
qui contiennent des termes non convexes, nous avons besoin d’utiliser les approches d’opti-
misation globale.
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Malheureusement, il existe relativement peu d’application de ces méthodes en finance. La
raison principale est du fait que depuis longtemps, jusqu’au milieu des années 80, la pro-
grammation non convexe était négligée sous prétexte que la résolution d’un programme non
convexe de façon déterministe est limitée aux applications très particulières. Les méthodes
heuristiques étaient reconnues comme les seuls moyens permettant de traiter des problèmes
non convexes sans forme particulière [54]. Donc, les chercheurs en finance ne sont pas au
courant des progrès récents en optimisation non convexe. Par conséquent, soit ils formulent
les problèmes sous la forme de programmation convexe, soit ils appliquent des méthodes heu-
ristiques. Dans le but de corriger cet esprit, le document présent se propose de développer
des outils à la prise de décision financière. Surtout, le but de cette thèse est de présenter des
applications réussies des méthodes de programmation DC et DCA en gestion de portefeuille.

Notre travail en Programmation DC et DCA pour la modélisation, la conception et la
réalisation des DCA bien adaptés aux structures spécifiques des problèmes choisis est com-
posé de :

• Etude approfondie des modèles d’optimisation non convexe et la modélisation DC des
problèmes ; Formulations et reformulations des programmes DC équivalents, choix des
décompositions DC les mieux adaptées, choix de meilleur point initial pour démarrer
DCA.
• Mis en œvre des schémas de DCA correspondant.
• Combinaison de DCA et d’autres approches pour chercher les bons points initiaux pour

DCA et/ou pour prouver la globalité des solutions obtenues par DCA.
• Implémentations et simulations numériques comparatives.

Les modèles traités au cours de la thèse sont :

• Gestion de portefeuille sous les contraintes de seuil d’achat, de seuil et de cardinalité : ce
sont trois modèles tels que chacun d’entre eux est une généralisation du modèle MV de
Markowitz. Les contraintes de cardinalité limitent le nombre d’actifs composant le porte-
feuille et les contraintes de seuil et seuil d’achat empêchent des très petits investissements
dans chaque actif. Les modèles généralisés sont non convexes et par conséquent difficiles à
résoudre par des méthodes classiques.
• Gestion de portefeuille avec la mesure de risque de baisse sous les contraintes de cardi-

nalité : la mesure de risque choisie est de type de baisse. La présence des contraintes de
cardinalité exigent une formulation de programmation mixte en variables binaires. L’uti-
lisation de la mesure de risque de baisse est liée aux défauts du modèle MV.
• Gestion de portefeuille avec les fonctions des coûts de transaction en escalier : Il s’agit

de la présence des fonctions de coûts de transaction concave et plus précisément les fonc-
tions constantes par morceaux. Ces fonctions des coûts de transaction sont utilisées pour
les transactions sur Internet. Le travail consiste à résoudre le problème pour un nombre
important d’actifs et un nombre suffisamment grand de morceaux de fonctions de coût.
• Investissement robuste en gestion de portefeuille en présence des contraintes de cardina-

lité : un défi important en gestion de portefeuille est la robustesse des stratégies d’inves-
tissement proposés par des modèles. Le modèle min-max étudié dans ce travail est une
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généralisation du modèle MV de Markowitz tel que plusieurs scénarios d’investissement
sont examinés au lieu d’un seul. C’est la raison pour laquelle la stratégie proposée par
le modèle est robuste dans le sens où si un autre scénario se réalise la stratégie d’inves-
tissement sera la meilleure. De plus le modèle contient des contraintes de cardinalité et
des contraintes de borne telles que l’on puisse avoir du contrôle sur l’investissement dans
chaque actif.

Du point de vue mathématiques, les problèmes étudiés dans cette thèse sont classés en trois
catégories :

1. La programmation linéaire/quadratique en variables mixtes binaires sous des contraintes
linéaires/quadratiques (la gestion de portefeuille sous les contraintes de seuil d’achat et
de cardinalité, l’investissement robuste en gestion de portefeuille sous les contraintes
de cardinalité). Bien qu’il s’agisse des problèmes d’optimisation combinatoire, nous les
reformulons, grâce à la pénalité exacte, comme un problème d’optimisation continue
qui est en fait un programme DC. En plus de DCA, nous développons une méthode
combinée de DCA et SE pour résoudre le problème.

2. La programmation quadratique en variables mixtes binaires sous les contraintes de
complémentarité (la gestion de portefeuille sous les contraintes de seuil). La présence
des contraintes de complémentarité rend le problème de plus en plus difficile. Nous
proposons une nouvelle fonction de pénalité qui prend en compte non seulement les
variables binaires mais aussi les contraintes de complémentarité. Ensuite, nous reformu-
lons le modèle, grâce à la pénalité exacte, comme un problème de programmation DC.
Nous développons une approche combinée de DCA et SE pour résoudre le problème.

3. La minimisation d’une fonction non convexe et non lisse sur un ensemble convexe
(la gestion de portefeuille avec les fonctions des coûts de transaction en escalier). Le
problème est non convexe et non lisse à cause des fonctions constantes par morceaux.
La méthode traditionnelle pour résoudre les problèmes prenant en compte les fonctions
en escalier consiste à les reformuler en introduisant des variables binaires, ce qui rend
le problème lourd et de plus en plus difficile à résoudre même avec les logiciels les plus
puissants. Notre approche est de proposer des fonctions DC polyédrales afin d’esti-
mer les fonctions de coûts, ensuite nous utilisons DCA pour résoudre le programme
DC polyédral. Une procédure combinée de DCA et d’un algorithme par séparation et
évaluation est proposée.

Organisation de la thèse

La thèse est divisée en deux parties et est composée de sept chapitres. Dans la première partie
intitulée “Méthodologie” nous présentons des outils théoriques et algorithmiques servant des
références aux autres. Le premier chapitre concerne la programmation DC et DCA tandis que
le deuxième porte sur les algorithmes par séparation et évaluation. Dans la deuxième partie
nous développons la programmation DC et DCA pour la résolution des problèmes en finance.
Nous commençons par une introduction à la gestion de portefeuille (le chapitre trois). Le
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Chapitre 4 est dédié aux généralisations du modèle MV de Markowitz, où nous étudions le
modèle MV sous les contraintes de seuil d’achat, de seuil et de cardinalité. Le Chapitre 5
est consacré à la mesure de risque de baisse et les contraintes de cardinalité. Le Chapitre 6
porte sur le problème de choix de portefeuille avec les fonctions des coûts de transaction en
escalier. L’investissement robuste en gestion de portefeuille sous les contraintes de cardinalité
est développé dans le dernier chapitre.



Première partie

Méthodologie

15





Chapitre 1

Introduction à la programmation DC
et DCA

Le cadre des programmes convexes s’est avéré trop étroit et, à la notion de fonction convexe a
succédé avec bonheur, celle plus générale, de fonction DC (différence de fonctions convexes).
Les fonctions DC possèdent de nombreuses propriétés importantes qui ont été établies à partir
des années 50 par Alexandroff (1949), Landis (1951) et Hartman (1959), une des principales
propriétés est leur stabilité relative aux opérations fréquemment utilisées en optimisation.
Cependant, il faut attendre le milieu des années 80 pour que la classe des fonctions DC soit
introduite en optimisation, élargissant ainsi la classification des problèmes d’optimisation
avec l’apparition de la programmation DC. On distingue deux grandes approches DC :

1. L’approche combinatoire (cette terminologie est due au fait que les nouveaux outils in-
troduits ont été inspirés par les concepts de l’optimisation combinatoire) en optimisation
globale continue, et

2. L’approche de l’analyse convexe en optimisation non convexe.

Les algorithmes de l’approche combinatoire utilisent les techniques de l’optimisation glo-
bale (méthode de séparation et d’évaluation, technique de coupe, méthodes d’approximation
fonctionnelle et ensembliste) ; ces algorithmes relativement sophistiqués sont plutôt lourds
à mettre en oeuvre, ils doivent donc être réservés à des problèmes de dimensions raison-
nables possédant des structures bien adaptées aux méthodes lorsqu’il est important d’isoler
l’optimum global.

Le pionnier de cette approche est H. Tuy dont le premier travail remonte à 1964. Ses tra-
vaux sont abondants, citons les livres de Horst-Tuy ([174, 175]) qui présentent la théorie,
algorithmes et applications de l’optimisation globale. Viennent ensuite les principales contri-
butions de l’Ecole Américaine (P. M. Pardalos, J. B. Rosen,...), Allemande (R. Horst, ...),
Française (Le Thi Hoai An, Pham Dinh Tao,...) et l’Ecole Vietnamienne (Phan Thien Thach,
Le Dung Muu, ...).

17
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La seconde approche repose sur l’arsenal puissant d’analyse et l’optimisation convexes. Son
premier travail dû à Pham Dinh Tao (1975) concerne le calcul des normes matricielles
(problème fondamental en analyse numérique) qui est un problème de maximisation d’une
fonction convexe sur un convexe. Le travail de Toland (1978) ([168]) sur la dualité et l’op-
timalité locale en optimisation DC généralise de manière élégante les résultats établis par
Pham en maximisation convexe. La théorie de l’optimisation DC est ensuite développée no-
tamment par Pham Dinh Tao, J. B. Hiriart Urruty, Jean - Paul Penot, Phan Thien Thach,
Le Thi Hoai An. Sur le plan algorithmique dans le cadre de la seconde approche, on dispose
actuellement des DCA (DC Algorithms) introduits par Pham Dinh Tao (1986), qui sont basés
sur les conditions d’optimalité et de dualité en optimisation DC. Mais il a fallu attendre les
travaux communs de Le Thi Hoai An et Pham Dinh Tao (voir [70]-[104] et [135]-[140]) pour
qu’il s’impose définitivement en optimisation non convexe comme étant des algorithmes les
plus simples et performants, capables de traiter des problèmes de grande taille.

Nous reportons dans ce chapitre les principaux résultats relatifs à la programmation DC et
DCA qui nous seront les plus utiles pour nos travaux. Ces résultats sont extraits de ceux
présentés dans H. A. Le Thi 1994 ([70]), H. A. Le Thi 1997 ([71]). Pour une étude détaillée
nous nous référons à ces deux références (voir également [70]-[104] et [135]-[140]).

1.1 Eléments de base de l’analyse DC

1.1.1 Notations et propriétés

Ce paragraphe est consacré à un rapide rappel d’analyse convexe pour faciliter la lecture de
certains passages. Pour plus de détails, on pourra se référer aux ouvrages de P.J Laurent
([67]), de R.T Rockafellar ([146]) et d’A. Auslender ([6]). Dans toute la suite X désigne
l’espace euclidien Rn, muni du produit scalaire usuel noté 〈., .〉 et de la norme euclidienne

associée ‖x‖ = 〈x, x〉 12 et Y l’espace vectoriel dual de X relatif au produit scalaire, que
l’on peut identifier à X. On note par R = R ∪ {−∞,+∞} muni d’une structure algébrique
déduite de celle de R avec la convention que ∞− (+∞) = +∞ ([146]). Étant donnée une
fonction f : S −→ R définie sur un ensemble S convexe de X, on appelle domaine effectif de
f l’ensemble

dom(f) = {x ∈ S : f(x) < +∞}

et épigraphe de f

epi(f) = {(x, a) ∈ S × R : f(x) < α}.

Si dom(f) 6= ∅ et f(x) > −∞ pour tout x ∈ S alors la fonction f(x) est dite propre.

Une fonction f : S −→ R est dite convexe si son épigraphe est un ensemble convexe de
R ×X. Ce qui est équivalent de dire que S est un ensemble convexe et pour tout λ ∈ [0, 1]
on a

f((1− λ)x1 + λx2 ≤ (1− λ)f(x1) + λf(x2) : ∀x1, x2 ∈ S. (1.1)
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On note alors Co(X) l’ensemble des fonctions convexes sur X.

Dans (1.1) si l’inégalité stricte est vérifiée pour tout λ ∈]0, 1[ et pour tout x1, x2 ∈ S avec
x1 6= x2 alors f est dite strictement convexe.

On dit que f(x) est fortement convexe sur un ensemble convexe C s’il existe un nombre
ρ > 0 tel que

f((1− λ)x1 + λx2 ≤ (1− λ)f(x1) + λf(x2)− (1− λ)λ
ρ

2
‖x1 − x2‖2, (1.2)

pour tout x1, x2 ∈ C, et pour tout λ ∈ [0, 1]. Plus précisément f est fortement convexe sur
C si

ρ(f, C) = Sup{ρ ≥ 0 : f − ρ

2
‖.‖2 est convexe sur C} > 0. (1.3)

Il est clair que si ρ(f, C) > 0 alors (1.2) est vérifié pour tout λ ∈ [0, ρ(f, C)[. On dit que la

borne supérieure est atteinte dans sa définition (1.3) si f − ρ(f,C)
2
‖.‖2 est convexe sur C. Si

C ≡ X on notera ρ(f) au lieu de ρ(f,X).

Remarque 1.1 f fortement convexe =⇒ f strictement convexe =⇒ f convexe.

Soit une fonction convexe propre f sur X, un élément y0 ∈ Y est dit un sous-gradient de f
au point x0 ∈ dom(f) si

〈y0, x− x0〉+ f(x0) ≤ f(x) ∀x ∈ X.

L’ensemble de tous les sous-gradients de f au point x0 est dit sous-différentiel de f au point
x0 et est noté par ∂f(x0).

Étant donné un nombre positif ε, un élément y0 ∈ Y est dit ε-sous-gradient de f au point x0

si
〈y0, x− x0〉+ f(x0)− ε ≤ f(x) ∀x ∈ X.

L’ensemble de tous les ε-sous-gradients de f au point x0 est dit ε-sous-différentiel de f au
point x0 et est noté par ∂εf(x0).

La fonction f : S =⇒ R est dite semi-continue inférieurement (s.c.i) en un point x ∈ S si

lim inf
y→x

f(y) ≥ f(x).

On note Γ0(X) l’ensemble des fonctions convexes s.c.i. et propre sur X.

Définition 1.1 Soit une fonction quelconque f : X =⇒ R, la fonction conjuguée de f , notée
f ∗, est définie sur Y par

f ∗(y) = sup{〈x, y〉 − f(x) : x ∈ X}. (1.4)

f ∗ est l’enveloppe supérieure des fonctions affines continues y 7→ 〈x, y〉 − f(x) sur Y.
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On résume dans la proposition suivante les principales propriétés dont on aura besoin pour
la suite :

Proposition 1.1 Si f ∈ Γ0(X) alors :
– f ∈ Γ0(X)⇐⇒ f ∗ ∈ Γ0(Y ). Dans ce cas on a f = f ∗∗,
– y ∈ ∂f(x)⇐⇒ f(x) + f ∗(y) = 〈x, y〉 et y ∈ ∂f(x)⇐⇒ x ∈ ∂f(y∗),
– ∂f(x) est une partie convexe fermée,
– Si ∂f(x) = {y} alors f est différentiable en x et ∇f(x) = y,
– f(x0) = min{f(x), x ∈ X} ⇐⇒ 0 ∈ ∂f(x0).

1.1.2 Fonctions convexes polyédrales

Une partie convexe C est dite convexe polyédrale si

C =
m⋂
i=1

{x : 〈ai, x〉 − αi ≤ 0} où ai ∈ Y, αi ∈ R, ∀i = 1, ...,m.

Une fonction est dite convexe polyédrale si

f(x) = sup{〈ai, x〉 − αi : i = 1, ..., k}+ χc(x)

où C est une partie convexe polyédrale et le symbole χc désigne la fonction indicatrice de C,
i.e. χc(x) = 0 si x ∈ C et +∞ sinon.

Proposition 1.2 ([146])
– Soit f une fonction convexe polyédrale. f est partout finie si et seulement si C = X,
– Si f est polyédrale alors f ∗ l’est aussi. De plus si f est partout finie alors

f(x) = sup{〈ai, x〉 − αi : i = 1, ..., k},

dom(f ∗) = co{ai : i = 1, ..., k},

f ∗(y) = min{Σk
i=1λiαi : y = Σk

i=1λiai, λi ≥ 0,Σk
i=1λi = 0}.

– Si f est polyédrale alors ∂f(x) est une partie convexe polyédrale non vide en tout point
x ∈ dom(f).

1.1.3 Fonction DC

Une fonction f : Ω 7→ [−∞,+∞] définie sur un ensemble convexe Ω ⊂ Rn est dite DC sur Ω
si elle peut s’écrire comme la différence de deux fonctions convexes sur Ω, i.e.

f(x) = g(x)− h(x),
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où g et h sont des fonctions convexes sur Ω. On note par DC(Ω) l’ensemble des fonctions
DC sur Ω, et par DCf (Ω) le cas où les fonctions g et h sont convexes finies sur Ω.

Les fonctions DC possèdent de nombreuses propriétés importantes qui ont été établies à partir
des années 50 par Alexandroff (1949), Landis (1951) et Hartman (1959) ; une des principales
propriétés est leur stabilité relative aux opérations fréquemment utilisées en optimisation.
Plus précisément

Proposition 1.3 (i) Une combinaison linéaire de fonctions DC sur Ω est DC sur Ω,
(ii) L’enveloppe supérieure d’un ensemble fini de fonctions DC à valeur finie sur Ω est DC

sur Ω,
L’enveloppe inférieure d’un ensemble fini de fonctions DC à valeur finie sur Ω est DC sur
Ω,

(iii) Soit f ∈ DCf (Ω), alors |f(x)|, f+(x) = max{0, f(x)} et f−(x) = min{0, f(x)} sont
DC sur Ω.

Ces résultats se généralisent aux cas des fonctions à valeur dans R ∪ {+∞} ([71]). Il en
résulte que l’ensemble des fonctions DC sur Ω est un espace vectoriel (DC(Ω)) : c’est le plus
petit espace vectoriel contenant l’ensemble des fonctions convexes sur Ω(Co(Ω)).

Remarque 1.2 Étant donnée une fonction DC f et sa représentation DC f = g − h, alors
pour toute fonction convexe finie ϕ, f = (g + ϕ) − (h + ϕ) donne une autre représentation
DC de f . Ainsi, une fonction DC admet une infinité de décomposition DC.

Désignons par C2(Rn), la classe des fonctions deux fois continûment différentiables sur Rn.

Proposition 1.4 Toute fonction f ∈ C2(Rn) est DC sur un ensemble convexe compact
quelconque Ω ∪ Rn.

Puisque le sous-espace des polynômes sur Ω est dense dans l’espace C(Ω) des fonctions
numériques continues sur Ω on en déduit :

Corollaire 1.1 L’espace des fonctions DC sur un ensemble convexe compact Ω ∪ Rn est
dense dans C(Ω), i.e.

∀e > 0,∃F ∈ C(Ω) : |f(x)− F (x)| ≤ ε ∀x ∈ Ω.

Soulignons que les fonctions DC interviennent très fréquemment en pratique, aussi bien en
optimisation différentiable que non différentiable. Un résultat important établi par Hartman
(1959) permet d’identifier les fonctions DC dans de nombreuses situations, en ayant recours
simplement à une analyse locale de la convexité (localement convexe, localement concave,
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localement DC).

Une fonction f : D 7→ R définie sur un ensemble convexe ouvert D ∈ Rn est dite localement
DC si pour tout x ∈ D il existe un voisinage convexe ouvert U de x et une paire de fonctions
convexes g, h sur U telle que f |U = g|U − h|U .

Proposition 1.5 Une fonction localement DC sur un ensemble convexe D est DC sur D.

1.2 Optimisation DC

De par la prépondérance et de la richesse des propriétés des fonctions DC, le passage du sous-
espace Co(Ω) à l’espace vectoriel DC(Ω) permet d’élargir significativement les problèmes
d’optimisation convexe à la non convexité tout en conservant une structure sous-jacente
fondamentalement liée à la convexité. Le domaine des problèmes d’optimisation faisant in-
tervenir des fonctions DC est ainsi relativement large et ouvert, couvrant la plupart des
problèmes d’applications rencontrés.

Ainsi on ne peut d’emblée traiter tout problème d’optimisation non convexe et non différentiable.
La classification suivante devenue maintenant classique :

(1) sup{f(x) : x ∈ C}, f et C sont convexes

(2) inf{g(x)− h(x) : x ∈ X}, g et h sont convexes

(3) inf{g(x)− h(x) : x ∈ C, f1(x)− f2(x) ≤ 0},

où g, h, f1, f2 et C sont convexes semble assez large pour contenir la quasi-totalité des
problèmes non convexes rencontrés dans la vie courante. Le problème (1) est un cas spécial
du problème (2) avec g = χC , la fonction indicatrice de C, et h = −f . Le problème (2) peut
être modélisé sous la forme équivalent de (1)

inf{t− h(x) : g(x)− t ≤ 0}.

Quant au problème (3) il peut être transformé sous la forme (2) via la pénalité exacte relative
à la contrainte DC f1(x) − f2(x) ≤ 0. Sa résolution peut être aussi ramenée, sous certaines
conditions techniques, à celle d’une suite de problèmes (1).

Problème (2) est communément appelé la programmation DC. Elle est d’un intérêt majeur
aussi bien d’un point de vue pratique que théorique. Du point de vue théorique, on peut
souligner que, comme on a vu en haut, la classe des fonctions DC est remarquablement
stable par rapport aux opérations fréquemment utilisées en optimisation. En outre, on dis-
pose d’une élégante théorie de la dualité ([70, 71, 83, 129, 130, 168, 178]) qui, comme en
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optimisation convexe, a de profondes répercussions pratiques sur les méthodes numériques.

Sur le plan algorithmique, les algorithmes de l’optimisation DC (DCA) dus à Pham Dinh
Tao ([134, 135]) constituent une nouvelle approche originale basée sur la théorie DC. Ces
algorithmes représentent en fait une généralisation des algorithmes de sous-gradients étudiés
par le même auteur sur la maximisation convexe ([129, 134]). Cependant, il a fallu attendre
les travaux communs de Le Thi et Pham au cours de ces quinze dernières années (voir [35],
[70]-[104] et [135]-[140]) pour que les DCA deviennes maintenant classiques et populaires.

1.2.1 Dualité DC

En analyse convexe, le concept de la dualité (fonctions conjuguées, problème dual, etc.)
est une notion fondamentale très puissante. Pour les problèmes convexes et en particulier
linéaires, une théorie de la dualité a été développée depuis déjà plusieurs décennies ([146]).
Plus récemment, en analyse non convexe d’importants concepts de dualité ont été proposés
et développés, tout d’abord, pour les problèmes de maximisation convexe, avant de parvenir
aux problèmes DC. Ainsi la dualité DC introduite par Toland (1978) peut être considérée
comme une généralisation logique des travaux de Pham Dinh Tao (1975) sur la maximisation
convexe. On va présenter ci-dessous les principaux résultats (en optimisation DC) concer-
nant les conditions d’optimalité (locale et globale) et la dualité DC. Pour plus de détails, le
lecteur est renvoyé au document de Le Thi (1997) (voir également [83]).

Soit l’espace X = Rn muni du produit scalaire usuel 〈., .〉 et de la norme euclidienne ‖.‖.
Désignons par Y l’espace dual de X que l’on peut identifier à X lui-même et par Γ0(X)
l’ensemble de toutes les fonctions propres s.c.i. sur X.

Soient g(x) et h(x) deux fonctions convexes propres sur X( g, h ∈ Γ0(X)), considérons le
problème DC

inf{g(x)− h(x) : x ∈ X} (P )

et le problème dual
inf{h∗(y)− g∗(y) : y ∈ Y } (D)

où g∗(y) désigne la fonction conjuguée de g.

Ce résultat de dualité DC défini à l’aide des fonctions conjuguées donne une importante
relation en optimisation DC ([168]).

Théorème 1.1 Soient g et h ∈ Γ0(X), alors
(i)

inf
x∈dom(g)

{g(x)− h(x)} = inf
y∈dom(h∗)

{h∗(y)− g∗(y)} (1.5)
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(ii) Si y0 est un minimum de h∗ − g∗ sur Y alors chaque x0 ∈ ∂g∗(y0) est un minimum de
g − h sur X.

Preuve :
(i)

α = inf{g(x)− h(x) : x ∈ X}
= inf{g(x)− sup{〈x, y〉 − h∗(y) : y ∈ Y } : x ∈ X}
= inf{g(x) + inf{h∗(y)− 〈x, y〉 : y ∈ Y } : x ∈ X}
= infx infy{h∗(y)− 〈x, y〉 − g(x)}
= inf{h∗(y)− g∗(y) : y ∈ Y }.

(ii) cf. Toland ([168]).
2

Le théorème (1.1) montre que résoudre le problème primal (P ) implique la résolution du
problème dual (D) et vice-versa.

De par la parfaite symétrie entre le problème primal (P ) et le problème dual (D), il apparâıt
clairement que les résultats établis pour l’un se transpose directement à l’autre. Cependant,
nous choisissons ici de ne pas les présenter simultanément afin de simplifier la présentation.

1.2.2 Optimalité globale en optimisation DC

En optimisation convexe, x0 minimise une fonction f ∈ Γ0(X) si et seulement si : 0 ∈ ∂f(x0).
En optimisation DC, la condition d’optimalité globale suivante ([179]) est formulée à l’aide
des ε-sous-différentiels de g et h. Sa démonstration (basée sur l’étude du comportement du
ε-sous-différentiel d’une fonction convexe en fonction du paramètre ε) est compliquée. La
démonstration dans [71] est plus simple et convient bien au cadre de l’optimisation DC :
elle exprime tout simplement que cette condition d’optimalité globale est une traduction
géométrique de l’égalité des valeurs optimales dans les programmes DC primal et dual.

Théorème 1.2 (Optimalité globale DC) Soit f = g − h où g, h ∈ Γ0(X) alors. x0 est
un minimum global de g(x)− h(x) sur X si et seulement si,

∂εh(x0) ⊂ ∂εg(x0) ∀ε > 0. (1.6)

Remarque 1.3 –
(i) Si f ∈ Γ0(X), on peut écrire f = g − h avec f = g et h = 0. Dans ce cas l’optimalité

globale dans (P ) - qui est identique à l’optimalité locale car (P ) est un problème convexe
- est caractérisée par,

0 ∈ ∂f(x0). (1.7)

Du fait que ∂εh(x0) = ∂h(x0) = {0}, ∀ε > 0,∀x ∈ X, et la croissance du ε-sousdifférentiel
en fonction de ε, la relation (1.7) est équivalente à (1.6).
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(ii) D’une manière plus générale, considérons les décompositions DC de f ∈ Γ0(X) de la
forme f = g − h avec g = f + h et h ∈ Γ0(X) finie partout sur X. Le problème DC
correspondant est un “faux” problème DC car c’est un problème d’optimisation convexe.
Dans ce cas, la relation (1.7) est équivalente à

∂h(x0) ⊂ ∂g(x0).

(iii) On peut dire ainsi que (1.6) marque bien le passage de l’optimisation convexe à l’op-
timisation non convexe. Cette caractéristique de l’optimalité globale de (P ) indique en
même temps toute la complexité de son utilisation pratique car il fait appel à tous les
ε-sous-différentiels en x0.

1.2.3 Optimalité locale en optimisation DC

Nous avons vu que la relation ∂h(x0) ⊂ ∂g(x0) (faisant appel au sous-différentiel “exact”)
est une condition nécessaire et suffisante d’optimalité globale pour un “faux” problème DC
(problème d’optimisation convexe). Or dans un problème d’optimisation globale, la fonction
à minimiser est localement convexe “autour” d’un minimum local, il est alors clair que
cette relation d’inclusion sous-différentielle permettra de caractériser un minimum local d’un
problème DC.

Définition 1.2 Soient g et h ∈ Γ0(X). Un point x• ∈ dom(g) ∩ dom(h) est un minimum
local de g(x)− h(x) sur X si et seulement si

g(x)− h(x) ≥ g(x•)− h(x•), ∀x ∈ Vx• , (1.8)

où V •x désigne un voisinage de x•.

Proposition 1.6 (Condition nécessaire d’optimalité locale) Si x• est un minimum
local de g − h alors

∂h(x•) ⊂ ∂g(x•). (1.9)

Preuve : Si x• est un minimum local de g−h, alors il existe un voisinage V •x de x• tel que

g(x)− g(x•) ≥ h(x)− h(x•), ∀x ∈ Vx• . (1.10)

Par la suite si y• ∈ ∂h(x•) alors

g(x)− g(x•) ≥ 〈x− x•, y•〉, ∀x ∈ Vx• (1.11)

Ce qui est équivalent, en vertu de la convexité de g, à y• ∈ ∂g(x•). 2
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Remarquons que pour un certain nombre de problème DC et en particulier pour h polyédrale,
la condition nécessaire (1.9) est également suffisante, comme nous le verrons un peu plus loin.
On dit que x• est un point critique de g − h si ∂h(x•) ∪ ∂g(x•) est non vide ([168]). C’est
une forme affaiblie de l’inclusion sousdifférentielle. La recherche d’un tel point critique est à
la base de DCA (forme simple) qui sera étudiée dans la section suivante. En général DCA
converge vers une solution locale d’un problème d’optimisation DC. Cependant sur le plan
théorique, il est important de formuler des conditions suffisantes pour l’optimalité locale.

Théorème 1.3 (Condition suffisante d’optimalité locale ([71, 83])) Si x∗ admet
un voisinage V tel que

∂h(x) ∩ ∂g(x∗) 6= ∅, ∀x ∈ V ∩ dom(g), (1.12)

alors x∗ est un minimum local de g − h.

Corollaire 1.2 Si x∗ ∈ int(dom(h)) vérifie

∂h(x∗) ⊂ int(∂g(x∗)),

alors x∗ est un minimum local de g − h.

Corollaire 1.3 Si h ∈ Γ0(X) est convexe polyédrale alors ∂h(x) ⊂ ∂g(x) est une condition
nécessaire et suffisante pour que x soit un minimum local de g − h.

Preuve : Ce résultat généralise le premier obtenu par C. Michelot dans le cas où g, h ∈
Γ0(X) sont finies partout et h convexe polyédrale (cf. ([71, 83])). 2

Pour résoudre un problème d’optimisation DC, il est parfois plus facile de résoudre le
problème dual (D) que le problème primal (P ). Le théorème (1.1) assure le transport par
dualité des minima globaux. On établit de même le transport par dualité des minima locaux.

Corollaire 1.4 (Transport par dualité DC des minima locaux ([71, 83])) Sup-
posons que x• ∈ dom(∂h) soit un minimum local de g − h, soient y• ∈ ∂h(x•) et Vx• un
voisinage de x• tel que g(x)− h(x) ≥ g(x•)− h(x•), ∀x ∈ Vx• ∩ dom(g). Si

x• ∈ int(dom(g∗)) et ∂g∗(y•) ⊂ Vx• , (1.13)

alors y• est un minimum local de h∗ − g∗.

Preuve : Immédiate d’après la proposition (1.1) en se restreignant à l’intervalle Vx• ∩
dom(g). 2

Remarque 1.4 Bien sûr, par dualité, tous les résultats de cette section se transposent au
problème dual D. Par exemple :
si y est un minimum local de h∗ − g∗ alors ∂g∗(y) ⊂ ∂h∗(y).
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1.3 DCA

Il s’agit d’une nouvelle méthode de sous-gradient basée sur l’optimalité et la dualité en opti-
misation DC (non différentiable). Cette approche est complètement différente des méthodes
classiques de sous-gradient en optimisation convexe. Dans les DCA, la construction algorith-
mique cherche à exploiter la structure DC du problème. Elle nécessite, en premier lieu, de
disposer d’une représentation DC de la fonction à minimiser, i.e. f = g − h (g, h convexe),
car toutes les opérations s’effectueront uniquement sur les composantes convexes. Ainsi, la
séquence des directions de descente est obtenue en calculant une suite de sous-gradient non
directement à partir de la fonction f , mais des composantes convexes des problèmes primal
et dual.

1.3.1 Principe de DCA

La construction des DCA, découverte par Pham Dinh Tao (1986) s’appuie sur la caractérisation
des solutions locales en optimisation DC des problèmes primal (P ) et dual (D)

α = inf{g(x)− h(x) : x ∈ X} (P ),

α = inf{h∗(y)− g∗(y) : y ∈ Y } (D).

Les DCA reposent sur la construction de deux suites {xk} et {yk} qui sont améliorées a
chaque itération de sorte que leur limite respective x∗ et y∗ soient candidates pour être les
optima locaux du problème primal et du problème dual respectivement. Ces deux suites sont
liées par dualité et vérifient les propriétés suivantes :

– les suites {g(xk)− h(xk)} et {h∗(yk)− g∗(yk)} sont décroissantes,
– et si (g − h)(xk+1) = (g − h)(xk) alors l’algorithme s’arrête à la (k + 1)ieme itération et le

point xk (resp. yk) est un point critique de g − h (resp. h∗ − g∗),
– sinon toute valeur d’adhérence x• de {xk} (resp. y• de {yk}) est un point critique de g−h

(resp. h∗ − g∗).

L’algorithme cherche en définitif un couple (x•, y•) ∈ X × Y tel que x• ∈ ∂g∗(y•) et
y• ∈ ∂h(x•).

Schéma de DCA simplifié

L’idée principale de la mise en oeuvre de l’algorithme (forme simple) est de construire une
suite {xk}, vérifiant à chaque itération ∂g(xk) ∩ ∂h(xk−1) 6= ∅, convergente vers un point
critique x•(∂h(x•)∩∂g(x•) 6= ∅) et symétriquement, de façon analogue par dualité, une suite
{yk} telle que ∂g∗(yk−1) ∩ ∂h∗(yk) 6= ∅ convergente vers un point critique.

On construit ainsi :



28 Introduction à la programmation DC et DCA

Algorithme 1. [DCA]

Étape 0. x0 donné.
Étape 1. Pour chaque k, xk étant connu, déterminer yk ∈ ∂h(xk).
Étape 2. Trouver xk+1 ∈ ∂g∗(yk).
Étape 3. Si test d’arrêt vérifié STOP ; Sinon k ← k + 1 et aller en Étape 1.

Cette description, avec l’aide de schémas d’itération de points fixes des multi-applications
∂h et ∂g∗, apparâıt ainsi être d’une grande simplicité.

1.3.2 Existence des suites générées

L’algorithme DCA est bien défini si on peut effectivement construire les deux suites {xk} et
{yk} comme ci-dessus à partir d’un point initial arbitraire x0.
– Par construction, si x0 ∈ dom(∂h), alors y0 ∈ ∂h(x0) est bien défini.
– Pour k ≥ 1, yk est bien défini si et seulement si xk est défini et contenu dans dom(∂h),

par suite, xk et yk sont bien définis si et seulement si ∂g∗(yk+1) ∩ dom(∂h) est non vide,
ce qui entrâıne que yk+1 ∈ dom(∂g∗).

Lemme 1.1 ([83]) Les suites {xk}, {yk} dans DCA sont bien définies si et seulement si

dom(∂g) ⊂ dom(∂h), et dom(∂h∗) ⊂ dom(∂g∗).

La convergence de l’algorithme est assurée par les résultats suivants ([83]) :

Soient ρi et ρ∗i , (i = 1, 2) des nombres réels positifs tels que 0 ≤ ρi < ρ(fi) (resp. 0 ≤ ρ∗i <
ρ∗i (f

∗
i )) où ρi = 0 (resp ρ∗i = 0) si ρ(fi) = 0 (resp ρ(f ∗i ) = 0) et ρi (resp ρ∗i ) peut prendre la

valeur ρ(fi) (resp ρ(f ∗i )) si cette borne supérieure est atteinte. Nous poserons pour la suite
f1 = g, f2 = h.

Théorème 1.4 Si les suites {xk} et {yk} sont bien définies. Alors on a :
(i)

(g − h)(xk+1) ≤ (h∗ − g∗)(yk)− ρh
2
‖dxk‖2 ≤ (g − h)(xk)− ρ1 + ρ2

2
‖dxk‖2

(ii)

(h∗ − g∗)(yk+1) ≤ (g − h)(xk+1)− ρ∗1
2
‖dyk‖2 ≤ (h∗ − g∗)(yk)− ρ∗1 + ρ∗2

2
‖dyk‖2

où dxk = xk+1 − xk.
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Corollaire 1.5 ([83])(Convergence)
1.

(g − h)(xk+1) ≤ (h∗ − g∗)(yk)− ρ2
2
‖dxk‖2

≤ (g − h)(xk)− [ρ2
2
‖dxk−1‖2 +

ρ∗1
2
‖dyk‖2]

2.
(g − h)(xk+1) ≤ (h∗ − g∗)(yk)− ρ∗2

2
‖dxk‖2

≤ (g − h)(xk)− [
ρ∗2
2
‖dxk−1‖2 +

ρ∗1
2
‖dyk‖2]

3.
(h∗ − g∗)(yk+1) ≤ (g − h)(xk+1)− ρ∗1

2
‖dyk‖2

≤ (h∗ − g∗)(yk)− [
ρ∗1
2
‖dyk‖2 +

ρ∗2
2
‖dxk‖2]

4.
(h∗ − g∗)(yk+1) ≤ (g − h)(xk+1)− ρ1

2
‖dyk+1‖2

≤ (h∗ − g∗)(yk)− [ρ1
2
‖dxk+1‖2 + ρ2

2
‖dxk‖2]

Corollaire 1.6 ([83]) Si les égalités ont lieu, il vient :
1. (g − h)(xk+1) = (h∗ − g∗)(yk)⇐⇒ yk ∈ ∂h(xk+1)
2. (g − h)(xk+1) = (g − h)(xk)⇐⇒ xk ∈ ∂g∗(yk), yk ∈ ∂h(xk+1)
3. (h∗ − g∗)(yk) = (g − h)(xk)⇐⇒ xk ∈ ∂g∗(yk)
4. (h∗ − g∗)(yk+1) = (h∗ − g∗)(yk)⇐⇒ yk ∈ ∂h(xk+1), xk+1 ∈ ∂g∗(yk+1).

En général, les qualités (robustesse, stabilité, vitesse de convergence, bonnes solutions locales)
de DCA dépendent des décompositions DC de la fonction objectif f = g−h. Le théorème 1.4
montre que la forte convexité des composantes convexes dans les problèmes primal et dual
peut influencer sur DCA. Pour rendre les composantes convexe g et h fortement convexes,
on peut usuellement appliquer l’opération suivante

f = g − h =

(
g +

λ

2
‖.‖2

)
−
(
h+

λ

2
‖.‖2

)
.

Dans ce cas, les composantes convexes dans le problème dual seront continûment différentiable.

1.3.3 Calcul des sous-gradients

La description de DCA à l’aide de schémas d’itération de points fixes des multi-applications
∂h et ∂g∗ (∂g et ∂g∗) se présente schématiquement :

xk ← yk ∈ ∂h(xk)
$

xk+1 ∈ ∂g∗(yk) ← yk+1 ∈ ∂h(xk+1)
(yk ∈ ∂g(xk+1)) (xk+1 ∈ ∂h∗(yk+1))

(1.14)

On voit ainsi une parfaite symétrie des suites {xk} et {yk} relative à la dualité de l’optimi-
sation DC.
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Le calcul du sous-gradient de la fonction h en un point xk est en général aisé : dans de
nombreux problèmes concrets on connâıt l’expression explicite de ∂h. Par contre, le calcul
d’un sous gradient de la conjuguée de la fonction convexe g en un point yk, nécessite en
général la résolution du programme convexe,

∂g∗(yk) = argmin{g(x)− 〈yk, x〉 : x ∈ X}, (1.15)

en effet, rappelons que l’expression explicite de la conjuguée d’une fonction donnée n’est en
pratique pas connue.

D’après (1.15), remarquons que le calcul de xk+1 revient à minimiser une fonction convexe
déduite de la fonction DC f = g− h, en approximant la composante concave −h par une de
ses minorantes affines au point xk, i.e.

xk+1 ∈ ∂g∗(yk) : xk+1 ∈ argmin{g(x)−
[
〈yk, x− xk〉+ h(xk)

]
: x ∈ X}.

Et similairement, par dualité

yk+1 ∈ ∂h(xk+1) : yk+1 ∈ argmin{h∗(y)−
[
〈xk+1, y − yk〉+ g∗(yk)

]
: y ∈ Y }.

1.3.4 Optimisation DC polyédrale

L’optimisation DC polyédrale survient lorsque l’une des composantes convexes g ou h est
convexe polyédrale. A l’instar des problèmes d’optimisation convexe polyédrale, cette classe
de problème d’optimisation DC se rencontre fréquemment en pratique et possèdent d’intéressantes
propriétés. Nous allons voir que la description de DCA y est particulièrement simple ([70,
71, 83]).

Soit le programme DC
inf{g(x)− h(x) : x ∈ X} (P ),

lorsque la composante convexe h est polyédrale, i.e.

h(x) = max
x∈X
{〈ai, x〉 − bi : i = 1, ...,m},

alors le calcul des sous-gradients yk = ∂h(xk) est immédiat. Il est clair qu’en limitant (na-
turellement) le choix des sous-gradients aux gradients des fonctions affines minorantes de h,
i.e. {yk} ∈ {ai : i = 1, ...,m}, qui est un ensemble fini, la suite des itérés {yk} sera finie
(k ≤ m). En effet, la suite {(h∗ − g∗)(yk)} est par construction de DCA décroissante et les
choix possibles des itérés yk sont finis. De même, par dualité les suites {xk} et {(g− h)(xk)}
sont décroissantes.

Théorème 1.5 (Convergence finie)
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– les suites {g(xk)− h(xk)} et {h∗(yk)− g∗(yk)} sont décroissantes,
– lorsque (g− h)(xk+1) = (g− h)(xk) alors l’algorithme s’arrête à la (k+ 1)ieme itération et

le point xk (resp. yk) est un point critique de g − h (resp. h∗ − g∗).

Remarquons que si c’est la composante g qui est polyédrale, de par la conservation du
caractère polyédrale par la conjugaison fonctionnelle et de l’écriture du problème dual, on
retrouve les mêmes résultats ci-dessus.

1.3.5 Interprétations de DCA

A chaque itération on remplace dans le programme DC primal la deuxième composante DC
h par sa minorante affine hk(x) := h(xk) + 〈x − xk, yk〉 au voisinage de xk pour obtenir le
programme convexe suivant

inf{fk := g(x)− hk(x) : x ∈ Rn} (1.16)

dont l’ensemble des solutions optimales n’est autre que ∂g∗(yk).

De manière analogue, la deuxième composante DC g∗ du programme DC dual (1.5) est
remplacée par sa minorante affine (g∗)k(y) := g∗(yk) + 〈y− yk, xk+1〉 au voisinage de yk pour
donner naissance au programme convexe

inf{h∗(y)− (g∗)k(y) : y ∈ Rn} (1.17)

dont ∂h(xk+1) est l’ensemble des solutions optimales. DCA opère ainsi une double linéarization
à l’aide des sous-gradients de h et g∗. Il est à noter que DCA travaille avec les composantes
DC g et h et non pas avec la fonction f elle-même. Chaque décomposition DC de f donne
naissance à un DCA.

Comme fk est une fonction convexe, le minimum xk+1 est défini par 0 ∈ ∂fk(x
k+1) et la

majoration de f par fk assure la décroissance de la suite {f(xk)}. En effet, comme hk est
une fonction affine minorante de h en xk, fk est bien une fonction convexe majorante de f ,

f(x) ≤ fk(x), ∀x ∈ X,

qui cöıncide en xk avec f ,
f(xk) = fk(x

k),

donc en déterminant l’itéré xk+1 comme le minimum du programme convexe (1.16), la
décroissance de la suite des itérés est assurée,

f(xk+1) ≤ f(xk).

Si à l’itération k+1, f(xk+1) = f(xk) alors xk+1 est un point critique de f (0 ∈ ∂fk(xk+1) =⇒
0 ∈ ∂f(xk+1)).
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Remarque 1.5 Si fk est strictement convexe alors il existe un unique minimum xk+1.

Commentaire : il est important de remarquer que l’on remplace, non localement au voisi-
nage de xk, mais globalement sur tout le domaine, la fonction f par la fonction :

fk(x) = g(x)− (〈yk, x− xk〉+ h(xk)) avec yk ∈ ∂h(xk), ∀x ∈ X

qui, considérée localement au voisinage de xk, est une approximation du premier ordre de
f et globalement sur Rn. Il faut souligner que fk n’est pas définie restrictivement à partir
d’information locale de f au voisinage de xk (i.e. f(xk), ∂f(xk), ...) mais incorpore toute la
première composante convexe de f dans sa définition, i.e. fk = g − hk = f − (h + hk). En
d’autre terme, fk n’est pas simplement une approximation locale de f au voisinage de xk,
mais doit être plutôt qualifiée de “convexification majorante” de f globalement liée à la fonc-
tion DC par la première composante convexe définie sur Rn tout entier. Par conséquent, les
pas de déplacement de xk à xk+1 sont déterminés à partir de f définie globalement pour tout
x ∈ Rn. DCA ne peut donc être simplement considéré, comme une méthode d’approximation
locale ou de descente locale, telle que l’on connâıt classiquement, de par le caractère globale
de la “convexification majorante”. Ainsi, à la différence des approches locales convention-
nelles (déterministes ou heuristiques), DCA exploite simultanément des propriétés locales et
globales de la fonction à minimiser au cours du processus itératif et converge en pratique
vers une bonne solution locale, voire parfois globale.

Pour une étude complète de la programmation DC et DCA, se reporter aux [70]-[104] et [135]-
[140] et références incluses. Le traitement d’un programme non convexe par une approche DC
et DCA devrait comporter donc deux tâches : la recherche d’une décomposition DC adéquate
et celle d’un bon point initial. Pour un programme DC donné, la question de décomposition
DC optimale reste ouverte, en pratique on cherche des décompositions DC bien adaptées
à la structure spécifiques du programme DC étudié pour lesquelles les suites {xk} et {yk}
sont faciles à calculer, si possible explicites pour que les DCA correspondants soient moins
coûteux en temps et par conséquent capables de supporter de très grandes dimensions.



Chapitre 2

L’algorithme par Séparation et
Evaluation (SE)

Résumé Ce chapitre concerne l’algorithme de Séparation et Evaluation (SE). La séparation et
évaluation est un algorithme exhaustif qui converge vers la solution globale sous certaines condi-
tions. Ce chapitre est consacré aux éléments de base de cet algorithme ainsi que les conditions de
convergence. De plus, deux cas particuliers de cet algorithme sont présentés.

2.1 Introduction

Un algorithme par séparation et évaluation (SE) est une méthode générique de résolution de
problèmes d’optimisation, et plus particulièrement d’optimisation combinatoire ou discrète
non convexes. Dans les méthodes par séparation et évaluation, la séparation permet d’obtenir
une méthode générique pour localiser toutes les solutions optimales tandis que l’évaluation
évite l’énumération systématique de toutes les solutions.

Séparation

La phase de séparation consiste à diviser le problème en un certain nombre de sous-problèmes
qui ont chacun leur ensemble de solutions réalisables de telle sorte que tous ces ensembles
forment une partition de l’ensemble de toutes les solutions possibles. Ainsi, en résolvant tous
les sous-problèmes et en prenant la meilleure solution trouvée, on est assuré d’avoir résolu le
problème initial. Ce principe de séparation peut être appliqué de manière récursive à chacun
des sous-ensembles de solutions obtenus, et ceci tant qu’il y a des ensembles contenant
plusieurs solutions. Les ensembles de solutions (et leurs sous-problèmes associés) construits
ont une hiérarchie naturelle en arbre, souvent appelée arbre de recherche ou arbre de décision.
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Evaluation

L’évaluation d’un nœud de l’arbre de recherche a pour but de déterminer l’optimum de
l’ensemble des solutions réalisables associé au nœud en question ou, au contraire, de prou-
ver mathématiquement que cet ensemble ne contient pas de solution intéressante pour la
résolution du problème (typiquement, qu’il n’y a pas de solution optimale). Lorsqu’un tel
nœud est identifié dans l’arbre de recherche, il est donc inutile d’effectuer la séparation de son
espace de solutions. Pour déterminer qu’un ensemble de solutions réalisables ne contient pas
de solution optimale, la méthode la plus générale consiste à déterminer une borne inférieure
pour tous les problèmes contenus dans l’ensemble (s’il s’agit d’un problème de minimisa-
tion). Si on arrive à trouver une borne inférieure associée à un sous-problème supérieur à
la meilleure solution trouvée jusqu’à présent, on a alors l’assurance que le sous-ensemble ne
contient pas l’optimum. Les techniques les plus classiques pour le calcul de bornes sont basées
sur l’idée de relaxation de certaines contraintes : relaxation continue, relaxation lagrangienne,
etc.

L’algorithme par Séparation et Evaluation est peut-être la technique la plus populaire en
optimisation globale. SE est plus connu sous son nom anglais Branch and Bound (B&B) al-
gorithm. L’avantage principale de cette approche est dû à sa capacité de résoudre une grande
variété des problèmes non convexes. Théoriquement, pour chaque problème d’optimisation,
quelque soit le problème, on peut construire un algorithme de type SE pour le résoudre [39].
D’après Murty [120], l’approche SE a été développée indépendamment par Land et Doig
en 1960 [66] et aussi par Murty, Karel et Little en 1962 [119]. Mais d’après Gupta [39] les
premières applications de SE datent à 1958 ([26], [39]) pourtant le mot Branch and Bound
a été premièrement utilisé par Little et al. en 1963 [109]. En tout cas, Land et Doig [66]
ont utilisé leur méthode pour résoudre un problème mixte pour lequel certaines variables
sont entières. Murty et al. [119] avaient développé un algorithme pour un cas particulier
d’optimisation en variables discrètes.

Dans ce chapitre, nous allons d’abord présenter le schéma général de SE et le théorème de
convergence. Ensuite, nous allons présenter deux cas particuliers de l’approche SE.

2.2 Le cas général de SE

On considère le problème de minimisation d’une fonction continue sur un ensemble compact

min {f(x) : x ∈ S ⊂ Rn}. (2.1)

Il est bien connu que si S 6= ∅ alors le problème admet une solution. On veut trouver une
solution dite optimale globale x∗ ∈ S telle que

f(x∗) ≤ f(x) ∀x ∈ S.

L’idée de base de la méthode SE consiste en une division successive d’un ensemble qui
contient S en sous-ensembles de plus en plus petits. A chaque sous-ensemble contenant une
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partie de S, on associe une borne inférieure de la valeur de fonction objectif sur cet ensemble
afin d’éliminer les parties non prometteuses et de sélectionner un ensemble que l’on devrait
diviser par la suite.

Définition 2.2.1 Soit M un compact dans Rn et soit I un ensemble fini des indices. Un
ensemble Mi : i ∈ I de sous-ensemble compacts est dit une “partition” de M si

M =
⋃
i∈I

Mi, Mi ∩Mj = ∂Mi ∩ ∂Mj, ∀i, j ∈ I : i 6= j

où ∂Mi dénote la frontière relative à M de Mi. 2

2.2.1 Méthode de résolution et convergence

Adoptons la notation min f(S) = min{f(x) : x ∈ S}. Le schéma général de SE se résume
de la manière suivante :

Prototype SE

Initialisation :

1. Choisir un compact S ⊂ M0, un ensemble fini des indices I0, une partition M0 =
{M0,i : i ∈ I0} de M0 satisfaisant M0,i ∩ S 6= ∅, i ∈ I0.

2. Pour chaque i ∈ I0 déterminer

S0,i ⊂M0,i ∩ S, S0,i 6= ∅

et

γ0,i = γ(M0,i) := min f(S0,i), x0,i ∈ argmin f(S0,i).

3. Pour chaque i ∈ I0 déterminer

β0,i = β(M0,i) ≤ min f(S ∩M0,i).

4. Calculer

γ0 = mini∈I0 γ0,i, (2.2)

x0 ∈ argmin {f(x0,i, i ∈ I0)}, (2.3)

β0 = mini∈I0β0,i. (2.4)

Itération k :
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k.1 Supprimer tout Mk,i ∈Mk vérifiant

βk,i ≥ γ0

ou pour lequel on sait que min f(S) ne peut pas avoir lieu dans Mk,i. Soit Rk le
collection des éléments restant Mk,i ∈Mk.
Si Rk = ∅ alors s’arrêter, xk est une solution.

k.2 Sélectionner Mk,ik ∈ Rk, choisir un ensemble fini des indices Jk+1 et construire une
partition

Mk,ik = {Mk+1,i : i ∈ Jk+1}

de Mk,ik telle que Mk+1,i ∩ S 6= ∅.
k.3 Pour chaque i ∈ Jk+1 déterminer

Sk+1,i ⊂Mk+1,i ∩ S, Sk+1,i 6= ∅

et
γk+1,i = γ(Mk+1,i) := min f(Sk+1,i), x

k+1,i ∈ argmin f(Sk+1,i).

k.4 Pour chaque i ∈ Jk+1,i déterminer βk+1,i tel que

βk,ik ≤ βk+1,i ≤ min f(S ∩Mk+1,i).

k.5 Poser
Mk+1 = (Rk \Mk,ik) ∪Mk,ik .

Soit Ik+1 l’ensemble des indices tels que

Mk+1 = {Mk+1,i : I ∈ Ik+1}

est la partition actuelle.

k.6 Calculer
γk+1 = mini∈Ik+1

γk+1,i, (2.5)

xk+1 ∈ argmin {f(xk+1,i, i ∈ Ik+1)}, (2.6)

βk+1 = mini∈Ik+1
βk+1,i. (2.7)

et retourner à l’itération k + 1.

Remarque 2.1 (i) Il faudrait déterminer Sk,i, x
k,i, βk,i de telle façon que ces bornes autant

serrées que possible, avec un effort de calcul raisonnable. On parvient donc à un certain
compromis.

(ii) γk,i, βk,i sont des bornes supérieures et des bornes inférieures pour min f(S ∩ Mk,i

associées à chaque ensemble Mk,i et γk, βk sont des bornes supérieures et des bornes
inférieures à min f(S) étant décroissantes et croissantes respectivement.
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(iii) βk,i ≥ γk indique que la solution xk ne peut pas s’améliorer dans Mk,i donc cet élément
peut être éliminé.

Condition de la convergence
La méthode SE converge dans le sens que chaque point d’accumulation de {xk} est une
solution de (P ). Évidemment, par la construction, on a

xk ∈ S, k = 0, 1, . . . , (2.8)

γk ≥ γk+1 ≥ min f(S) ≥ βk+1 ≥ βk, (2.9)

f(xk) ≥ f(xk+1), k = 0, 1, . . . . (2.10)

Définition 2.2.2 Une estimation de borne est dite cohérente si, pour une suite décroissante
quelconque Mkq ,ikq

générée par la procédure de séparation, i.e.

Mkq+1,ikq+1
⊂Mkq ,ikq

, (2.11)

on a
lim
q−→∞

(γkq ,ikq − βkq ,ikq ) = 0. (2.12)

2

Puisque βkq ,ikq ≤ γkq ≤ γkq ,ikq , la condition (2.12) peut s’écrire

lim
q−→∞

(αkq − βkq ,ikq ) = 0. (2.13)

Par la monotonie et la bornitude des suites {γk}, {βk} on a

(f(xk) = γk) −→ α, βk −→ β, γ ≥ min f(S) ≥ β.

Définition 2.2.3 Une sélection est dite complète si pour chaque

M ∈
∞⋃
p=1

∞⋂
k=p

Rk

on a
inf f(M ∩ S) ≥ α.

Une sélection est dite “borne améliorante”, si au moins après chaque nombre fini d’itérations,
on a

Mk,ik ∈ argmin{β(M) : M ∈ Rk}. (2.14)

2



38 L’algorithme de Séparation et Evaluation (SE)

Théorème 2.1 Supposons que S est fermé et que min f(S) existe. Soit, dans le prototype,
l’opération d’estimation de borne est cohérente. On a :
– (i) Si la sélection est complète, alors

γ := lim
k−→∞

αk = lim
k−→∞

f(xk) = min f(S). (2.15)

– (ii) Si la sélection est borne améliorante, alors

β := lim
k−→∞

βk = min f(S). (2.16)

– (iii) Si la sélection est complète, f est continue, et {x ∈ S : f(x) ≤ f(x0)} est borné, alors
chaque point d’accumulation de {xk} résout le problème (P ).

Preuve :
– (i) Puisque γ ≥ inf f(S), il suffit de montrer que f(x) ≥ β, ∀x ∈ S.

Si x appartient à un ensemble qui est éliminé dans l’itération k où à un ensemble

M ∈
∞⋃
p=1

∞⋂
k=p

Rk

(i.e. M reste inchangé) alors, on a

f(x) ≥ βk,i > γk ≥ γ

ou
inf f(M ∩ S) ≥ α

car la sélection est complète. Donc f(x) ≥ γ. Sinon, il existe une suite décroissante
{Mkq ,ikq

} telle que x ∈Mkq ,ikq
,∀q. Du fait que f(x) ≥ βkq ,ikq ,∀q et l’ensemble de borne est

cohérente on a lim γkq = α = lim βkq ,ikq , ce qui implique f(x) ≥ γ.
– (ii) Il s’ensuit de (2.14) que {Mk,ik}doit contenir une sous-suite décroissante {Mkq ,ikq

} avec
βkq = βkq ,ikq . Puisque l’estimation de borne est cohérente, on a

lim
q−→∞

(γkq − βkq ,ikq ) = lim
q−→∞

(γkq − βkq) = 0.

– (iii) L’ensemble
S(x0) := {x ∈ S : f(x) ≤ f(x0)}

est borné et, puisque S est fermé et f est continue, S(x0) est fermé. Comme on a déjà vu,
f(xk) ≤ f(x0), on a {xk} ⊂ S(x0). Donc xk possède des points d’accumulation et (iii) est
une conséquence de (i).

2

Noter que si l’estimation de borne est cohérente alors la sélection qui améliore des bornes
est aussi complète, parce que f(x) ≤ βkq , ∀x ∈ S et lorsque (2.14) est appliqué, on a

inf f(M ∩ S) ≥ β = γ
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pour tout ensemble M .

Dans le prototype SE, il est nécessaire que M∩S 6= ∅ pour chaque élément M de la partition.
Or, dans des cas concrets il n’y a pas de règles concrètes pour décorer de façon définitive si
M ∩ S est vide ou non. En effet, pour définir un ensemble M , souvent un polyèdre, il suffit
de connâıtre l’ensemble V (M) de sommets de M . Mais évidemment, cela ne suffit pas pour
donner une décision concrète sur M ∩ S 6= ∅ ou M ∩ S = ∅, même dans un cas très simple.
Cette déficience, en effet limite l’applicabilité de la méthode. Dans ce qui suit, on va utiliser
des règles qui ne garantissent pas que les ensembles vérifiant M ∩ S = ∅ seront supprimés
mais seulement une partie suffisante d’eux, tout en assurant la convergence de l’algorithme.

2.2.2 Séparation et Evaluation avec des ensembles non réalisables

Définition 2.2.4 Un ensemble M tel que M ∩ S = ∅ est appelé “non réalisable”. Un en-
semble M tel que M ∩ S 6= ∅ est appelé “réalisable”. Un ensemble M est dit “incertain”
quand nous ne savons pas si M est réalisable ou non. 2

Bien sûr, un ensemble sera éliminé si on sait qu’il est non réalisable. Lorsque les ensembles
incertains sont admis, on va demander pour que
– −∞ < β(M) ≤ min f(M ∩ S) ,si M est réalisable,
– −∞ < β(M) ≤ min f(M) ,si M est incertain.
En général, SM ⊂M∩S peut être vide et il est possible que la borne α(M) =∞. La variante
suivante du prototype ci-dessus sera appliqué lorsqu’on ne peut pas décider définitivement
si M ∩ S a lieu pour tous les ensembles de la partitions données. Noter que dans ce cas,
les bornes supérieures ne sont pas toujours disponibles. Pour la clarté, on va décrire cette
variante en détail. Adoptons, par convention, que le minimum sur un ensemble vide prend
la valeur infinie.

Prototype 2

Initialisation :

1. Choisir S ⊂ M0 un compact, un ensemble fini des indices I0, une partition M0 =
{M0,i : i ∈ I0} de M0.

2. Pour chaque i ∈ I0 déterminer

S0,i ⊂M0,i ∩ S, S0,i 6= ∅

et
α0,i = α(M0,i) := min f(S0,i), x0,i ∈ argmin f(S0,i).

Si S0,i n’est pas disponible (par des efforts raisonnables), on pose S0,i = ∅.
3. Pour chaque i ∈ I0 déterminer β0,i = β(M0,i) vérifiant
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– −∞ < β(M0,i) ≤ min f(M0,i ∩ S) ,si M0,i est réalisable,
– −∞ < β(M0,i) ≤ min f(M0,i) ,si M0,i est incertain.

4. Calculer

α0 = mini∈I0 α0,i, (2.17)

x0 ∈ argmin {f(x0,i, i ∈ I0)}, (2.18)

β0 = mini∈I0β0,i. (2.19)

Itération k :

k.1 Supprimer tout Mk,i ∈Mk vérifiant

βk,i ≥ αk

ou pour lequel on sait que min f(S) ne peut pas atteindre Mk,i. Soit Rk la collection
des éléments restant Mk,i ∈Mk.
Si Rk = ∅ alors s’arrêter, xk est une solution.

k.2 Sélectionner Mk,ik ∈ Rk ; choisir un ensemble fini des indices Jk+1 et construire une
partition

Mk,ik = {Mk+1,i : i ∈ Jk+1}

de Mk,ik . Appliquer des règles pour éliminer les sous-ensembles qu’on sait ils sont non
réalisables.

k.3 Pour chaque i ∈ Jk+1 déterminer

Sk+1,i ∈Mk+1,i ∩ S, Sk+1,i 6= ∅

et

αk+1,i = α(Mk+1,i) := min f(Sk+1,i), x
k+1,i ∈ argmin f(Sk+1,i).

Si Sk+1,i n’est pas disponible, on pose Sk+1,i = ∅
k.4 Pour chaque i ∈ Jk+1,i déterminer βk+1,i tel que

βk,ik ≤ βk+1,i ≤ min f(S ∩Mk+1,i).

k.5 Poser

Mk+1 = (Rk \Mk,ik) ∪Mk,ik . (2.20)

Soit Ik+1 l’ensemble des indices tel que

Mk+1 = {Mk+1,i : I ∈ Ik+1}

est la partition actuelle. Soient αk+1,i, βk+1,i, x
k+1,i dénotent les quantités correspondant

à Mk+1,i : I ∈ Ik+1.
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k.6 Calculer
αk+1 = mini∈Ik+1

αk+1,i, (2.21)

βk+1 = mini∈Ik+1
βk+1,i. (2.22)

Si αk+1 <∞ alors, on prend xk+1 ∈ S tel que f(xk+1) = αk+1. Retourner à l’itération
k + 1.

Définition 2.2.5 Soit {Mkq} une suite décroissante d’ensembles générés par la procédure
de division. Une procédure de division est dite “exhaustive” si pour chaque suite décroissante
{Mkq} des ensembles générés par cette procédure, la suite de diamètres d(Mkq) associés à
Mkq vérifie

lim
q−→∞

d(Mkq) = 0. (2.23)

2

Évidemment, pour une suite décroissante des ensembles générés par une division exhaustive,
on a

lim
q−→∞

Mkq = ∩qMkq = {x}, x ∈ Rn. (2.24)

Définition 2.2.6 L’opération d’estimation de borne inférieure est appelée “fortement cohérente”
si pour n’importe quelle suite décroissante {Mkq} d’ensembles générée par une division ex-
haustive telle que

Mkq −→ {x}, q −→∞

il existe une sous-suite {Mk′q} de {Mkq} pour laquelle

β(Mk′q) −→ f(x), q −→∞. (2.25)

2

Définition 2.2.7 L’élimination-par-non réalisabilité est appelée “certaine à la limite” si
pour n’importe quelle suite décroissante {Mkq} d’ensembles générées par une division ex-
haustive telle que Mkq −→ {x} on a

x ∈ S. (2.26)

2

On désigne Y α l’ensemble des points d’accumulation de la suite yk de point correspondant
à βk. Soit X∗ = argmin f(S) l’ensemble de solution optimales de (P ). On a le théorème
suivant.
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Théorème 2.2 Supposons que le prototype 2 vérifie les conditions suivantes :

– (i) La division est exhaustive ;
– (ii) La sélection est borne-améliorante ;
– (iii) La borne inférieure est fortement cohérente ;
– (iv) L’élimination est certaine à la limite.
Alors, on a

β := lim βk = min f(S) (2.27)

et
Y α ⊂ X∗. (2.28)

Preuve : Supposons que la procédure ne se termine pas après un nombre fini d’itérations.
On considère la suite de borne inférieure βk. Soit, pour chaque k, yk le point correspondant
à βk qui est généré par la procédure. Soit Mk ∈ argmin{β(M) : M ∈ Rk} un élément dans
{Rk} tel que

yk ∈Mk, βk = β(Mk).

Par construction, βk est une suite non décroissante et bornée supérieurement par min(S),
donc on a l’existence de

β = lim
k−→∞

βk ≤ min(S).

Soient y ∈ Y α et {yr} une sous-suite de {yk} telle que yr −→ y. Alors en vertu de (i) et
(ii) on peut conclure qu’il existe une suite décroissante {Mq ⊂Mr} des éléments de division
telle que

yq ∈Mq, βq = β(Mq)

etMq −→ {y}. Il découle de (iii) l’existence d’une sous-suite {Mq′} deMq telle que β(Mq′) −→
f(y). En vertu de (iv) on a y ∈ S. On voit donc

β = lim β(Mq′) = f(y) ≤ min f(S)

et par conséquent on a
β = f(y) = min f(S),

ce qui achève la preuve du théorème. 2

2.2.3 Réalisation

Bien entendu, la réalisation d’un algorithme SE dépend du choix des opérations suivantes :

• Diviser Mk,ik ,
• Sélectionner Mk,ik ,
• Estimer les bornes inférieures βk,i.
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On va aborder par la suite ces opérations.

2.2.3.1 Stratégie de division

Par idée, les éléments de partition Mk doivent être très simple pour qu’on puisse les manipu-
ler facilement. Naturellement, on utilise les plus simples polyèdres comme des simplexes, des
rectangles et des cônes (polyédraux). Il faut également diviser ces polyèdres de telle manière
que la procédure de division soit exhaustive, ce qui est nécessaire pour assurer la convergence
de la méthode SE (cf. Théorème 2.2).

(a) Subdivision simpliciale

M0 et tout élément de subdivision sont de n-simplexes. Ce n’est pas difficile de construire
le premier simplexe M0 contenant S. Soit M = conv{v0, v1, . . . , vn} un simplexe avec des
sommets v0, v1, . . . , vn. Alors, un point quelconque s ∈M peut être représenté par

s =
n∑
i=0

λiv
i, λi ≥ 0,

n∑
i=0

λi = 1.

Soit s 6= xi, i = 0, 1, . . . , n. Posons J = {j : λj > 0}. En remplaçant un sommet xj tel que
λj > 0 par s on obtient un simplexe

Mj = conv{v0, v1, . . . , vj−1, s, vj+1, . . . , vn}

et ainsi on peut construire une subdivision, appelée radiale, de M . Très souvent, on choisit s
comme le milieu de la plus longue arrête de M et M est divisé ainsi en deux simplexes. Dans
ce cas, on a une bisection de M . Il est démontré que la bisection est exhaustive. Pourtant,
on constate que les procédures exhaustives de division (en particulier bisection) ne sont
pas très efficaces ; la convergence de la méthode est assez lente. On suggère alors d’utiliser
comme s un point ωobtenu dans la procédure d’estimation de borne (par exemple ω est le
point correspondant à β(M)). On va appeler cette procédure ω-subdivision. Le problème
c’est qu’on ne peut plus assurer que la procédure de division soit exhaustive. Récemment,
certaines stratégies plus flexibles sont étudiées. L’idée est d’utiliser le plus souvent possible la
ω-subdivision et de faire intervenir la bisection pour empêcher la dégradation. Une stratégie
heuristique mais pratique, a été proposée dans [45]. Considérons un simplexe M et un point
ω ∈M , qui s’écrit comme ω =

∑n
i=0 λiv

i. Étant fixé un nombre δ > 0.
Si min{λi : λi > 0, i ∈ {1, 2, . . . , n}} > δ alors appliquer ω-subdivision. Sinon utiliser
bisection.
Les expériences ont indiqué que δ = 1

2
n2 est un choix convenable.

(b) Subdivision rectangulaire

M0 et toute partie de subdivision sont des n-rectangles dans Rn. Le rectangle

M0 =
n∏
i=1

[li, Li]
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le plus serré qui contient S (convexe) peut être déterminé en résolvant 2n problèmes convexes

li = min{xi : x ∈ S}, Li = max{xi : x ∈ S}, i = 1, 2, . . . , n.

Les processus de subdivision rectangulaire jouent un rôle important dans des méthodes de
Séparation et Evaluation. L’approche de Phillips et Rosen [141] (voir également Kalantari
et Rosen [53]) emploie la subdivision exhaustive, i.e. toutes les suites décroissantes des rec-
tangles générées par l’algorithmes tendra à un point. Une bisection rectangulaire adaptative
prétendue proposée dans Muu,L.D. [121] semble être plus efficace parce que l’exhaustion n’est
pas nécessaire pour la convergence. Dans Horst et Tuy [49], un concept de la subdivision rec-
tangulaire normale (NRS) a été présenté pour la classe des problèmes concaves séparables
de minimisation qui inclut l’approche de Kalantari-Rosen et une subdivision proposée plus
tôt dans Falk et Soland [28]. Intuitivement, la variante des algorithmes rectangulaires en uti-
lisant ω-subdivision et subdivision adaptative devrait converger plus rapidement que ceux
qui emploient la subdivision exhaustive, parce qu’ils tiennent compte des conditions du sous-
problème relaxé courant.

(c) Subdivision conique

Supposons que S possède un point intérieure ω. Soit M0 un n-simplexe tel que S ⊆M0,M0

a n + 1 faces F0,i, i = 1, 2, . . . , n + 1 de dimension n − 1 qui sont des (n − 1)-simplexes.
Les cônes polyèdraux (appélés cônes) C0,i centrés au ω et engendrés par F0,i constituent
une division de Rn. Ensuite, un cône C est défini par un (n − 1)-simplexe F dans F0,i.
Evidemment, une division de F en simplexes {Fj : j ∈ J} va provoquer une division de
cône C en cônes {Cj : j ∈ J} correspondant aux Fj. En particulier, la bisection de cônes est
induite par la bisection de simplexes. Si la procédure de division de simplexe est exhaustive
alors la procédure de division de cônes sera aussi exhaustive dans le sens que chaque suite
décroissante de cône {Ck} (générée par cette procédure) va tendre ver un rayon sortant de ω.
Les cônes sont très utiles quand une solution globale se trouve sur la frontière d’un convexe.
En effet le premier algorithme conique a été proposé par Tuy [165] pour la minimisation
d’une fonction concave sur un polyèdre.

2.2.3.2 Règles de sélection

Naturellement, on peut choisir à chaque itération

Mk,ik ∈ argmin{β(M) : M ∈ Rk}

qui satisfait (2.14), i.e. cette sélection améliore des bornes. Pourtant, il y a bien d’autres
règles qui n’utilisent pas explicitement cette propriété. Par exemple (cf. Tuy et al. [177]) :

S1 : Pour chaque M on définit G(M), l’indice de l’étape où M est créé et à chaque
itération, on choisit le plus “vieil” ensemble, c’est-à-dire

Mk,ik ∈ argmin{G(M) : M ∈ Rk}.
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S2 : Pour chaqueM on définit une quantité δ(M) liée à la taille deM (e.g. le diamètre,
le volume, etc). Supposons que la division soit telle que, étant donné ε > 0, on peut toujours
obtenir M avec δ(M) ≤ ε après un nombre fini de division de M . Alors, on choisit

Mk,ik ∈ argmin{δ(M) : M ∈ Rk}.

2.2.3.3 Estimation de borne

Étant donné un ensemble Mk. Pour estimer une borne inférieure, on va construire Tk tel que
Mk ∩ S ⊂ Tk ⊂Mk de manière que la borne β(Mk) = min f(Tk) soit estimée par des efforts
raisonnables.

Définition 2.2.8 Soit {Tk} une suite d’ensemble de Rn. Alors

limk−→∞Tk := {x ∈ Rn : x = lim
j−→∞

xnj , xnj ∈ Tnj},

limk−→∞Tk := {x ∈ Rn : x = lim
j−→∞

xn, xn ∈ Tn pour tout sauf un nombre fini de n ∈ N},

T = lim
k−→∞

Tk ⇐⇒ T = limk−→∞Tk = limk−→∞Tk.

2

Une division va générer des suites décroissantes {Mk} qui convergent vers un compact M :=
∩kMk. Notons Mk −→M .

Lemme 2.1 ([44]) Soit S ∈ Rn un compact et soit f : Rn −→ R continue. Alors l’estimation
de borne est cohérente si, pour toute suite décroissante de compacts Mk,on a
– (i) Mk −→M compact, M ∩ S 6= ∅.
– (ii) Il existe une suite de compacts Tk telle que

Mk ⊇ Tk ⊇Mk ∩ S, Tk −→M ∩ S.

– (iii)

min f(Tk) ≤ β(Mk) ≤ min f(Mk ∩ S).

– (iv)

α(Mk) −→ min f(M ∩ S).

L’estimation de borne présente toujours un dilemme entre la convergence et l’efficacité. Un
algorithme SE va converger plus vite si on peut estimer des bornes d’une façon plus précise.
Or, cela devrait coûter plus cher ce qui peut rendre l’algorithme moins efficace.
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2.3 Les cas particuliers de SE

Depuis la création de SE, il a été largement utilisé et étudié. Dans cette section, nous allons
présenter deux cas particuliers de SE. Ce sont les algorithmes de type SE appliqués aux
problèmes

(a) dont le domaine des solutions admissibles est non convexe : Nous nous intéressons
aux problèmes linéaires ou quadratiques pour lesquels certaines variables sont discrètes,

(b) dont la fonction objectif est non convexe : Ce sont des problèmes pour lesquels la
fonction objectif est non convexe mais elle est séparable.

2.3.1 Le domaine est non convexe

Dans cette section, nous nous concentrons sur l’approche SE qui est appliquée afin de résoudre
des problèmes mixtes en variables binaires. SE peut également être utilisé pour résoudre des
problèmes d’optimisation en variables entières. Que ce soient les variables binaires ou entières,
SE fait une énumération implicite de toutes les solutions possibles et il construit un arbre de
recherche dont chaque nœud est associé à un problème continu basé sur le problème original.
La racine de l’arbre est le problème original dont toutes les variables binaires (ou entières)
sont relaxées.

A chaque itération, SE choisit un nœud de l’extrémité et résout le sous-problème correspon-
dant. Quatres cas sont possibles (voir [167]) :

Cas 1. Le sous-problème n’est pas réalisable alors on peut le supprimer.

Cas 2. Le sous-problème a une valeur d’optimal supérieure à celle de la meilleure solu-
tion obtenue jusqu’au présent alors toutes les restrictions supplémentaires ne vont pas
attribuer une meilleure solution. Nous supprimons le sous-problème.

Cas 3. Si la solution du sous-problème satisfait toutes contraintes binaires et de plus elle
a une valeur inférieure à celle de la meilleure solution obtenue jusqu’au présent, alors
nous sauvegardons la solution et nous faisons une mise à jour de la valeur optimale.

Cas 4. Si aucun des cas cités ci-dessus n’est pas réalisé alors (au moins) une des va-
riables binaires est fractionnelle. Nous considérons deux nouveaux sous-problèmes.
Pour chacun des nouveaux sous-problèmes, la variable fractionnelle est fixée à zero
ou un. Ensuite, nous ajoutons ces sous-problèmes à l’arbre de recherche comme les fils
du sous-problème.

Enfin, nous sélectionnons le prochain sous-problème à résoudre. L’algorithme s’arrête s’il n’y
plus de problème à sonder.

La figure 2.1 montre un diagramme de l’algorithme SE pour un problème en variables mixtes.
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Figure 2.1 – Un schéma de base pour un algorithme par SE pour les problèmes mixtes

A l’étape 2, nous choisissons le sous-problème suivant. Il existe plusieurs façon de choisir un
sous-problème parmi les tous. Deux d’entre elles sont les plus utilisées. La première consiste
à choisir le dernier problème ajouté à l’arbre de recherche. Ce choix est dû aux problèmes
qui ont le plus grand nombre de variables entières. De cette façon, nous allons plus de chance
d’obtenir une solution entière. Deuxième approche est de choisir le sous-problème qui a la
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plus petite valeur de fonction objectif. Le but est d’améliorer la borne inférieure le plus vite
possible.

A la troisième étape, nous devons choisir la variable sur laquelle la séparation s’effectue.
Nous pouvons choisir la variable qui est la plus proche d’un nombre entier ou choisir celle de
premier, c’est-à-dire la variable qui a la plus petite indice d’ordre parmi les autres.

Pendant l’énumération implicite, si nous arrivons à bien diminuer le nombre de séparation
ou la taille de l’arbre de recherche, alors l’approche par SE sera plus efficace. Pour atteindre
ce but, nous développerons des algorithmes combinés à la base de SE qui
– cherchent à trouver des variables (qui doivent être binaires) qui s’approchent à 0 ou 1.

Après les avoir localisées, nous allons les fixer à 0 ou 1, respectivement. La méthode DCA
servira à trouver ces variables.

– utilisent des sous-approches locales (DCA) afin de trouver des solutions binaires plus vite.
De cette façon, nous essayons d’améliorer la borne supérieure. Ayant une meilleure borne
supérieure nous permet de supprimer plus de sous-problèmes (inutiles) et par conséquent
d’avoir une convergence plus rapide.

La Figure (2.2) montre un diagramme de l’algorithme par SE révisé. A l’étape trois, après
avoir résolu le sous-problème, nous utilisons sa solution pour démarrer DCA. Deux cas sont
possibles :
– La solution fournie par DCA est entière : nous pouvons l’utiliser pour savoir s’il

s’agit d’une solution améliorante. Si la valeur de fonction objectif associée à cette solution
est inférieure à la valeur d’optimale (trouvée jusqu’à présent), nous faisons une mise à jour
de la borne supérieure ainsi que de la valeur optimale.

– La solution fournie par DCA n’est pas entière : si certaines variables se sont ap-
prochées vers 0 ou 1, nous les fixons à 0 ou 1, respectivement. Ensuite, nous redémarrons
DCA pour obtenir une solution entière. Puisque certaines variables sont déjà fixées à 0
ou 1, alors nous avons plus de chance d’avoir une solution entière. Cela va accélérer la
convergence de l’algorithme.

2.3.2 La fonction objectif est non convexe

L’algorithme par séparation et évaluation que nous présentons se trouve dans [127].

Nous considérons le problème suivant

(P ) : min {f(x) : x ∈ D ∩ C ⊂ Rn}.

où D est un ensemble convexe et compact, C := {x : li ≤ xi ≤ Li, i = 1, . . . , n} est un
rectangle. Nous supposons que la fonction objectif est séparable, c’est-à-dire

f(x) :=
n∑
i=1

fi(xi)

où fi(xi), i = 1, . . . , n, sont des fonctions non convexes. Dans cette section nous nous
intéressons à la résolution du problème (P ) en faisant une sous-estimation de la fonction
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Figure 2.2 – Un schéma de base pour un algorithme par SE révisé (combiné avec DCA)

objectif par d’envelopes convexes. Soit φi l’envelope convexe de fi sur l’intervalle [li, Li] alors
φ =

∑n
i=1 φi est l’envelope convexe de f(x) sur le rectangle C.

Nous allons utiliser un algorithme de type SE afin de résoudre (P ). Pendant cet algorithme,
on construit deux suites comme {αk}, {βk}, celle de bornes inférieures et celle de bornes
supérieures, respectivement. Pour cela, on construit une suite de points xk telle que chacun
de ces points est la solution d’un sous-problème comme Pkv. Soit Ckv ⊂ C un rectangle tel
que

Ckv = {x : lkv ≤ x ≤ Lkv}.
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La fonction objectif du problème Pkv est une envelope convexe de f sur Ckv et se définit par

φkv(x) :=
n∑
i=1

φkvi (x)

où fi a été remplacé par son envelope convexe φkvi sur l’intervalle [lkvi , L
kv
i ]. Le sous-problème

Pkv associé au rectangle Ckv est

(Pkv) : min {φkv(x) : x ∈ D ∩ Ckv}.

Soit xkv la solution optimale de Pkv, alors φkv(xkv) est une borne inférieure pour f sur D∩Ckv
et f(xkv) est une borne supérieure pour la valeur optimale de (P ).

L’algorithme se résume comme la suite :

Initialisation de l’algorithme par SE

Nous allons construire les premières bornes inférieure et supérieure. Soit φi l’envelope convexe
de fi sur l’intervalle [li, Li]. Alors φ =

∑n
i=1 φi est l’envelope convexe de f(x) sur le rectangle

C, et nous résolvons le problème suivant

min

{
n∑
i=1

φi(x) : x ∈ D ∩ C

}
.

Soit x0 la solution optimale de ce problème, alors la première borne inférieure est α0 =∑n
i=1 φi(x

0) et la première borne supérieures est β0 =
∑n

i=1 f(x0). Si β0−α0 ≤ ε alors x0 est
une solution ε-optimale, sinon nous devons choisir un intervalle à diviser. Nous choisissons
cet intervalle de façon suivante, soit [lt, Lt] l’intervalle pour lequel

ft(x
0
t )− φt(x0

t ) = max{fi(x0
i )− φi(x0

i ) : i = 1, . . . , n}

alors nous divisons l’intervalle [lt, Lt] en deux, i.e., [lt, (lt + Lt)/2] et [(lt + Lt)/2, Lt] et nous
ajoutons deux problèmes à l’ensemble des problèmes qui doivent être résolus par la suite. Ce
sont deux problèmes suivants

min {f(x) : x ∈ D ∩ C1} (2.29)

et
min {f(x) : x ∈ D ∩ C2} (2.30)

où
C1 := {x : lt ≤ xt ≤ (lt + Lt)/2, li ≤ xi ≤ Li : i 6= t}

et
C2 := {x : (lt + Lt)/2 ≤ xt ≤ Lt, li ≤ xi ≤ Li : i 6= t}.
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Itération k

A l’itération k de SE, il existe pk rectangles {Ck1, . . . , Ckpk}. Associé à chaque rectangle, il y
a une envelope convexe qui sous-estime la fonction objectif, f . A la base de chaque rectangle,
comme Ckv, nous construisons un problème relaxé dit (Pkv) où v = 1, . . . , pk. Ce problème
se définit par

(Pkv) : min {φkv(x) : x ∈ D ∩ Ckv}.

Soit xkv la solution optimal de Pkv, alors φkv(xkv) est une borne inférieure pour f sur D∩Ckv
et f(xkv) est une borne supérieure sur D ∩ Ckv. Choisissons le rectangle qui a la plus petite
valeur de fonction objectif. Alors,

φkvk(xkvk) = min
v
φkv(xkv), v = 1, . . . , pk.

Si f(xkvk) = φkvk(xkvk) alors nous avons trouvé la solution optimal de (P ) sinon nous passons
à la prochaine étape qui consiste à diviser le rectangle Ckvk en deux ou plusieurs. Pour
simplifier la notation, soit yk := xkvk . L’intervalle à être divisé est choisi de façon que

ft(y
k
t )− φkvkt (ykt ) = max{fi(yki )− φkvki (yki ) : i = 1, . . . , n}

et nous divisons l’intervalle [lkvkt , Lkvkt ] en deux, i.e. [lkvkt , (lkvkt +Lkvkt )/2] et [(lkvkt +Lkvkt )/2, Lkvkt ].
Ensuite, nous considérons deux nouveaux rectangles :

C1
kvk

=

(
n∏

i=1,i 6=t

[lkvki , Lkvki ]

)
× [lkvkt , (lkvkt + Lkvkt )/2]

et

C2
kvk

=

(
n∏

i=1,i 6=t

[lkvki , Lkvki ]

)
× [(lkvkt + Lkvkt )/2, Lkvkt ].

Enfin nous ajoutons deux problèmes qui correspondent à deux nouveaux rectangles à l’en-
sembles des problèmes qui doivent être résolus par la suite.

Chaque fois que nous obtenons une nouvelle borne qu’elle soit inférieure ou supérieure,
nous la comparons avec les meilleures bornes et si c’est une borne améliorante alors nous
la remplaçons. S’il s’agit de borne supérieure alors nous sauvegardons la solution qui lui
correspond.

Lorsque la différence de la borne supérieure et la borne inférieure est suffisamment petite,
l’algorithme s’arrête et la solution actuelle est l’optimum.
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Chapitre 3

Gestion de portefeuille : les notions de
base

Résumé Ce chapitre concerne une introduction à la gestion de portefeuille, plus particulièrement
aux différentes mesures de risque utilisées dans la littérature financière. La gestion de portefeuille
consiste à gérer les capitaux confiés dans le respect des contraintes réglementaires et contractuelles
et appliquant les politiques d’investissements définies en interne, pour en tirer le meilleur rendement
possible en fonction du risque choisi. Dans ce chapitre, nous allons d’abord définir la rentabilité et
le risque. Ensuite, la théorie d’utilité, la notion de dominance stochastique et la notion de cohérence
seront présentées. Ces notions seront utilisées pour comparer des différentes mesures de risque que
nous allons présenter par la suite.

3.1 Introduction

Imaginez un investisseur qui dispose d’un capital et qui a l’opportunité d’investir dans un
certain nombre d’actifs financiers. Typiquement un tel investisseur doit prendre une décision
importante. Comment répartir son capital parmi les actifs ? La gestion de portefeuille nous
apporte la réponse. En gestion de portefeuille, nous nous intéressons aux problèmes de choix
d’actifs financiers en présence de risque. Par exemple, il peut s’agir de choisir entre plusieurs
actifs, ceux qui permettent au mieux, soit de minimiser le risque pour un rendement fixé,
soit de maximiser le rendement pour un niveau fixé de risque. Alors les deux dimensions
fondamentales d’un investissement financier sont le rendement et le risque. La rentabilité
(ou le rendement) est la variation de la valeur accumulée d’un actif ou d’un portefeuille sur
une période donnée. Alors que la rentabilité est simple à évaluer, il n’existe pas de façon
unique d’évaluer le “risque”.

Afin d’évaluer le risque d’un investissement, nous avons besoin des informations qui concernent
les actifs composant le portefeuille. Ce sont les rentabilités des actifs, leur distribution et cer-
taines propriétés stochastiques comme leur rentabilité moyenne et/ou la variance entre les
rentabilités des actifs. Les informations peuvent aussi concerner les préférences des inves-
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tisseurs. Ensuite, en utilisant ces informations nous nous servons des critères selon lesquels
les actifs financiers sont classifiés par rapport à leur performance. Les critères dont nous
disposons sont Maximum d’Espérance d’Utilité (MEU), la Dominance Stochastique (DS) et
la Cohérence. Enfin, ce sont les procédures de calcul, par lesquelles nous utilisons les informa-
tions afin de trouver les portefeuilles qui satisfont ces critères. Les procédures de calcul sont
les différents modèles de choix de portefeuille que nous allons étudier dans ce chapitre. Les
informations, les critères et les procédures de calcul caractérisent l’analyse de portefeuille.

Dans ce qui suit, nous allons d’abord présenter brièvement la rentabilité des actifs financiers
et la notion de risque. Les critères de classification des portefeuilles seront présentés en
section 3.2. La section 3.3 est consacrée aux procédures de calcul (les modèles de choix de
portefeuille et les différentes mesures de risque). Une classification de différentes mesures de
risque sera présentée en section 3.4.

3.1.1 Les rentabilités des actifs financiers

La rentabilité est une notion fondamentale en finance et elle apparâıt dans l’expression de la
plupart des modèles de gestion de portefeuille.

Définition 3.1.1 (La rentabilité)
La rentabilité mesure l’appréciation (ou dépréciation) relative de la valeur d’un actif finan-
cier ou d’un portefeuille d’actifs financiers entre deux instants successifs [2]. 2

Soient t et t+ 1 deux instants successifs. Nous notons Pt et Pt+1 les valeurs (prix) de l’actif
aux instants t et t+ 1, respectivement. Nous calculons la rentabilité réalisée dans l’intervalle
[t, t+ 1] par

rt = (Pt+1 − Pt)/(Pt).
Si un flux financier Dt+1 tel qu’un dividende est reçu entre t et t+ 1, cette formule devient

rt = (Pt+1 − Pt +Dt+1)/(Pt).

Par la suite, nous supposerons que de tels flux sont incorporés à la valeur finale Pt+1.

De nombreux modèles financiers utilisent des séries historiques de cours boursiers pour es-
timer les propriétés stochastiques des rentabilités correspondantes comme leur rentabilité
moyenne. Plusieurs méthodes sont disponibles. Celle que nous avons adoptée consiste en le
calcul des rentabilités de sous-périodes, ensuite nous utilisons la formule suivante

r = (1/T )
T∑
t=1

rt.

Nous considérons, en général, que les rentabilités des cours boursiers possèdent des densités
de probabilités normales et identiquement distribuées. Soit ‘a’ un actif avec la rentabilité
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aléatoire r qui possède une telle distribution avec la moyenne µ et l’écart-type σ c’est-à-dire
r ∼ N(µ, σ). Dans ce cas, la densité de probabilité de la variable aléatoire r s’écrit

f(r) =
1

σ
√

2π
exp

[
−1

2

(
r − µ
σ

)2
]
.

L’hypothèse selon laquelle les rentabilités des actifs financiers sont normalement distribuées
est souvent faite dans la littérature financière. Mais ceci ne correspond pas à la réalité. En
général, les rentabilités sur les marchés ne suivent pas de loi gaussienne. Dans ce cas deux
autres propriétés stochastiques entrent en jeu, ce sont la skewness et la kurtosis.

La skewness (ou coefficient d’asymétrie) d’une variable aléatoire se définit par

Sk =
E[r − E(r)]3

σ(r)3
.

Pour calculer la coefficient d’asymétrie d’une série de m observations, on utilise la formule

Sk =
( 1
m−1

)
∑m

t=1(rt − µ)3

σ̂(r)3

où µ est la moyenne des rentabilités et σ̂(r) l’estimateur de leur écart-type. Pour une distri-
bution normale, Sk est égale à zéro.

La kurtosis (ou indice d’aplatissement) d’une variable aléatoire est

K =
E[r − E(r)]4

σ(r)4

et de la même manière que la coefficient d’asymétrie, l’indice d’aplatissement d’une série de
m observations se calcule en utilisant la relation

K =
( 1
m−1

)
∑m

t=1(rt − µ)4

σ̂(r)4
.

Pour une distribution normale K = 3.

3.1.2 Le risque

Le risque est défini de différentes manières ([5], [43], [65]). L’une d’elles que nous allons
adopter est celle de ATHEARN [5] et CROWE et HORN [20] dont le risque est défini comme
étant lié à l’incertitude et d’autre part, causé par les écarts non attendus des résultats par
rapport à l’objectif attendu. C’est-à-dire que nous fixons l’objectif et nous comparons les
réalisations des rentabilités des actifs par rapport à cet objectif. La définition des réalisations
qu’elles soient attendues ou non attendues dépend de l’investisseur et/ou du modèle. D’après
cette définition, le risque porte sur deux aspects importants. D’abord, le risque est de nature
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incertaine et de plus, il n’est pas attendu. Cette définition distingue les réalisations qui
portent sur des profits et celles qui indiquent les pertes. Parfois les réalisations qui sont les
plus proches de l’objectif fixé en amont sont considérées comme les réalisations attendues et
parfois nous souhaitons seulement les réalisations qui sont supérieures à un objectif précis.

Dès que nous parlons de risque, nous pouvons distinguer deux types d’actifs financiers. Les
actifs sans risques et les actifs risqués. Un actif sans risque est celui qui atteint le résultat,
x, avec certitude, c’est-à-dire avec la probabilité de 1, ou p(x) = 1 où p est la fonction de
probabilité. A l’opposé, nous avons l’actif risqué pour un tel actif, il y a plusieurs résultats
possibles, comme x1, x2, . . . , xn, parmi lesquels il y a au moins un xi avec 0 < p(xi) < 1.

Plutôt que d’analyser les risques au niveau des actifs individuels, nous voulons mesurer les
risques au niveau du portefeuille. Car pour un investisseur, il n’est pas raisonnable d’investir
tout son capital dans un seul actif mais il doit, au contraire, investir sur un ensemble d’actifs,
c’est-à-dire un portefeuille d’actifs. En effet, le portefeuille garantit un taux de rendement
moyen élevé et présente moins de fluctuations négatives de ses actifs pour le même niveau de
risque, cette propriété s’appelle la diversification [128]. La diversification réduit le risque. S’il
y a une bonne diversification, le risque d’un portefeuille est inférieur à la somme de risques
de chacun des titres le composant. En fait, le risque d’un actif se compose, d’après le modèle
d’évaluation des actifs financiers (MEDAF) (ou Capital Asset Pricing Model (CAPM)),
du risque systématique et du risque spécifique. Le risque spécifique est le risque propre à
l’actif considéré, c’est un risque diversifiable, c’est-à-dire qu’il peut être éliminé avec une
bonne diversification du portefeuille. Le risque systématique ou risque de marché est dû aux
fluctuations générales du marché et ne peut pas être éliminé par la diversification. Ce dernier
doit être supporté par les investisseurs [128].

L’analyse du risque de portefeuille est plus compliquée que celle d’un seul actif car il faut
observer le comportement de différents actifs, notamment à cause de la disparité de leur
rendement respectif. De plus, il y a fort probablement des corrélations entre les différents
actifs. Autrement dit, le risque de l’investissement est en relation avec les autres. En outre,
l’investisseur ne peut pas négliger l’influence des décisions des autres investisseurs sur les
siennes. En général, un investisseur peut avoir trois attitudes différentes :

1. risque-averse (riscophobe) : l’investisseur qui évite le risque,

2. risque-neutre : l’investisseur qui est indifférent à la prise de risque,

3. riscophile : l’investisseur qui n’hésite pas à prendre le risque.

Alors chaque investisseur éprouve une certaine aversion au risque.

3.2 Les critères

Dans cette section, nous allons présenter quelques notions basées sur des axiomes. Ces notions
vont nous aider à bien comparer les différentes mesures de risque. Chacune d’entre elles est
un ensemble de critères qu’un portefeuille doit satisfaire pour qu’il soit classifié comme celui
que l’investisseur préfère.
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Pour un investisseur, l’objectif principal est la rentabilité et la profitabilité. Alors nous allons
d’abord étudier une notion qui est basée sur l’hypothèse selon laquelle l’investisseur connâıt
bien la loi de distribution des rendements.

3.2.1 Le critère de Maximum d’Espérance d’Utilité

La théorie d’utilité fournit une façon d’exprimer la sensibilité de l’individu au risque. Pour
cela, la théorie d’utilité étudie les préférences des individus et leurs représentations numériques
au sein des fonctions d’utilité.

En 1947, von Neumann et Morgenstern ont mis au point un ensemble d’axiomes concernant
les préférences des individus. Dans leur étude, von Neumann et Morgenstern ont adopté une
convention. Ils supposent que l’individu connâıt la loi de distribution des revenus aléatoires.
Ici, il est supposé que l’individu est rationnel, c’est-à-dire que son comportement est défini
au moyen de cet ensemble d’axiomes.

Pour chaque individu (rationnel) on peut définir une fonction d’utilité dont l’argument est
la richesse et l’individu peut utiliser l’espérance mathématique afin de classifier tous les
investissements risqués. Plus précisément, une fonction d’utilité est une règle par laquelle
on associe un indice numérique à chacun des investissements de sorte que les préférences de
l’individu se manifestent par le fait que cet indice d’“utilité” est d’autant plus élevé que la
préférence est grande.

Soit L = {p1A1, p2A2, . . . , pnAn} un investissement risqué simple ou plus simplement un
investissement (risqué), où les Ai sont des n résultats possibles avec les probabilités pi. Les
axiomes du critère de Maximum d’Espérance d’Utilité (MEU) sont les suivants [108] :

Axiome 1 : Comparabilité. D’après cet axiome, en face de deux revenus monétaires, l’in-
vestisseur doit choisir entre Ai et Aj. Soit il préfère Ai à Aj (Ai � Aj), soit il préfère
Aj à Ai (Aj � Ai) soit Ai et Aj lui sont indifférents (Ai ∼ Aj).

Axiome 2 : Continuité (valeur intermédiaire). Si l’investisseur préfère A3 à A2 et A2 à A1,
alors il existe une probabilité U(A2) (0 ≤ U(A2) ≤ 1) telle que,

L = {(1− U(A2))A1, (U(A2))A3} ∼ A2.

En fait, l’individu ne doit pas exprimer de discontinuité dans ses choix, par exemple,
si l’investisseur préfère A3 à A1, on veut que A2 qui est extrêmement proche de A3 soit
préféré à A1.

Axiome 3 : Interchangeabilité. Supposons que L1 = {p1A1, p2A2, p3A3} soit un investisse-
ment. Si l’investisseur est indifférent entre A2 et B, tels que B = {q1A1, (1 − qn)A3},
alors l’axiome d’interchangeabilité dit que l’investisseur est indifférent entre L1 et L2

où L2 = {p1A1, p2B, p3A3}.
Axiome 4 : Transitivité. Soient L1, L2, L3 les investissements possibles et L1 � L2 et L2 �

L3. D’après l’axiome de transitivité L1 � L3. De la même manière, si L1 ∼ L2 et
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L2 ∼ L3 alors L1 ∼ L3. Cet axiome est typiquement un axiome de rationalité puisqu’il
établit que l’individu doit faire preuve d’une cohérence interne dans ses choix.

Axiome 5 : Décomposabilité. Un investissement complexe est un investissement dont les
résultats se composent d’investissements simples. Soit L∗ un investissement complexe
tel que

L∗ = {qL1, (1− q)L2}

où L1 et L2 sont les investissements simples tels que

L1 = {p1A1, (1− p1)A2},

L2 = {p2A1, (1− p2)A2}.

Selon l’axiome de Décomposabilité, L∗ peut être décomposé en un investissement simple
comme L qui contient seulement A1 et A2. Plus précisément,

L∗ ∼ L = {p∗A1, (1− p∗)A2}

avec p∗ = qp1 + (1− q)p2.

Axiome 6 : Monotonicité. Soient L1 = {pA1, (1 − p)A2} et L2 = {pA1, (1 − p)A3}. Si
A3 > A2, et alors A3 � A1, D’après cet axiome on a L2 � L1.

Nous pouvons prouver (voir [108]) qu’en acceptant ces axiomes, le critère de (MEU) est la
meilleure méthode de prise de décision et les investissements doivent être classifiés selon leur
espérance d’utilité.

D’après les idées de von Neumann et Morgenstern, la première propriété de la fonction
d’utilité est la richesse. C’est-à-dire qu’entre deux investissements existants, celui qui donne
plus de revenu est préféré. La deuxième propriété de la fonction d’utilité est l’attitude de
l’individu vis à vis du risque. Ce sont les trois positions différentes de l’individu que nous
avons citées ci-dessus, c’est-à-dire : riscophobe, risque-neutre et riscophile.

Soient U(w) la fonction d’utilité (en fonction de la richesse w) et U ′′(w) la dérivée seconde
de la fonction d’utilité. Chaque individu rationnel veut maximiser l’espérance mathématique
de U(w), i.e., E[U(w)] (d’où vient le nom Maximum d’Espérance d’Utilité (MEU)) [24].

Définition 3.2.1 (le critère d’espérance d’utilité) [24]
Les préférences d’un individu satisfont au critère d’espérance d’utilité s’il existe une fonction
croissante U appelée fonction d’utilité telle que l’individu préfère le rendement aléatoire w1

au rendement aléatoire w2 si et seulement si l’espérance d’utilité de w1 est supérieure à celle
de w2 :

w1 préféré à w2 ⇐⇒ E[U(w1)] ≥ E[U(w2)].

2
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La croissance de la fonction d’utilité exprime simplement que l’individu aime la richesse.

En utilisant la fonction d’utilité, les comportements des individus à l’égard du risque se
traduisent comme suit :

1. risque-averse (riscophobe) : Si l’investisseur est risque-averse, alors U(w) > E[U(w)],
tel que U ′′(w) < 0,

2. risque-neutre : Si l’investisseur est risque-neutre, alors U(w) = E[U(w)], tel que
U ′′(w) = 0,

3. riscophile : Si l’investisseur est riscophile, alors U(w) < E[U(w)], tel que U ′′(w) > 0.

Quelques années après les travaux de von NEUMANN et de MORGENSTERN, MARKO-
WITZ [1952,1959] et TOBIN [1958] ont utilisé la théorie d’utilité afin de résoudre le problème
de choix de portefeuille.

Même si le critère d’espérance d’utilité a un fondement solide, il présente certains défauts.
Soient A et B deux investissements risqués et U la fonction d’utilité d’un investisseur. En
utilisant le critère d’espérance d’utilité, nous pouvons associer un nombre à chacun de ces
investissements (les nombres peuvent être égaux). Soient U(A) = a et U(B) = b, a et b
peuvent nous aider à classifier les investissements A et B selon la préférence de l’investisseur.
Ils n’ont pas d’autre signification. C’est-à-dire qu’il ne peuvent pas nous dire la magnitude
de préférence. Par exemple, si a = 150 et b = 100, cela ne dit pas que l’investissement A
est 50% mieux que l’investissement B. En bref, le critère d’espérance d’utilité est un critère
plutôt ordinal que cardinal. Ce fait est le premier défaut du critère de MEU [108].

L’autre défaut du critère de MEU est lié à la richesse. Soit w la richesse initiale de l’inves-
tisseur et notons x le revenu sur la richesse initiale à la fin de la période de l’investissement.
Alors la richesse totale est w + x. Contrairement au caractère constant de w, nous savons
que x est une variable aléatoire. L’inclusion de w dans l’utilité est cruciale. Mais contraire-
ment à l’importance de w en théorie d’utilité, les investisseurs prennent leurs décisions en se
concentrant plus particulièrement sur les fluctuations de x, alors que w reste en arrière plan
ou même w est négligé. Cela signifie que les investisseurs prennent leurs décisions sur U(x)
au lieu de U(w + x), où U est la fonction d’utilité de l’investisseur [108].

Prendre la décision selon la fluctuation de la richesse est en contradiction avec les fondements
de base de l’espérance d’utilité [108]. Ce n’est pas le cas pour la notion de la Dominance
Stochastique (DS) même si DS est une dérivée de la théorie de l’espérance d’utilité. En
utilisant DS, on partitionne l’ensemble des investissements possible en deux, celui des inves-
tissements efficients et celui des investissements inefficaces. Cette classification est invariante
par rapport à w. DS est la notion que nous allons aborder dans la section suivante.

3.2.2 Dominance stochastique

La Dominance Stochastique (DS) est basée sur les axiomes des préférences des individus à
l’égard de l’aversion au risque [30]. Tout d’abord, DS était la généralisation des travaux en
théorie de majorisation (Hardy et al. [40]) par HANOCH et LEVY [41] ; ROTHSCHILD et
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STIGLITZ, [151]. En suite, il a été largement utilisé en économie et en finance ([11], [107] et
[125] et les références incluses).

En gestion de portefeuille, la notion de DS est utilisée pour mettre en ordre les portefeuilles et
nous supposons que nous connaissons la distribution des rendement aléatoires des actifs. A la
base de cette convention sur les distributions, DS met en ordre les rendements des actifs tels
que les rendements dominants ont une espérance d’utilité supérieure à celles des rendements
dominés. Ce raisonnement s’applique sans avoir besoin d’information sur la fonction d’utilité
des investisseurs.

Dans la suite, nous allons présenter brièvement la dominance stochastique en premier,
deuxième et troisième ordre [108].

Nous supposons qu’il existe deux distributions des rentabilités, nommées F et G, sur le
domaine D ⊂ [a, b). Ici, F DSP G veux dire que “F” domine “G” stochastiquement en
premier ordre, F DSD G montre que “G” est dominé par “F” stochastiquement en deuxième
ordre. Finalement, F DST G c’est-à-dire que “F” domine “G” stochastiquement en troisième
ordre. Mathématiquement [65] :
– F DSP G : si
F (r) ≤ G(r) ∀r ∈ D et ∃r∗ : F (r∗) < G(r∗)
sous l’hypothèse que U ′ > 0. Cela veut dire que E(U(r|F )) > E(U(r|G)).

– F DSD G : si∫ r
a
F (p)d(p) ≤

∫ r
a
G(p)d(p) ∀r ∈ D et ∃r∗ :

∫ r∗
a
F (p)d(p) ≤

∫ r∗
a
G(p)d(p)

sous l’hypothèse que U ′ > 0 et U ′′ < 0. Cela veut dire que si F DSD G alors E(U(r|F )) >
E(U(r|G)).

– F DST G : si∫ r
a

(
∫ q
a
F (p)d(p))dq ≤

∫ r
a

(
∫ q
a
G(p)d(p))dq ∀r ∈ D et

∃r∗ :
∫ r∗
a

(
∫ q
a
F (p)d(p))dq <

∫ r∗
a

(
∫ q
a
G(p)d(p))dq, sous l’hypothèse que U ′ > 0 et U ′′ < 0 et

U ′′′ > 0 et E(r|F ) ≥ E(r|G). Cela veut dire que si F DST G alors E(U(r|F )) > E(U(r|G)).

Plus l’ordre est grand, plus le nombre de portefeuilles dominés est grand. Ceci résulte du fait
que si un portefeuille est efficient au sens du critère du troisième ordre, il est aussi efficient
pour le deuxième et le premier ordre mais la réciproque n’est pas forcément vérifiée.

En fait, DSP , DSD, et DST partitionnent l’ensemble des actifs risqués en deux sous-
ensembles : l’ensemble des portefeuilles efficients et celui des portefeuilles inefficaces.

La notion de dominance stochastique est moins restrictive que l’hypothèse quadratique pour
les fonctions d’utilités [65]. Cette hypothèse est fondamentale pour l’approche Moyenne-
Variance que nous allons aborder dans la section (3.3). Puisque le concept de DS est exhaustif,
alors une mesure de risque, compatible avec DS, est préférée. Ceci est vrai pour les mesures
LPM dont on parlera en sections (3.3).
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3.2.3 La cohérence

Malheureusement, les mesures de risque les plus utilisées en pratique ne reflètent pas de
façon correcte les préférences des investisseurs. Afin de surmonter ce problème, des mesures
de risque cohérentes ont été proposées. ARTZNER et al. [4] ont défini quatre propriétés
qu’une mesure de risque doit satisfaire pour qu’elle soit cohérente.

Définition 3.2.2 Soit V un ensemble de variables aléatoires avec des valeurs réelles, une
mesure de risque est une fonction à valeurs réelles comme ρ, telle que

ρ : V −→ R.

2

Soit ρ une mesure de risque, pour v, v′ ∈ V , ρ est dite cohérente si elle est

1. sous-additive : ρ(v + v′) ≤ ρ(v) + ρ(v′).
La mesure de risque d’une somme de deux portefeuilles est inférieure à la somme des
mesures de risque de ces deux portefeuilles. Ce résultat est dû à la corrélation qui peut
exister entre ces derniers.
En effet, cette propriété reflète le gain de diversification.

2. positivement homogène : ρ(λv) = λρ(v) ∀λ ≥ 0.
La propriété d’homogénéité positive est un cas limite de la propriété de sous-additivité
qui représente l’absence de diversification.

3. invariante par translation : ρ(v + c) = ρ(v)− c, ∀c ∈ R.
La propriété d’invariance par translation signifie que l’addition (ou la soustraction)
d’un montant initial sûr (i.e., sans risque) ‘c’ au portefeuille initial décrôıt (accrôıt)
simplement la mesure du risque ρ par c.
On constate que l’addition d’un montant initial égal au ρ(v) réduit le risque à 0 soit
ρ(v + ρ(v)) = ρ(v)− ρ(v) = 0.

4. monotone : Si v ≤ v′ alors ρ(v) ≥ ρ(v′).
D’après cette propriété, si un portefeuille a un capital requis supérieur à celui d’un
autre, alors le risque associé au portefeuille dont le capital requis est le plus élevé est
inférieur à celui de l’autre.

La sous-additivité favorise la diversification. La sous-additivité et la positivement homogénéité
garantissent la convexité de la mesure de risque, ce qui est un avantage en gestion de porte-
feuille [34].

3.3 Les mesures classiques de risque

Dans cette section nous allons aborder la quantification de risque. Pour cela nous allons
exposer certaines mesures de risque.
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3.3.1 La variance

Une mesure classique de risque est la variance, V ar, et sa racine carrée dite écart-type, σ. Il
est bien connu que Markowitz est la première personne qui a utilisé la variance comme la
mesure de risque ([112, 113]). Markowitz a bien marqué le début de la théorie moderne de
portefeuille où pour la première fois, le problème de choix de portefeuille a été clairement
mis au point et résolu. Markowitz a proposé un modèle basé sur deux notions de probabilité,
l’espérance mathématique des rendements et la variance entre les rendements [29]. Le modèle
de Markowitz essaie de partager la richesse parmi les actifs tout en réduisant la variance de
portefeuille.

Définition 3.3.1 Soit f la fonction de densité d’une variable aléatoire r, nous définissons
la variance de r par

V ar(r) = σ2(r) :=

∫ ∞
−∞

(r − E(r))2f(r)dr (3.1)

où E est l’opérateur d’espérance mathématique et r est une variable continue. Pour le cas
où r est une variable discrète, la variance de r se définit par

V ar(r) = σ2(r) :=
∑
r

(r − E(r))2f(r) (3.2)

où la somme est effectuée sur toutes les valeurs possibles de r. 2

Si r est le rendement d’un portefeuille, alors la variance de rendement sera le carré de l’écart-
type du rendement par rapport à l’espérance mathématique du rendement.

Supposons qu’une liste des rendements historiques soit disponible. La liste contient les ren-
dements historiques de n actifs pendant m périodes. A partir de cette liste nous définissons
le rendement moyen de chaque actif en utilisant la formule suivante

ri :=
1

m

m∑
j=1

rij

où rij est le rendement de l’actif i en période j tel que i = 1, . . . , n et j = 1, . . . ,m.

Soient x1, x2, . . . , xn, les n actifs sous risque (risqués) qui forment les portefeuilles. De plus
nous supposons que xi ≥ 0 et

∑n
i=1 xi = 1 et les variables xi correspondent aux rendements

aléatoires r = (r1, r2, . . . , rn)t. Le rendement du portefeuille x = (x1, x2, . . . , xn)t est R = xtr
et le risque dédié au portefeuille est défini par σ2 = xtQx. Q est la matrice de Variance-
Covariance dont l’élément (i, j) est calculé par

σi,j :=
1

m

m∑
k=1

(rik − ri)(rjk − rj). (3.3)
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En fait, σi,j présente la covariance entre les actifs i et j. Pour le cas où i = j, la formule (4.1)
définit la variance de l’actif i.

Markowitz a démontré que pour un investisseur rationnel qui cherche à maximiser l’espérance
mathématique de la fonction d’utilité, le portefeuille efficient est celui qui a le plus haut
rendement espéré pour un niveau fixé de risque et celui qui a le moindre de risque pour un
niveau fixé de rendement.

Définition 3.3.2 (le critère de Moyenne-Variance (MV))
Les préférences d’un individu satisfont au critère moyenne-variance s’il existe une fonction
U(., .) définie sur R× R+ telle que l’individu préfère le rendement r1 au rendement r2 si et
seulement si

U(E(r1), var(r1)) > U(E(r2), var(r2)).

2

En général, nous supposons que U croissante par rapport à la première variable et décroissante
par rapport à la seconde, afin d’exprimer l’amour de la richesse, et l’aversion pour le risque.
Dans ce cas un individu choisira toujours un portefeuille MV-efficace, c’est-à-dire le porte-
feuille qui minimise la variance pour l’espérance de rendement donnée [24].

HANOCH et LEVY [41] ont démontré que le critère de MV est un critère fiable quelque soit
la fonction d’utilité de l’individu si la distribution est la Gaussienne.

Figure 3.1 – Exemple de la courbe des portefeuilles efficients

L’idée de Markowitz nous permet de tracer la courbe des portefeuilles efficients. Cette courbe
est composée des portefeuilles qui attribuent le risque minimum (V ) pour un gain fixé (R) ou
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les portefeuilles qui ont le gain maximal pour un risque fixé (V ) (Voir la Fig. 3.1). Pour tracer
cette courbe nous pouvons résoudre le problème quadratique convexe suivant qui minimise
le risque (xtQx) pour un gain fixé (R) :

min xtQx

s.c.



n∑
j=1

rjxj = R,

n∑
j=1

xj = 1,

xj ≥ 0, j = 1, . . . , n.

(3.4)

En pratique, le modèle suivant est très utilisé
minλxtQx− (1− λ)

n∑
j=1

rjxj

s.c.


n∑
j=1

xj = 1,

xj ≥ 0, j = 1, . . . , n.

(3.5)

où λ est le paramètre d’aversion au risque et 0 ≤ λ ≤ 1. λ = 1 correspond à l’individu
purement risque-averse et λ = 0 correspond à celui qui n’a aucune peur de prendre le risque.
De la même manière, si nous faisons varier λ entre 0 et 1, nous pourrons tracer la courbe
des portefeuilles efficients.

L’utilisation de la variance comme mesure de risque a des avantages et des inconvénients.
L’avantage de cette mesure de risque est sa simplicité. De plus, en utilisant la matrice
de variance-covariance, nous pouvons construire un modèle de programmation quadratique
convexe ([7],[29]) afin de calculer les portefeuilles efficients. Actuellement, un problème qua-
dratique convexe se résout facilement même pour des dimensions très grandes comme 10000
[60]. Mais cela ne suffit pas car certaines contraintes du monde réel ne sont pas prises en
compte dans le modèle de base. Nous parlerons de ces contraintes non prises en compte dans
les prochains chapitres.

L’approche de Markowitz est plus connue sous le nom de l’approche Moyenne-Variance (MV).
Cette approche connâıt aussi certains inconvénients. D’abord, elle suppose que, soit les ren-
dements suivent une distribution normale (ou multi-normale), soit la fonction d’utilité est
quadratique [24]. Ces deux cas sont malheureusement assez peu réalistes. La deuxième cri-
tique est due au manque de sensibilité du modèle quant aux différences entre les gains et
les pertes car l’approche MV pénalise de la même manière les gains ou les pertes s’éloignant
trop de la moyenne [7]. L’approche MV n’est pas, en général, compatible avec la dominance
stochastique [59]. Finalement, l’approche MV n’est pas cohérente car elle ne respecte pas les
axiomes de monotonie et d’invariance par translation [34].

Après le travail de Markowitz, les modèles alternatifs ont été développés pour pallier aux
défauts du modèle MV.
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3.3.2 La mesure de risque de baisse

En 1959, Markowitz s’était rendu compte des limites de l’approche MV. Il a proposé la
semivariance. La semivariance est une mesure de type dite les mesures de risque de baisse.
Ce type de mesure se concentre essentiellement sur les pertes. Les mesures de risque de baisse
sont aussi utiles quand les rendements suivent une distribution non-gaussienne [27].

La semivariance prend en compte seulement les écarts qui sont inférieurs à un objectif [27].

Mathématiquement, la mesure de semivariance est définie comme suit ([34],[65]) :

SVT :=
∑
r

([r − T ]−)2f(r) (3.6)

où T est l’objectif et f est la fonction de densité de rendement aléatoire r. Markowitz suppose
que T est égal à l’espérance de rendement, E(r), d’où vient le nom semivariance. Dans ce
cas nous avons :

SVR :=
∑
r

([r − E(r)]−)2f(r). (3.7)

La semivariance prend en compte seulement les écarts associés aux valeurs de r qui sont
inférieures à l’espérance des rendements.

L’idée des mesures de risque de baisse est à l’origine du fait que les investisseurs sont fa-
vorables aux rentabilités supérieures à l’objectif [7]. Malgré l’apparence logique de ce type
de mesures de risque, elles provoquent certaines critiques. Tous les investisseurs ne sont pas
d’accord avec cette méthode, certains ne croient pas que cette méthode puisse mesurer cor-
rectement les risques. De plus, tous ne sont pas d’accord sur le même objectif. En effet,
cette méthode est très subjective [108]. Enfin, la semivariance n’est pas une mesure de risque
cohérente.

3.3.3 Le modèle de Mean-Absolute Deviation (MAD)

Konno et Yamazaki [62] ont mis au point un modèle afin de remplacer celui de MV par
leur modèle de programmation linéaire. Considérons Rj comme une variable aléatoire qui
représente le taux d’intérêt de l’actif j. Nous supposons que (R1, R2, . . . , Rn) est distribué
sur un ensemble fini de points (r1t, r2t, . . . , rnt) où t = 1, . . . , T et que

℘t = Pr{(R1, R2, . . . , Rn) = (r1t, r2t, . . . , rnt)} (3.8)

soient connus auparavant pour t = 1, . . . , T . Nous utilisons les notations suivantes
– M = le capital,
– xj = la portion du capital investi en actif j,
– αj = la borne supérieure pour l’investissement en actif j,
– ω = le niveau de risque autorisé.
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La déviation absolue W (x) du portefeuille x = (x1, x2, . . . , xn) se définit par

W [R(x)] = E[| R(x)− E[R(x)] |] =
T∑
t=1

℘t |
n∑
j=1

(rjt − rj)xj | (3.9)

où rj =
T∑
t=1

℘trjt est la valeur espérée de Rj.

Le modèle de Mean-Absolute Deviation (MAD) est comme suit

max

{
n∑
j=1

rjxj : W [
n∑
j=1

Rjxj] ≤ wM,

n∑
j=1

xj = M, 0 ≤ xj ≤ αj, j = 1, . . . , n

}
. (3.10)

Ce modèle peut s’écrire sous la forme d’un modèle de programmation linéaire.

Konno et Yamazaki déclarent que le modèle MAD est plus crédible que MV ([33],[59],[125]).
Leurs arguments sont les suivants :

1. Dans la formulation de MAD nous n’avons pas besoin de la matrice de Variance-
Covariance.

2. MAD est un modèle de programmation linéaire alors que MV est un programme qua-
dratique. Les programmes linéaires sont moins coûteux que ceux de quadratiques sur-
tout pour les problèmes de grandes tailles.

3. Les portefeuilles efficients fournis par MAD ont moins d’actifs que ceux de MV. Cette
propriété est un avantage quand il y a des coûts de transactions.

4. Le modèle MAD est compatible avec la dominance stochastique en deuxième ordre
quelle que soit la distribution des rendements mais nous savons que, en général, le
modèle MV n’est pas compatible avec la dominance stochastique.

SIMAAN [160] a publié un article sur les avantages et les inconvénients du modèle MAD. Il
a démontré qu’en éliminant la matrice de variance-covariance le modèle MAD surestime les
risques, par conséquent, il élimine certains profits.

3.3.4 Value at risk (VaR) et Value at Risk Conditionnel (CVaR)

Récemment, une mesure de risque est de plus en plus utilisée dans les établissements fi-
nanciers ([34],[52],[65], [118]). Cette mesure de risque est nommée Valeur exposée au risque
ou risque potentiel de perte ou bien plus connue sous le nom Value at Risk (V aRβ). V aRβ

désigne la perte potentielle que nous nous autorisons sur un certain horizon T et pour un
niveau de probabilité β donné. Plus précisément, pour un niveau de confiance 100β% où
β ∈ (0, 1), nous définissons V aRβ comme la plus petite perte possible qui est inférieure ou
égale à 100(1− β)% sur l’horizon T .
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Figure 3.2 – VaR et CVaR en β% de confiance et la fonction de densité f

Soit x ∈ Rn, définissons L(x) ∈ Rn la variable aléatoire qui représente la perte. Soit ΨL(x, ζ)
la fonction de répartition de L(x), alors

ΨL(x, ζ) = P (L(x) ≤ ζ).

Pour une variable x, Value at Risk en 100β% de confiance se définit par

V aRβ(x) = inf{ζ|ΨL(x, ζ) ≥ β}.

Une alternative à VaR est CVaR qui n’est pas aussi populaire que VaR. Pourtant, CVaR
possède certaines propriétés qui la rendent plus logique que VaR ([34],[63]). CVaR est compa-
tible avec la cohérence dont nous avons discuté [1]. Dans ce qui suit, nous présentons d’abord
une définition mathématique pour CVaR.

Soit Tβ(x) la variable aléatoire qui correspond à la β-queue de la perte L(x). Nous munissons
la variable Tβ(x) par la distribution

ΨTβ(x, ζ) =

{
0 : ζ < V aRβ(x),
ΨL(x,ζ)−β

1−β : ζ ≥ V aRβ(x).
(3.11)

Pour une variable de décision x, le Value at Risk Conditionnel en 100β% de confiance est
l’espérance mathématiques de Tβ(x) en prenant en compte la fonction de distribution définie
ci-dessus :

CV aRβ(x) = E(Tβ(x)).

VaR est facile à utiliser à condition que la distribution des données soit gaussienne, mais
nous savons bien que ce n’est pas toujours le cas en pratique.
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CVaR est une mesure de risque cohérente ([34] et les références incluses) mais VaR, en
général, ne satisfait pas les propriétés de cohérence car VaR n’est pas sous-additif. Ce n’est
très apprécié en général, car cela signifie que la diversification n’est pas respectée par VaR.
Dans le cas où les rendements ont une distribution gaussienne, VaR est sous-additif. Pour
certains cas où la distribution est elliptique, VaR est sous-additif et cohérent ([34] et les
références incluses).

3.4 La classification des mesures de risque

En général, nous pouvons répartir les différentes mesures de risque en deux groupes selon
la perception que nous avons du risque [33]. Le premier groupe se compose des mesures de
risque qui sont basées sur la notion de dispersion. Plus précisément, il existe un objectif,
comme l’espérance de rendement, et nous mesurons le risque par les dispersions pondérées
des résultats autour de l’objectif. Ces mesures de risque sont des mesures symétriques de
risque. Ce sont les mesures qui pénalisent les écarts négatifs aussi bien que positifs. Deux des
mesures les plus connues parmi les mesures symétriques sont le modèle MV de Markowitz
et le modèle MAD de Konno et al. Le deuxième groupe est composé des mesures de risque
qui considère le risque comme les écarts inférieurs à un objectif. Ce sont les mesures de
baisse. L’objectif peut être défini avec consultation de l’investisseur (subjective) ou sans
(objective). Ce type de mesure de risque se classifie comme les mesures asymétriques de
risque. La semivariance proposée par Markowitz, Value at Risk (VaR) [118] et Conditional
Value at Risk (CVaR) [148] sont comprises dans ce groupe.

3.4.1 Une approche générale pour la représentation des mesures
de risque

BAWA [9] et FISHBURN [31] ont développé un modèle α− τ afin de définir les mesures de
baisse de façon générale. Leur modèle s’appelle Lower Partial Moments (LPM). Soit r la
variable aléatoire de rendement des actifs et f la fonction de densité de la distribution des
rendements.
Définition : LPM de l’ordre α et l’objectif τ se défini comme la suite

LPMτ,α(r) :=
∑
r≤τ

([τ − r]α)f(r) = E{(max[0, τ − r])α} , α > 0. (3.12)

L’introduction de LPM était un progrès considérable dans le domaine de risque car il fournit
une représentation générale de risque.

Il existe une formulation encore plus générale. Bernell STONE [163] était la première per-
sonne qui a défini une mesure de risque à trois paramètres que nous allons nommer Stone’s
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Risk Measure ou plus simplement SRM :

SRMτ,α(r) :=
∑
r≤γ

([τ − r]α)f(r) , α ≥ 0 (3.13)

où τ est l’objectif par rapport auquel les écarts sont mesurés. α est le paramètre mesurant
l’impact des écarts. γ est le paramètre avec lequel nous limitons le domaine où le risque est
mesuré.

Nous pouvons rendre la plupart des mesures de risque sous la forme de SRM, que ce soit les
mesures de risque symétrique ou asymétrique.

Les mesures symmétriques de risque

Nous considérons deux mesures de risque bien connues, c’est-à-dire MV et MAD. Puisque les
rendements supérieurs à l’objectif sont aussi considérés comme faisant partie du risque alors
les valeurs associées au risque peuvent fluctuer entre (−∞,+∞). Nous posons γ = +∞.

MV Le modèle MV de Markowitz est un cas particulier de SRM pour τ := E(r) = r et
α = 2, dans ce cas

σ2 ≡ SRMr,2(r) :=
∑
r

([r − r]2)f(r) = E[(r − r)2]. (3.14)

Dans le cas plus général où l’objectif n’est pas l’espérance de rendement du portefeuille,
la représentation devient

SRMτ,2(r) :=
∑
r

([τ − r]2)f(r) = E[(τ − r)2]. (3.15)

MAD Soient α = 1 et τ := E(r) = r, alors la mesure de risque MAD se formule

MAD ≡ SRMr,1(r) :=
∑
r

| r − r |1 f(r) = E[| r − r |1]. (3.16)

Les mesures asymmétriques de risque

Nous pouvons démontrer que toutes les mesures asymétriques peuvent se voir comme un cas
particulier de SRM [33].

Semivariance : Soit α = 2 et γ = τ := E(r) = r alors

σ−2 ≡ SRMr,2(r) :=
∑
r≤r

([r − r]2)f(r) = E{(max[0, r − r])2}. (3.17)

Risque de baisse : Soit γ = τ et α = 2 alors

SRMτ,2(r) :=
∑
r≤τ

([τ − r]2)f(r) = E{(max[0, τ − r])2}. (3.18)

Value at Risk : Soit V aRβ(r) = θ alors il nous suffit de choisir α = 0 et γ = τ = θ, alors

SRMθ,0(r) :=
∑
r≤θ

([θ − r]0)f(r) = E{(max[0, θ − r])0} = 1− β. (3.19)





Chapitre 4

Gestion de portefeuille sous les
contraintes de seuil, de seuil d’achat
et de cardinalité

Résumé Dans ce chapitre nous proposons une nouvelle approche continue basée sur la programma-
tion DC et DCA pour la résolution des problèmes de gestion de portefeuille dont l’ensemble des
solutions admissibles est non convexe. Ces problèmes sont des extensions du modèle de Markowitz
pour les cas plus réalistes. Les extensions consistent à ajouter des contraintes de seuil d’achat,
des contraintes de seuil et celles de cardinalité. La présence de ces contraintes rend le problème
non convexe, par conséquent très difficile à résoudre par les méthodes classiques. La plupart des
méthodes existantes pour résoudre ce problème sont basées sur des heuristiques. Dans ce travail,
nous traitons ce problème par DCA via la pénalité exacte en nous basant sur les décompositions
DC appropriées. Les simulations numériques sur plusieurs jeux de données empiriques montrent
l’efficacité de notre approche par rapport aux méthodes standards.

4.1 Introduction

En ce qui concerne le problème de choix de portefeuille, étant donnés un nombre d’actifs
financiers et une somme à investir, nous devons choisir quelques actifs afin d’investir le
capital [29]. Pour résoudre ce problème, Markowitz a présenté un modèle en 1952 [112],
le modèle moyenne-variance (MV) c’est un modèle classique en planning de portefeuille.
Markowitz a démontré que l’investisseur rationnel qui veut maximiser l’espérance d’utilité,
choisit le portefeuille qui est optimal selon l’espérance de rendement et la variance. Il a
défini un portefeuille non-dominé comme le portefeuille efficient s’il atteint le plus haut
niveau de rendement espéré pour un niveau fixé de risque ou celui qui a le plus faible niveau
de risque pour un niveau prévu de rendement. Afin de sélectionner tous les portefeuilles
efficients parmi les autres, il nous faut résoudre un problème quadratique. Ce problème
contient un paramètre, soit celui du niveau de risque autorisé, soit celui du niveau attendu de
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rendement. Après avoir trouvé tous les portefeuilles efficients, nous pouvons tracer la courbe
des portefeuilles efficients (la frontière efficiente), qui est une courbe lisse et croissante.

Le modèle MV est un modèle général qui ne couvre pas tous les besoins du monde réel
([16],[29],[51]). Parfois, dans les situations réelles, nous devons respecter certaines contraintes
d’investissements. Par exemple :

(a) Contraintes de seuil d’achat : Ce sont des contraintes qui nous empêchent d’avoir
de très petits investissements dans les actifs [7].

(b) Contraintes de cardinalité : Ce sont des contraintes qui nous obligent à choisir un
nombre limité d’actifs parmi les actifs disponibles [29].

(c) Contraintes de seuil : Ces contraintes sont les généralisations des contraintes de seuil
d’achat où les ventes-à-découverte sont autorisées [7].

La présence de ces contraintes rend le problème non convexe et par conséquent très difficile
à résoudre. En fait, tous les cas peuvent se formuler dans un contexte de programmation
en variables mixtes. Les contraintes de seuil d’achat et de cardinalité ont été largement
étudiées ([16],[29],[51]). La plupart des méthodes utilisées sont basées sur des heuristiques.
Récemment, une méthode appelée Direct a été utilisée pour résoudre les problèmes qui
contiennent les contraintes de seuil d’achat ([7],[8]). Cette méthode souffre de manque de
preuve de convergence. Nous pouvons seulement fixer une limite sur le nombre d’itération de
l’algorithme. La méthode Direct peut être également utilisée pour résoudre le problème sous
les contraintes de seuil. Les contraintes de seuil n’ont pas été bien étudiées dans la littérature
financière. La cause est peut-être la non-covexité du modèle et plus particulièrement la
présence des contraintes de complémentarité (voir [55]).

Le but de ce chapitre est de présenter une méthode basée sur la programmation DC et DCA
afin de résoudre ces problèmes. La méthode consiste à reformuler les modèles dans le contexte
de programmation DC via la pénalité exacte en nous basant sur les décompositions DC
appropriées. Plus particulièrement, nous allons introduire une nouvelle fonction de pénalité
qui prend en considération, non seulement les variables binaires mais aussi les contraintes
de complémentarité. Pour chaque contrainte (cardinalité, seuil d’achat ou seuil), le modèle
généralisé est résolu par un algorithme par séparation et évaluation (SE) et/ou une méthode
combiné de SE et DCA.

Le reste du chapitre est organisé de façon suivante : dans la deuxième section, nous présentons
la description et la formulation du modèle MV. La section 4.3 donne une description du
modèle MV en prenant en compte les contraintes de seuil d’achat. La section 4.4 décrit la
résolution du modèle MV en présence des contraintes de cardinalité. Un cas plus général
du modèle MV avec contraintes de seuil d’achat, c’est-à-dire les contraintes de seuil, est
étudié en section 4.5. Nous terminons ce chapitre par une discussion sur les résultats et une
conclusion.
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4.2 Le modèle moyenne-variance (MV)

Dans le premier temps, en introduisant les notations que nous utiliserons au cours ce chapitre,
nous rappelons le modèle MV de Markowitz.

Supposons qu’une liste des rendements historiques soit disponible. La liste contient les ren-
dements historiques de n actifs pendant m périodes. A partir de cette liste nous définissons
le rendement moyen de chaque actif en utilisant la formule suivante

ri :=
1

m

m∑
j=1

rij

où rij est le rendement de l’actif i en période j tel que i = 1, . . . , n et j = 1, . . . ,m.

Soient x1, x2, . . . , xn, les pondérations de n actifs sous risque (risqué) qui forment les porte-
feuilles. En fait, xi est la variable de décision qui représente la proportion du capital investie
en actif i. De plus nous supposons que xi ≥ 0,

∑n
i=1 xi = 1 et les variables xi correspondent

aux rendements r = (r1, r2, . . . , rn)t. Le rendement du portefeuille x = (x1, x2, . . . , xn)t est
calculé par R = xtr et le risque dédié au portefeuille est défini par σ2 = xtQx. Q est la
matrice de Variance-Covariance dont l’élément (i, j) est calculé par

σi,j :=
1

m

m∑
k=1

(rik − ri)(rjk − rj). (4.1)

En fait, σi,j représente la covariance entre les actifs i et j. Pour le cas où i = j, la formule
(4.1) définit la variance de l’actif i. En utilisant ces notations, le modèle MV de Markowitz
se résume (voir [7]) : 

min xtQx

s.c.



n∑
j=1

rjxj = R,

n∑
j=1

xj = 1,

xj ≥ 0, j = 1, . . . , n.

(4.2)

Dans ce modèle, R, le rendement espéré du portefeuille, est un paramètre fixé par l’inves-
tisseur. Puisque 0 ≤ xi ≤ 1, alors R peut varier entre ‘minj rj’ et ‘maxj rj’. La contrainte
n∑
j=1

rjxj = R peut être remplacée par
n∑
j=1

rjxj ≥ R, qui présente la préférence de l’investisseur

à avoir un gain supérieur ou égal à R.

Le modèle MV est un modèle de programmation quadratique qui peut être résolu de façon
très efficace. Pourtant, si nous ajoutons les contraintes de seuil d’achat ou de cardinalité
le nouveau modèle ne sera plus facile à résoudre. Les sections suivantes sont consacrées à
reformuler et à résoudre les nouveaux modèles par DCA.



76 Gestion de portefeuille sous les contraintes de seuil, de seuil d’achat et de cardinalité

4.3 Contraintes de seuil d’achat

Afin d’introduire les contraintes de seuil d’achat dans le modèle MV, nous définissons aj, bj
comme les bornes inférieure et supérieure sur la proportion du capital investi dans l’actif j,
respectivement. Il faut vérifier aj > 0. Le modèle MV en présence des contraintes de seuil
d’achat est donc :

(P1) :

min xtQx

s.c.
n∑
j=1

rjxj = R,

n∑
j=1

xj = 1,

xj ∈ {0} ∪ [aj, bj] : j = 1, . . . , n. (4.3)

A cause des contraintes 4.3, le problème (P1) est non convexe.

4.3.1 Programmation DC et DCA pour la résolution du problème

4.3.1.1 Reformulation

Le problème (P1) peut être reformulé en tant qu’un modèle de programmation binaire. Soit
zj, j = 1, . . . , n, des variables binaires telles que :

zj =

{
1, xj ∈ [aj, bj],
0, sinon.

(4.4)

Avec l’introduction des nouvelles variables, le modèle (P1) se met sous la forme suivante

(P2) :

min xtQx

s.c.
n∑
j=1

rjxj = R,

n∑
j=1

xj = 1,

ajzj ≤ xj ≤ bjzj : j = 1, . . . , n,

zj ∈ {0, 1} : j = 1, . . . , n.
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Soit A le polyèdre convexe borné et non vide défini par :

A :=

{
(x, z) ∈ Rn × [0, 1]n :

n∑
j=1

rjxj = R,

n∑
j=1

xj = 1, ajzj ≤ xj ≤ bjzj, j = 1, . . . , n

}
.

Alors (P2) s’écrit

min
{
xtQx : (x, z) ∈ A, zj ∈ {0, 1} : j = 1, . . . , n

}
. (4.5)

Considérons la fonction p définie par

p(x, z) :=
n∑
i=1

zi(1− zi). (4.6)

Clairement, la fonction p est concave et finie sur A, de plus p(x, z) ≥ 0 pour tout (x, z) ∈ A,
et

{(x, z) ∈ A : z ∈ {0, 1}n} = {(x, z) ∈ A : p(x, z) ≤ 0}.

Par conséquent (4.5) peut être réécrite

min
{
xtQx : (x, z) ∈ A, p(x, z) ≤ 0

}
. (4.7)

A partir du théorème 4.1, ci-dessous, nous obtenons, pour un nombre positif et suffisamment
grand comme t ( tel que t ≥ t0), un problème de minimisation convexe-concave qui est
équivalent à (P2) :

(P2−DC) : min
{
xtQx + tp(x, z) : (x, z) ∈ A

}
. (4.8)

Théorème 4.1 ([105]) Soient K un polyèdre convexe borné et non vide, f une fonction finie
convexe sur K et p une fonction finie concave non négative sur K. Il existe t0 ≥ 0 tel que
pour tout t ≥ t0, deux problèmes ci-dessous sont équivalents :

(Pt) α(t) = inf{f(x) + tp(x) : x ∈ K},

(P) α = inf{f(x) : x ∈ K, p(x) ≤ 0}.

Précisément, si l’ensemble de sommet de K, dénoté par V (K), est contenu dans {x ∈

K, p(x) ≤ 0}, alors t0 = 0, sinon t0 = min
{f(x)− α(0)

S
: x ∈ K, p(x) ≤ 0

}
, où S :=

min{p(x) : x ∈ V (K), p(x) > 0} > 0.

Il est clair que A est un polyèdre convexe, non vide et borné dans Rn×Rn. Alors, (P2) peut
s’exprimer sous la formule de (P2−DC).
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4.3.1.2 Résolution de (P2−DC) par DCA

D’abord, on constate que (P2 − DC) est un problème de minimisation d’une fonction qui
est convexe par rapport à x et concave par rapport à z, alors la fonction objectif du modèle
(P2−DC) est une fonction DC.

Soit χA la fonction indicatrice sur A, i.e., χA(x, z) = 0 si (x, z) ∈ A, +∞ sinon. Soient g et
h les fonctions définies par

g(x, z) = xtQx + χA(x, z) et h(x, z) = −t
n∑
i=1

zi(1− zi). (4.9)

Par conséquent, g et h sont des fonctions convexes et le problème (P2−DC) est un problème
de programmation DC sous la forme

min{g(x, z)− h(x, z) : (x, z) ∈ Rn × Rn}. (4.10)

Selon la description générale de DCA, la résolution de (P2−DC) via la formulation (4.10)
par DCA consiste en la détermination de deux suites

(uk,vk) ∈ ∂h (xk, zk) et (xk+1, zk+1) ∈ ∂g∗(uk,vk).

La fonction h est différentiable et son gradient au point (xk, zk) est calculé de la manière
suivante :

(u,v) ∈ ∂h(x, z)⇐⇒ u = 0, v = t(2z− 1). (4.11)

Le calcul de (xk+1, zk+1) ∈ ∂g∗(uk,vk) se ramène à la résolution du problème suivant :

min
{
xtQx− 〈(uk,vk), (x, z)〉 : (x, z) ∈ A

}
. (4.12)

Algorithme 4.1 Schéma de DCA

Initialisation :
– Choisir (x0, z0) ∈ Rn × Rn et k = 0.
– Choisir la tolérance ε positive suffisamment petite.
Répéter
– Calculer (uk,vk) ∈ ∂h(xk, zk) via (4.11).
– Calculer (xk+1, zk+1) ∈ ∂g∗(uk,vk) en résolvant le programme quadratique (4.12).
– k + 1← k.
Jusqu’à

∥∥(xk+1, zk+1)− (xk, zk)
∥∥ ≤ ε.

La convergence de l’algorithme 4.1 est donnée par le prochain théorème ([91, 94, 139]).

Théorème 4.2 (Propriétés de la convergence de l’algorithme 4.1)
(i) L’algorithme 4.1 génère une suite {(xk, zk)} tel que la suite {(xk)tQxk + tp(xk, zk)} est

décroissante.
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(ii) Il existe un nombre non négatif t tel que pour chaque t ≥ t0 la suite {p(xk, zk)} est
décroissante. En particulier, si (xr, zr) est une solution admissible de (P2) alors (xk, zk),
pour tout k ≥ r, est admissible également.

(iii) DCA a un taux de convergence linéaire pour le problème (P2−DC).
(iv) La suite {(xk, zk)} converge à (x∗, z∗) où le point (x∗, z∗) est un point critique du

problème (P2−DC).

Preuve : (i), (iii) et (iv) sont des conséquences immédiates du théorème de la convergence
de DCA pour une programmation DC générale (voir [87, 94, 139, 140]).
(ii) Soit V(A) l’ensemble des sommets deA. Si V(A) est contenu dans l’ensemble des solutions
admissibles de (P2) alors l’affirmation est triviale avec t0 = 0. Sinon, posons

ξ := min{p(x′, z′)− p(x, z) : ((x, z), (x′, z′)) ∈ V(A)× V(A), p(x′, z′) > p(x, z)},

η := max{x′tQx′ − xtQx : ((x, z), (x′, z′)) ∈ V(A)× V(A)}

donc 0 < ξ < +∞ et 0 ≤ η < +∞ car l’ensemble V(A) est fini. Considérons maintenant le
nombre non négatif t0 défini par t0 := η

ξ
et t > t0. Soit {(xk, zk)} un ensemble généré par

Algorithme 4.1 appliqué au (P2 −DC) à partir de cette valeur t. Supposons qu’il existe
r ≥ 1 tel que p(xr+1, zr+1) > p(xr, zr). Puisque t > t0 alors

t[p(xr+1, zr+1)− p(xr, zr)] > t0[p(xr+1, zr+1)− p(xr, zr)]

ou

t[p(xr+1, zr+1)− p(xr, zr)] > η

ξ
[p(xr+1, zr+1)− p(xr, zr)].

Par la définition de ξ,

ξ ≥ p(xr+1, zr+1)− p(xr, zr),

alors

t[p(xr+1, zr+1)− p(xr, zr)] > η

en prenant en compte la définition de η, nous avons

t[p(xr+1, zr+1)− p(xr, zr)] > xr,tQxr − xr+1,tQxr+1

i.e.

xr+1,tQxr+1 + tp(xr+1, zr+1) ≥ xr,tQxr + tp(xr, zr),

ce qui contredit la décroissance de la suite xtQx + tp(x, z). 2
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4.3.1.3 Résolution globale

Pour trouver la solution globale du problème de choix de portefeuille sous les contraintes
de seuil d’achat et ainsi afin de comparer les résultats obtenus par DCA, nous avons utilisé
deux algorithmes par Séparation et Évaluation (SE) afin de résoudre le problème.

Le premier algorithme par SE s’applique au modèle (P1) de façon que pour calculer la borne
inférieure les contraintes de seuil d’achat sont relaxées, autrement dit, les contraintes 4.3
sont remplacées par xj ∈ [0, bj], j = 1, . . . , n. Le résultat de ce remplacement est un modèle
de programmation quadratique qui se résout facilement. La borne supérieure est mise à jour
si l’on trouve une meilleure solution pour le modèle (P1). La séparation est effectuée sur une
variable comme xj ∈]0, aj[ pour que nous ayons soit xj = 0, soit aj ≤ xj ≤ bj.

Le deuxième algorithme par SE est utilisé sur le modèle (P2), où la borne inférieure est
calculée en relaxant les contraintes binaires par celles linéaires, autrement dit les contraintes
zj ∈ {0, 1} sont remplacées par 0 ≤ zj ≤ 1. La borne supérieure est mise à jour si nous
trouvons une meilleure solution pour le modèle (P2). La séparation est effectuée sur la
variable fractionnelle zj telle que soit zj = 0, soit zj = 1.

4.3.1.4 Expériences numériques

Les algorithmes ont été codés avec le langage C++ et exécutés sur un ordinateur Pentium
de 1.6GHz, 512Mo RAM. Pour résoudre les programmes quadratiques, nous avons utilisé le
logiciel CPLEX en version 9.1. Les tests ont été faits sur deux jeux de données qui avaient été
utilisés dans les articles publiés par différents chercheurs ([16], [29], [51], [154]). Les données
correspondent aux prix hebdomadaires de deux différents indices de Mars 1992 à Septembre
1997. Les indices sont de Dax 100 en Allemagne et de Nikkei 225 au Japon. Il y a 85 actifs
pour le premier jeu de données et 225 actifs pour le deuxième. Les bornes inférieure et
supérieure sur les investissements sont 0.05 et 1.0, respectivement. Le paramètre de pénalité,
t, est égal à 0.01 pour le premier jeu de données et 0.02 pour le deuxième. ε = 10−7 et les
tests ont été effectués pour différentes valeurs de R.

Recherche d’un bon point initial pour DCA

Une question importante qui se pose est de choisir un bon point initial pour la méthode
DCA. L’approche que nous avons adoptée consiste d’abord en la résolution du problème
relaxé du modèle (P2). Ensuite, certaines modifications ont été effectuées sur la solution du
problème relaxé. Le processus de choix du point initial se résume ainsi :

1. Résoudre le problème relaxé : Nous résolvons le problème relaxé du (P2) afin de
trouver (x̃, z̃).

2. Trouver une solution entière : Si z̃j est non nul, nous l’arrondissons à 1 pour obtenir
(x̃, ẑ) de (x̃, z̃).
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En général, le nouveau point n’est plus une solution admissible du modèle (P2) ni pour le
modèle (P2−DC), mais à partir de cette solution DCA trouve une solution admissible juste
après une seule itération.

En effet, afin de trouver un bon point initial, nous avons tenté plusieurs choix :

• le point fourni par le processus expliqué ci-dessus ;

• la solution optimale du modèle relaxé de (P2) ;

• la solution optimale du problème suivant :

min

{
n∑
j=1

zj(1− zj) : (x, z) ∈ A

}
.

Le premier choix donne les meilleurs résultats.

Les tableaux 4.1 et 4.2, présentent les résultats. Dans ces tableaux, les valeurs optimales
(Val. Opt.) fournies par DCA, par le premier algorithme SE (SE-1) et/ou par le deuxième
algorithme SE (SE-2) ont été présentées. Ces tableaux montrent aussi le nombre d’itération
(iter.) et le temps de résolution (CPU) en secondes.

Les résultats montrent l’efficacité et supériorité de DCA par rapport aux autres algorithmes.
Car DCA donne des solutions de haute précision dans 2, 3 ou 4 itérations et en une ou deux
secondes.

4.4 Contraintes de cardinalité

Nous allons étudier un cas général du modèle de Markowitz où nous acceptons que l’in-
vestisseur attend un rendement futur supérieur ou égale à R. Il existe des coûts de tran-
saction et la vente est autorisée. Les coûts acceptés que l’investisseur doit payer au cours
de ses transactions sont proportionnels aux valeurs d’achat et de vente [114]. Nous accep-
tons que l’investisseur soit actuellement dans une position précise et prêt à payer les coûts
de transaction afin d’arriver à un portefeuille benchmark. De plus, le but de ce travail in-
siste essentiellement sur la présence d’une contrainte qui rend le modèle plus réaliste. Cette
contrainte est nommée, dans la littérature financière, contrainte de cardinalité. Elle a pour
l’objectif de limiter le nombre d’actifs composant le portefeuille optimal. Afin d’introduire
toutes les notions qui viennent d’être citées dans le modèle MV, nous acceptons les notations
supplémentaires suivantes, soient :
– cb, cs ∈ Rn sont les vecteurs qui représentent les coûts de transaction pour les achats et

pour les ventes, respectivement ;
– xb,xs correspondent aux variables d’achat et de vente ;
– p ∈ Rn est le vecteur qui représente la position actuelle de l’investisseur ;
– x ∈ Rn est le vecteur du portefeuille benchmark ;
– z est le vecteur des variables binaires, zi = 1 montre que l’actif i est inclus dans le

portefeuille et 0 sinon ;
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DCA Séparation et Évaluation (SE2)

R Val. Opt. iter CPU Val. Opt. iter CPU

0.00001 0.000306 2 1.594 0.000305 12 10.953
0.00002 0.000306 2 1.609 0.000305 13 10.656
0.00003 0.000306 2 1.594 0.000305 12 10.516
0.00004 0.000306 2 1.625 0.000305 12 11.703
0.00005 0.000306 2 1.609 0.000305 13 11.610
0.00006 0.000306 2 1.578 0.000305 13 11.547
0.00007 0.000306 2 1.610 0.000305 13 11.672
0.00008 0.000306 2 1.594 0.000305 13 11.813
0.00009 0.000306 2 1.609 0.000305 13 11.813
0.0001 0.000306 2 1.703 0.000305 13 11.890
0.0002 0.000305 2 1.750 0.000305 14 13.110
0.0003 0.000307 2 1.719 0.000306 14 13.110
0.0004 0.000310 2 1.781 0.000308 16 15.407
0.0005 0.000311 2 1.735 0.000310 24 22.844
0.0006 0.000314 2 1.719 0.000312 15 14.250
0.0007 0.000316 2 1.719 0.000315 15 14.328
0.0008 0.000322 2 1.781 0.000319 32 30.563
0.0009 0.000324 2 1.687 0.000322 32 30.563
0.001 0.000328 2 1.781 0.000326 30 29.265
0.002 0.000391 2 1.828 0.000390 12 12.140
0.003 0.000519 2 1.953 0.000517 11 11.657

Table 4.2 – La performance de l’algorithme pour le deuxième jeu de données en utilisant
l’algorithme par SE (le deuxième)
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– ai, bi sont les paramètres concernant les bornes inférieure et supérieure ;
– card est le paramètre de cardinalité qui montre le nombre souhaité d’actifs composant le

portefeuille.
En utilisant ces notations, le modèle s’écrit

(Pcard) :

min (x− x)tQ(x− x)

s.c.

(x− x)tr− (ctbxb + ctsxs) ≥ R, (4.13)

p + xb − xs = x, (4.14)
n∑
j=1

xj = 1, (4.15)

n∑
j=1

zj = card, (4.16)

ajzj ≤ xj ≤ bjzj : j = 1, . . . , n, (4.17)

zj ∈ {0, 1} : j = 1, . . . , n, (4.18)

xb,xs ≥ 0. (4.19)

La contrainte 4.14 montre le passage de l’investisseur de la position actuelle p au portefeuille
composé du vecteur x en achetant xb et vendant xs. La contrainte 4.13 indique le rendement
du portefeuille après avoir payé les coûts de transaction. Les contraintes 4.16, 4.17 et 4.18
concernent la modélisation de la contrainte de cardinalité. En effet, c’est la contrainte de
cardinalité qui rend le problème difficile à résoudre. A cause de la présence des variables
binaires, le problème (Pcard) est non convexe. Plusieurs alternatives du modèle de Markowitz
avec la contrainte de cardinalité ont été étudiées et ont été résolues. La plupart des méthodes
utilisées sont basées sur des heuristiques ([16, 29, 51]). Dans ce travail, la méthode utilisée
est basée sur la programmation DC et DCA.

4.4.1 Programmation DC et DCA pour la résolution du problème

4.4.1.1 Reformulation

Le problème (Pcard) peut être mis sous forme de programmation DC. Soit A ⊆ R3n × [0, 1]n

le polyèdre convexe borné et non vide défini par les contraintes 4.13, 4.14, 4.15, 4.16, 4.17 et
4.19. Le problème (Pcard) s’écrit

min
{

(x− x)tQ(x− x) : (x,xb,xs, z) ∈ A, zj ∈ {0, 1} : j = 1, . . . , n
}
. (4.20)
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Considérons la fonction p définie par

p(x,xb,xs, z) :=
n∑
i=1

zi(1− zi). (4.21)

La fonction p est une fonction concave et finie sur A, de plus p(x,xb,xs, z) ≥ 0 pour tout
(x,xb,xs, z) ∈ A, et

{(x,xb,xs, z) ∈ A : z ∈ {0, 1}n} = {(x,xb,xs, z) ∈ A : p(x,xb,xs, z) ≤ 0}.

Par conséquent (4.20) peut être réécrite ainsi

min
{

(x− x)tQ(x− x) : (x,xb,xs, z) ∈ A, p(x,xb,xs, z) ≤ 0
}
. (4.22)

D’après le théorème 4.1, il existe un nombre suffisamment grand t0 tel que, pour tout t
satisfaisant (t ≥ t0), le problème suivant soit équivalent à (Pcard) :

(Pcard −DC) : min
{

(x− x)tQ(x− x) + tp(x,xb,xs, z) : (x,xb,xs, z) ∈ A
}
. (4.23)

4.4.1.2 Résolution de (Pcard −DC) par DCA

Le modèle (Pcard − DC) est un problème de minimisation d’une fonction est convexe par
rapport à x,xb,xs et concave par rapport à z, alors la fonction objectif du modèle (Pcard−DC)
est une fonction DC.

Une décomposition naturelle de la fonction objectif du modèle (Pcard − DC), à l’aide des
fonctions g et h est

g(x,xb,xs, z) = (x− x)tQ(x− x) + χA(x,xb,xs, z) et h(x,xb,xs, z) = −t
n∑
i=1

zi(1− zi)

(4.24)
où χA est la fonction indicatrice sur A, i.e., χA(x,xb,xs, z) = 0 si (x,xb,xs, z) ∈ A, +∞
sinon.

En bref, le problème (Pcard −DC) est un programme DC sous la forme

min{g(x,xb,xs, z)− h(x,xb,xs, z) : (x,xb,xs, z) ∈ R4n} (4.25)

pour lequel les fonctions g et h sont définies ci-dessus.

Selon la description de DCA, la résolution de (Pcard − DC) via la formulation (4.25) par
DCA consiste à construire deux suites

(uk,ukb ,u
k
s ,v

k) ∈ ∂h (xk,xkb ,x
k
s , z

k) et (xk+1,xk+1
b ,xk+1

s , zk+1) ∈ ∂g∗(uk,ukb ,uks ,vk).

La fonction h est différentiable et son gradient au point (xk,xkb ,x
k
s , z

k) est calculé de façon
suivante

(uk,ukb ,u
k
s ,v

k) ∈ ∂h(xk,xkb ,x
k
s , z

k)⇐⇒ uk = ukb = uks = 0, vk = t(2zk − 1). (4.26)
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Le calcul de (xk+1,xk+1
b ,xk+1

s , zk+1) ∈ ∂g∗(uk,ukb ,uks ,vk) se ramène à la résolution du problème
suivant

min
{

(x− x)tQ(x− x)− 〈(uk,ukb ,uks ,vk), (x,xb,xs, z) : (x,xb,xs, z) ∈ A
}
. (4.27)

Algorithme 4.2 Schéma de DCA

Initialisation :
– Choisir (x0,x0

b ,x
0
s, z

0) ∈ R3n × Rn et k = 0.
– Choisir la tolérance ε positive suffisamment petite.
Répéter
– Calculer (uk,ukb ,u

k
s ,v

k) ∈ ∂h(xk,xkb ,x
k
s , z

k) via (4.26).
– Calculer (xk+1,xk+1

b ,xk+1
s , zk+1) ∈ ∂g∗(uk,ukb ,uks ,vk) en résolvant le programme quadra-

tique (4.27).
– k + 1← k.
Jusqu’à

∥∥(xk+1,xk+1
b ,xk+1

s , zk+1)− (xk,xkb ,x
k
s , z

k)
∥∥ ≤ ε.

Le théorème de convergence de l’algorithme 4.2 se résume à l’aide du théorème suivant dont
la démonstration n’est pas donnée à cause de sa ressemblance au théorème 4.2 (voir aussi
[91, 94, 139]).

Théorème 4.3 (Propriétés de la convergence de l’algorithme 4.2)
(i) L’algorithme 4.2 génère une suite {(xk,xkb ,xks , zk)} telle que la suite (xk − x)tQ(xk −

x) + tp(xk,xkb ,x
k
s , z

k) est décroissante.
(ii) Il existe un nombre non négatif t tel que pour chaque t ≥ t0 la suite {p(xk,xkb ,xks , zk)}

est décroissante. En particulier, si (xr,xrb,x
r
s, z

r) est une solution admissible de (Pcard)
alors (xk,xkb ,x

k
s , z

k), pour tout k ≥ r, est admissible également.
(iii) DCA a un taux de convergence linéaire pour le problème (Pcard −DC).
(iv) La suite {(xk,xkb ,xks , zk)} converge à (x∗,x∗b ,x

∗
s, z
∗) où le point (x∗,x∗b ,x

∗
s, z
∗) est un

point critique du problème (Pcard −DC).

4.4.1.3 Résolution globale

Afin de trouver la solution globale du problème (Pcard et de vérifier la qualité des résultats
obtenus par DCA, nous avons utilisé un algorithme par Séparation et Évaluation (SE) et
le logiciel CPLEX afin de résoudre le problème. Enfin, une méthode combinée de DCA et
l’algorithme par SE a été développée. L’algorithme par SE calcule les bornes inférieures en
remplaçant les contraintes binaires zj ∈ {0, 1} par 0 ≤ zj ≤ 1. La borne supérieure est mise
à jour si nous trouvons une meilleure solution pour le modèle (Pcard). A chaque itération
nous choisissons une variable fractionnelle comme zj et la séparation est effectuée sur cette
variable telle que soit zj = 0, soit zj = 1.

La philosophie des méthodes combinées est essentiellement basée sur l’utilisation de DCA afin
de trouver une solution, éventuellement, améliorant la borne supérieure. De cette manière,
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l’algorithme va effacer plus de sous-problèmes qui ne possèdent pas de solution globale. Cette
opération accélère la convergence de l’algorithme par SE.

Le schéma de l’algorithme combiné :

A chaque itération de l’algorithme par SE, après avoir décidé de relancer la méthode DCA,
nous continuons de la façon suivante

1. Construire le modèle DC.

2. Prendre la solution du sous-problème afin de résoudre le problème DC par DCA. Avant
d’utiliser la solution, il faut arrondir toutes les variables binaires non nulles à 1.

3. Résoudre le problème DC par DCA.

4. Évaluer la solution fournie par DCA. Si la solution est meilleure que la meilleure
solution actuelle alors faire une mise à jour de la borne supérieure et de la meilleure
solution.

5. Continuer l’algorithme par SE.

Pour tous les algorithmes et les méthodes, la procédure s’arrête soit lorsque les bornes
inférieure et supérieure sont suffisamment serrées (proches), soit le temps d’exécution dépasse
une limite prévue. On relance DCA lorsque le nombre de composants 0-1 de variables bi-
naires de la solution du sous-problème relaxé est suffisamment grand, par exemple supérieur
ou égal à n/2.

4.4.1.4 Expérience numériques

Les algorithmes ont été codé avec le langage C++ et exécutés sur un ordinateur Pentium de
3GHz et 1Go RAM. La version 10.1 du logiciel CPLEX a été utilisée afin de résoudre les sous-
problèmes relaxés ainsi que le modèle Pcard. Les tests ont été effectués sur un jeu de données
qui avait été déjà utilisé dans les articles publiés par différents chercheurs ([16, 29, 51, 154]).
Les données correspondent aux prix hebdomadaires des actifs financiers de Mars 1992 à
Septembre 1997. Les actifs ont été choisis parmi l’indice Dax 100 en Allemagne. Le nombre
des actif est 85. Le paramètre de pénalité, i.e., t, est égale à 2.0. ε = 10−7 et les tests ont
été faits sur différentes valeurs de card. Ce sont les valeurs pour lesquelles le problème Pcard
devient très difficile à résoudre. Les valeurs choisies sont : 5, 6, . . . , 15. Pour les valeurs plus
grandes, le problème est facile à résoudre. Les valeurs choisies pour les autres paramètres
sont :

– cbj , csj : 0.1% de transaction (achat ou vente) ;
– pj = 0 : nous supposons qu’il ne s’agit pas d’un re-balancement de portefeuille ;
– xj = 1/n ;
– aj = 0.05 : les bornes inférieures ;
– bj = 1.0 : les bornes supérieures.
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Recherche d’un bon point initial pour DCA

La procédure suivante explique la manière par laquelle le point initial de DCA a été choisi :

1. Résoudre le problème relaxé : Nous résolvons le problème relaxé du (Pcard) afin
de trouver (x̃, x̃b, x̃s, z̃). Le problème relaxé se définit par la relaxation des contraintes
binaires, i.e. les contraintes zj ∈ {0, 1} sont remplacées par 0 ≤ zj ≤ 1.

2. Trouver une solution entière : Nous arrondissons les variables z̃ non nulles à 1 pour
arriver de (x̃, x̃b, x̃s, z̃) à (x̃, x̃b, x̃s, ẑ).

En général, le nouveau point n’est plus une solution admissible du modèle (Pcard) ni pour
le modèle (Pcard −DC). DCA trouve une solution admissible pour le modèle (Pcard −DC)
après une seule itération. En cours des itérations suivantes, DCA va améliorer la solution.

En effet, afin de trouver un bon initial, nous avons testé plusieurs choix :

• le point fourni par le processus expliqué ci-dessus ;

• la solution optimale du modèle relaxé de (Pcard) ;

• la solution optimale du problème suivant

min

{
n∑
j=1

zj(1− zj) : (x,xb,xs, z) ∈ A

}
.

La première procédure donne de meilleurs résultats.

Le tableau 4.3, présente les résultats pour les différentes valeurs de paramètre de cardinalité
(card). Dans ce tableau, les valeurs optimales (Val. Opt.) fournies par DCA, par l’algorithme
de SE (SE) et par la méthode combinée (SE-DCA) et par CPLEX ont été présentées. Le
tableau présente aussi le nombre d’itération (iter.) de DCA, le temps de résolution (CPU) en
secondes pour DCA, le nombre d’appel à la méthode DCA pendant la procédure de SE-DCA
(relance). Le temps d’exécution de tous les autres algorithmes était limité à 1200 secondes.

Les résultats montrent que DCA donne de bons résultats. Ils sont encourageants et en fait
c’est la raison pour laquelle nous avons combiné l’algorithme SE et DCA afin d’améliorer la
performance de SE. A chaque itération de SE-DCA, si les conditions étaient favorables, nous
avons relancé DCA. Le rôle de DCA est de trouver une meilleure solution.

La supériorité de la méthode combinée par rapport à SE classique est due à l’efficacité de
DCA. Selon les résultats présentés au tableau l’algorithme classique par SE échoue pour
la plupart des valeurs de card. A l’opposé, les résultats fournis par la méthode combinée
peuvent être comparés avec ceux de CPLEX. Plus particulièrement, la méthode combinée
fournit une meilleure solution que CPLEX pour card = 13.
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4.5 Contraintes de seuil

Dans la plupart des marchés boursiers, un investisseur peut vendre un actif qu’il ne possède
pas. Ce procédé est nommé vente-à-découvert. La mécanique de vente-à-découvert dit que
l’actif peut prendre une position négative. Dans ce qui suit, nous allons présenter une descrip-
tion générale de vente-à-découvert qui existe dans la littérature financière. Cette description
est simplifiée et elle ne contient pas tous les aspects réels de vente-à-découvert comme l’exis-
tence de coûts de transaction [27].

Imaginez que chaque action d’une compagnie soit vendue au prix de 100$ et un investisseur
croit que cette action va valoir moins cher (par exemple 95$) au bout d’une période (par
exemple, un an). De plus, l’investisseur estime que la compagnie va payer 3$ de dividende à
la fin de la période. Si l’investisseur achète une action de cette compagnie, son investissement
sera −100$ à la date 0. Au bout de la période, il aura +3$ de dividende et pourra vendre
cette action au prix de +95$. Alors, à la fin de période l’investisseur perdra 2$. Clairement,
aucun investisseur ne souhaite avoir de telles actions dans son portefeuille, voire il veut
investir un montant négatif dans une telle action. La question est la condition d’avoir une
telle possibilité. Comment pouvons-nous créer une telle situation ? Supposons qu’un courtier
accepte la vente-à-découvert, alors l’investisseur peut vendre l’action, dont nous avons parlé,
à 100$. À la fin de la période, l’investisseur doit racheter l’action pour la rendre au courtier,
de plus, il va payer le dividende au courtier. Alors, l’investisseur doit payer 95$ pour racheter
l’action et 3$ pour le dividende ; soit, 2$ de gagne.

Afin de modéliser la vente-à-découvert, nous utilisons une définition alternative de la vente-
à-découvert [27]. D’un point de vue, une vente-à-découvert consiste à considérer un capital
potentiel équivalent au montant de la vente-à-découvert. Autrement dit, la vente-à-découvert
est une source de capital hors de la richesse que l’investisseur possède. Alors, le capital total
investi est la somme de la vente-à-découvert et de la richesse initiale (que l’investisseur
investit hors de la vente-à-découvert). Notons xj comme la portion du capital investi en actif
j, si l’investissement est dû à la vente-à-découvert alors, xj < 0 sinon xj ≥ 0. D’après cette
définition, nous devons avoir la contrainte

∑n
j=1 | xj |= 1. En général, à la fin de la période

d’investissement, l’investisseur doit payer certains coûts à propos de sa vente-à-découvert,
mais ici nous n’allons pas prendre en compte l’existence d’un tel coût. Alors, le revenu
total d’investissement est de

∑n
j=1 rjxj où, comme pour le modèle de Markowitz, rj est le

rendement moyen de l’actif j. Le modèle de Markowitz en présence de la vente-à-découvert
se résume par

min xtQx

s.c.
n∑
j=1

rjxj = R,

n∑
j=1

| xj | = 1.
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Après avoir formulé le modèle de Markowitz avec la vente-à-découvert, nous pouvons prendre
en considération tout type de contraintes qui sont appliquées dans les situations réelles comme
les contraintes de seuil ou bien les contraintes de cardinalité. Les contraintes de seuil (voir [7])
empêchent de très petits investissements dans chaque actif, que ce soit un actif concernant
l’achat ou un actif concernant la vente-à-découvert. Dans ce travail, nous avons étudié un
modèle qui contient ces deux types d’actifs. De plus, il existe des contraintes de seuil sur
les investissements. Soient, aj, bj les bornes inférieure et supérieure sur l’investissement dans
l’actif j, respectivement, telles que 0 < aj ≤ bj ≤ 1. De la même manière, soient cj, dj les
bornes supérieure et inférieure sur la vente-à-découvert dans l’actif j, respectivement, telles
que −1 ≤ cj ≤ dj < 0. En utilisant ces notations, la généralisation du modèle de Markowitz,
dans laquelle la vente-à-découvert est permise et dans laquelle des contraintes de seuil sont
présentes, s’exprime par

min xtQx

s.c.
n∑
j=1

rjxj = R,

n∑
j=1

| xj | = 1,

xj ∈ {0} ∪ [aj, bj] ∪ [cj, dj] : j = 1, . . . , n. (4.28)

Selon ce modèle, soit on n’investit pas dans l’actif j, i.e. xj ∈ {0}, soit l’investissement est
effectué dans la limite des bornes, i.e. xj ∈ [aj, bj] s’il s’agit d’un achat et xj ∈ [cj, dj] s’il
s’agit d’une vente-à-découvert. Le modèle est non-convexe. Il y a des contraintes de seuil et
une contrainte de valeur absolue. Avant de résoudre le programme, nous allons essayer de le
reformuler.

4.5.1 Reformulation

Afin de pouvoir supprimer le signe de valeur absolue, nous introduisons deux vecteurs : y,y′

tels que

| xj |= yj − y′j, yjy
′
j = 0, yj ≥ 0, y′j ≤ 0 : j = 1, . . . , n

où, yj correspond aux achats et y′j correspond aux ventes-à-découvert. Avec les nouvelles
variables, nous avons

xj = yj + y′j : j = 1, . . . , n.

Le changement de variable exige l’introduction des contraintes de complémentarité. L’in-
terprétation de ces contraintes est liée au fait que l’investisseur ne doit pas et ne peut pas
acheter et vendre un titre simultanément.
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(Pseuil) :

min (y + y′)tQ(y + y′)

s.c.
n∑
j=1

rj(yj + y′j) = R,

n∑
j=1

(yj − y′j) = 1,

yj ∈ {0} ∪ [aj, bj] : j = 1, . . . , n, (4.29)

y′j ∈ {0} ∪ [cj, dj] : j = 1, . . . , n, (4.30)

yjy
′
j = 0 : j = 1, . . . , n. (4.31)

Essentiellement, la résolution d’un modèle avec les possibilités de vente ou de vente-à-
découvert est difficile. Les contraintes de complémentarité sont les premières causes. D’un
côté, l’élimination de ces contraintes va nous donner des portefeuilles qui franchissent cette
règle, d’autre part ces contraintes posent des problèmes au niveau de la résolution efficace
du modèle. Konno et al. [56] ont développé un algorithme par séparation et évaluation (SE)
pour résoudre ce problème. Dans l’algorithme proposé, les bornes inférieures sont calculées
en relaxant les contraintes de complémentarité et la séparation est effectuée sur la variable
qui ne respecte pas ces contraintes. Pourtant, la résolution d’un problème par un algorithme
de SE n’est pas toujours promettant, surtout lorsqu’il s’agit d’un problème de grande taille.
En raison de difficultés qui existent en résolution des problèmes avec les possibilité de vente-
à-découvert, ils n’ont pas été bien étudiés dans la littérature financière ([55, 56]). On trouve
rarement des travaux dans lesquels un modèle de portefeuille avec la vente-à-découvert soit
étudié en acceptant et respectant tous ses aspects théoriques et logiques. En général, les
contraintes de complémentarité sont supprimées ([55, 56]). Dans ce travail nous proposons
une fonction de pénalité qui remplace les contraintes de seuil et celles de complémentarité.
Après avoir utilisé un résultat de pénalité exacte, nous mettons le modèle sous la forme d’un
programme DC. Ensuite DCA s’applique pour résoudre le problème DC. Un algorithme par
séparation et évaluation, ainsi qu’une méthode combinée de SE et DCA pour résoudre le
modèle de façon efficace et globale est proposée. D’abord, nous allons reformuler le modèle
(Pseuil) sous forme d’un programme binaire. Soient zj et z′j des variables binaires telles que
pour j = 1, . . . , n :

zj =

{
1 : yj ∈ [aj, bj],
0 : sinon,

et

z′j =

{
1 : y′j ∈ [cj, dj],
0 : sinon.
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Avec les nouvelles variables, (Pseuil) s’exprime sous la forme suivante :

(P bin
seuil) :

min (y + y′)tQ(y + y′)

s.c.
n∑
j=1

rj(yj + y′j) = R,

n∑
j=1

(yj − y′j) = 1,

ajzj ≤ yj ≤ bjzj : j = 1, . . . , n, (4.32)

cjz
′
j ≤ y′j ≤ djz

′
j : j = 1, . . . , n, (4.33)

zjz
′
j = 0 : j = 1, . . . , n, (4.34)

zj, z
′
j ∈ {0, 1} : j = 1, . . . , n. (4.35)

Les deux modèles (Pseuil) et (P bin
seuil) sont équivalents dans le sens où

– Si (y,y′) est une solution optimale de (Pseuil), alors nous pouvons trouver z et z′ tels que
(y,y′, z, z′) soit une solution optimale de (P bin

seuil) .
– Si (y,y′, z, z′) est une solution optimale de (P bin

seuil) alors (y,y′) est une solution optimale
de (Pseuil).

Notons A l’ensemble défini par

A :=

 (y,y′, z, z′) ∈ Rn × Rn × [0, 1]n × [0, 1]n :
n∑
j=1

rj(yj + y′j) = R,
n∑
j=1

(yj − y′j) = 1,

ajzj ≤ yj ≤ bjzj, cjz
′
j ≤ y′j ≤ djz

′
j, j = 1, . . . , n

 .

Théorème 4.4 Définir la fonction de pénalité p(y,y′, z, z′) : Rn×Rn×Rn×Rn −→ R par

p(y,y′, z, z′) :=
n∑
j=1

(zj + z′j)−
n∑
j=1

(zj − z′j)2. (4.36)

(i) La fonction p(y,y′, z, z′) est concave.

(ii) La fonction p(y,y′, z, z′) est non-négative sur A et si

A1 = {(y,y′, z, z′) ∈ A : ziz
′
i = 0, zi, z

′
i ∈ {0, 1} : i = 1, . . . , n}

et

A2 = {(y,y′, z, z′) ∈ A : p(y,y′, z, z′) ≤ 0},

alors A1 = A2.
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Preuve :

(i) Soient pj : R4n −→ R les fonctions définies par

pj(y,y
′, z, z′) := (zj + z′j)− (zj − z′j)2 : ∀j = 1, . . . , n

et ϕj : R4n −→ R les fonctions définies par

ϕj(y,y
′, z, z′) := (zj − z′j)2 : ∀j = 1, . . . , n.

Les fonctions ϕj, j = 1, . . . , n sont convexes car elles sont la composition de fonctions
convexes avec des fonctions linéaires. Par conséquent pj est concave car elle est la
somme d’une fonction linéaire et d’une fonction concave. En outre, p(y,y′, z, z′) :=
n∑
j=1

pj(y,y
′, z, z′) et nous savons que la somme de fonctions concaves est concave, alors

p(y,y′, z, z′) est une fonction concave.

(ii) Après remis en ordre les éléments de (4.36), nous obtenons

p(y,y′, z, z′) := 2
n∑
j=1

(zjz
′
j) +

n∑
j=1

zj(1− zj) +
n∑
j=1

z′j(1− z′j).

Tous les éléments du côté droit sont non-négatifs sur A alors p(y,y′, z, z′) ≥ 0 pour
tout (y,y′, z, z′) ∈ A. De plus

p(y,y′, z, z′) = 0⇐⇒


zjz
′
j = 0 : ∀j = 1, . . . , n,

zj(1− zj) = 0 : ∀j = 1, . . . , n,
z′j(1− z′j) = 0 : ∀j = 1, . . . , n,

(4.37)

ou

p(y,y′, z, z′) = 0⇐⇒


zjz
′
j = 0 : ∀j = 1, . . . , n,

zj ∈ {0, 1} : ∀j = 1, . . . , n,
z′j ∈ {0, 1} : ∀j = 1, . . . , n.

(4.38)

Cela veut dire

{(y,y′, z, z′) ∈ A : zjz
′
j = 0, zj, z

′
j ∈ {0, 1} : i = 1, . . . , n}

= {(y,y′, z, z′) ∈ A : p(y,y′, z, z′) = 0}.

D’ailleurs p(y,y′, z, z′) est non-négatif sur A donc

{(y,y′, z, z′) ∈ A : p(y,y′, z, z′) = 0} = {(y,y′, z, z′) ∈ A : p(y,y′, z, z′) ≤ 0} .

En prenant en compte cette relation et (4.38), nous concluons A1 = A2.

2

Ce théorème nous permet de réécrire le modèle (P bin
seuil) sous la forme suivante

min
{
V (y,y′) := (y + y′)tQ(y + y′) : (y,y′, z, z′) ∈ A, p(y,y′, z, z′) ≤ 0

}
. (4.39)
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Puisque V est une fonction convexe et A est un polyèdre convexe borné et en outre p est
concave et non-négatif sur A, alors d’après le théorème (4.1), il existe t0 ≥ 0 tel que pour
tout t > t0, le modèle (4.39) est équivalent à

min
{
F (y,y′, z, z′) := (y + y′)tQ(y + y′) + tp(y,y′, z, z′) : (y,y′, z, z′) ∈ A

}
.

La fonction F est convexe en variables y et y′, mais F est concave en variables z et z′. Par
conséquent, F est une fonction DC. Une décomposition DC est la suivante

(PDC
seuil) : min

{
F (y,y′, z, z′) := g(y,y′, z, z′)− h(y,y′, z, z′) : (y,y′, z, z′) ∈ R4n

}
,

telle que
g(y,y′, z, z′) := (y + y′)tQ(y + y′) + χA(y,y′, z, z′),

et

h(y,y′, z, z′) := t

(
n∑
j=1

(zj − z′j)2 −
n∑
j=1

(zj + z′j)

)
.

χA est la fonction indicatrice de A, c’est-à-dire, χA(y,y′, z, z′) = 0 si (y,y′, z, z′) ∈ A et
+∞ sinon.

4.5.2 Résolution de (PDC
seuil) par DCA

D’après le schéma générique de DCA, il nous faut calculer sous-gradient de la fonction h

définie par h(y,y′, z, z′) := t

(
n∑
j=1

(zj − z′j)2 −
n∑
j=1

(zj + z′j)

)
. Le sous-gradient de h est de la

forme suivante :

(uk,u′k,vk,v′k) ∈ ∂h(yk,y′k, zk, z′k)⇔


ukj = 0 : j = 1, . . . , n,
u′kj = 0 : j = 1, . . . , n,
vkj = t(2(zkj − z′kj )− 1) : j = 1, . . . , n,
v′kj = t(2(z′kj − zkj )− 1) : j = 1, . . . , n.

(4.40)
Afin de calculer (yk+1,y′k+1, zk+1, z′k+1), le problème suivant doit être résolu :

min{(y + y′)tQ(y + y′)− 〈(y,y′, z, z′), (uk,u′k,vk,v′k)〉 : (y,y′, z, z′) ∈ A}. (4.41)

L’algorithme DCA qui résout de problème (PDC
seuil) se résume ainsi :

Algorithme 4.3 Schéma de DCA

Initialisation :
– Choisir (y0,y′0, z0, z′0) ∈ Rn ×Rn × [0, 1]n × [0, 1]n et mettre k = 0.
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– Choisir la tolérance ε positive suffisamment petite.
Répéter :
– Calculer (uk,u′k,vk,v′k) ∈ ∂h(yk,y′k, zk, z′k) via (4.40).
– Calculer (yk+1,y′k+1, zk+1, z′k+1) ∈ ∂g∗(uk,u′k,vk,v′k) en résolvant le programme quadra-

tique (4.41).
– k + 1← k.
Jusqu’à∥∥(yk+1,y′k+1, zk+1, z′k+1)− (yk,y′k, zk, z′k)

∥∥ ≤ ε.

Le théorème de convergence de l’algorithme 4.3 se résume dans le théorème suivant ([91, 94,
139]).

Théorème 4.5 (Propriétés de la convergence de l’algorithme (4.3))
(i) L’algorithme 4.3 génère une suite {(yk,y′k, zk, z′k)} tel que la suite (yk + y′k)tQ(yk +

y′k) + tp(yk,y′k, zk, z′k) est décroissante.
(ii) Il existe un nombre non-négatif t tel que pour chaque t ≥ t0 la suite {p(yk,y′k, zk, z′k)}

est décroissante. En particulier, si (yr,y′r, zr, z′r) est une solution admissible de (P bin
seuil)

alors (yk,y′k, zk, z′k), pour tout k ≥ r, est admissible également.
(iii) DCA a un taux de convergence linéaire pour le problème (PDC

seuil).
(iv) La suite {(yk,y′k, zk, z′k)} converge à (y∗,y′∗, z∗, z′∗) où le point (y∗,y′∗, z∗, z′∗) est un

point critique du problème (PDC
seuil).

4.5.2.1 Choix de point initial pour DCA

Afin de choisir un bon point initial, nous avons testé plusieurs choix. Le premier consiste
d’abord à résoudre le problème relaxé du (Pseuil). Ce problème résulte de la suppression des
contraintes de complémentarité et relaxation des contraintes de seuil. Soit (ỹ, ỹ′) la solution
de ce problème. Le point initial de DCA est (y,y′, z, z′), tel que y = ỹ, y′ = ỹ′,z′ = 0 et

zj :=

{
1, si R < rj,
0, sinon.

La solution fournie par cette procédure n’est pas forcément une solution admissible pour
(PDC

seuil) mais après seulement une itération, DCA trouvera une solution admissible pour
(PDC

seuil).

Les autres points initiaux testés sont :

• la solution optimale du problème relaxé de (P bin
seuil),

• la solution optimale du problème suivant

min

{
p(y,y′, z, z′) := (

n∑
j=1

(zj + z′j)−
n∑
j=1

(zj − z′j)2) : (y,y′, z, z′) ∈ A

}
.
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4.5.2.2 Relancer DCA

Du point de vue théorique, il existe t0 > 0 tel que pour chaque t > t0, les problèmes (P bin
seuil) et

(PDC
seuil) soient équivalents. Pourtant, le calcul de la valeur exacte de t0 n’est pas facile. Nous

avons testé plusieurs valeurs différentes et enfin nous avons choisi une valeur pour laquelle
(y + y′)tQ(y + y′) soit aussi petit que possible tout en essayant d’obtenir les valeurs binaires
pour z et z′. Pour les valeurs de t que nous avons choisies, le premier objectif était atteint
mais toutes les variables z et z′ n’étaient pas binaires. Afin d’obtenir des solutions binaires
nous avons relancé DCA. La procédure consiste d’abord à résoudre le problème (PDC

seuil) par
DCA. Soit (y,y′, z, z′)1 la solution fournie par DCA. Si (z, z′) ∈ {0, 1}2n, nous ne relançons
pas l’algorithme DCA. Supposons qu’il existe un k (1 ≤ k ≤ 1) tel que zk soit très proche
de 1 (ou respectivement de 0), alors nous ajoutons la contrainte zk = 1 (ou respectivement
zk = 0) au problème (PDC

seuil). Après avoir effectué ces changements, nous relançons DCA
pour résoudre le problème modifié. Nous utilisons (y,y′, z, z′)1 pour démarrer DCA. De
cette manière, nous trouvons des solutions binaires.

4.5.3 Résolution globale de (Pseuil)

4.5.3.1 Algorithme par séparation et évaluation (SE)

Afin d’évaluer les solutions fournies par DCA et de trouver la solution globale de (Pseuil), un
algorithme par séparation et évaluation (SE) a été utilisé. Cet algorithme résout le problème
relaxé de (Pseuil) pour trouver la borne inférieure. Plus précisément, la résolution du problème
suivant donne la borne inférieure

(P relaxe
seuil ) :

min (y + y′)tQ(y + y′)

s.c.
n∑
j=1

rj(yj + y′j) = R,

n∑
j=1

(yj − y′j) = 1,

0 ≤ yj ≤ bj : j = 1, . . . , n,

cj ≤ y′j ≤ 0 : j = 1, . . . , n.

Le problème (P relaxe
seuil ) s’obtient après que nous supprimons les contraintes de complémentarité,

i.e.
yjy
′
j = 0 : j = 1, . . . , n,

et remplaçons les contraintes suivantes

yj ∈ {0} ∪ [aj, bj], y
′
j ∈ {0} ∪ [cj, dj], j = 1, . . . , n,
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par
0 ≤ yj ≤ bj, cj ≤ y′j ≤ 0, j = 1, . . . , n.

La borne supérieure est mise à jour lorsqu’une meilleure solution du problème (Pseuil) est
trouvée. La séparation est effectuée sur les variables qui ne respectent pas soit les contraintes
de complémentarité soit les contraintes de seuil, de façon que, soit

yj = 0, y′j = 0,

soit
yj = 0, y′j ∈ [cj, 0],

soit
y′j = 0, yj ∈ [0, bj].

4.5.3.2 Approche combinée pour résoudre (Pseuil)

Pour trouver la solution optimale de (Pseuil) et améliorer la performance de l’algorithme par
séparation et évaluation, nous l’avons combiné avec DCA. A chaque itération de l’algorithme
par séparation et évaluation, si les conditions sont favorables, DCA est relancé. Le but est de
trouver une meilleure solution. Cette solution sert à améliorer la borne supérieure. De cette
façon, la convergence de SE sera plus rapide. DCA est relancé, soit juste après la première
itération de SE, soit le moment où l’indice de la variable, sur laquelle la séparation va être
effectuée, est suffisamment grand (par exemple supérieur ou égal à 3n/4). Cette condition
sert à éviter les cas de sur-utilisation de DCA. Également, nous avons plus de chances de
trouver de solutions qui sont admissibles au problème (P bin

seuil).

Le processus de la méthode combinée se résume ainsi :
Après chaque itération, si les conditions sont favorables (i.e., les conditions citées ci-dessus),
alors

1. Construire le sous-problème DC et nommer le sous-problème relaxé (SPR). Ce sous-
problème correspond à celui de SE.

2. Résoudre (SPR) par DCA. Le point initial de DCA est la solution optimale du sous-
problème de SE. Soit (y,y′, z, z′)1 la solution fournie par DCA.

3. Pour chaque i = 1, . . . , n,

(a) si z1
i ≥ 0.5 ajouter la contrainte zi = 1 au problème (SPR) sinon ajouter la

contrainte zi = 0 au (SPR),

(b) si z
′1
i ≥ 0.5 ajouter la contrainte z′i = 1 au problème (SPR) sinon ajouter la

contrainte z′i = 0 au (SPR).

4. Relancer DCA pour résoudre le nouveau sous-problème en utilisant (y,y′, z, z′)1 comme
le point initial.

(a) Si le nouveau sous-problème n’est pas réalisable, retourner à SE,
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(b) sinon, soit (y,y′, z, z′)2 la solution fournie par DCA. Si (y,y′, z, z′)2 n’est pas une
solution améliorante pour (Pseuil) alors aller à la prochaine étape, sinon faites une
mise à jour de la borne supérieure et de la solution optimale.

5. Continuer l’approche SE.

4.5.3.3 Expérience numériques

Les algorithmes ont été codés avec le langage C++ et testés sur un ordinateur Pentium
de 3GHz, 1Gb RAM. Pour résoudre les (sous-)problèmes quadratiques nous avons utilisé le
logiciel CPLEX en version 9.1.

Les données que nous avons utilisées correspondent aux prix hebdomadaires des actifs finan-
ciers du mois de mars 1992 au mois de septembre 1997. Les indices utilisés sont S&P 100
aux états-unis et DAX 100 en Allemagne. Les nombres d’actifs sont 98 et 85, respectivement.
Pour tous les tests réalisés, aj = 0.05, bj = 1.0, cj = −1.0, dj = −0.0001. La tolérance auto-
risée pour l’écart entre les bores supérieure et inférieure (i.e., ε) est 10−7. Les valeurs choisies
pour le paramètre de pénalité sont égales à 0.2 × 10−5 pour S&P 100 et à 0.2 × 10−4 pour
DAX 100.

L’algorithme SE et l’approche combinée (SE-DCA) s’arrête si l’écart entre les bornes est
inférieure à ε.

Les tests numériques ont été faits pour différentes valeurs de R. Nous avons choisi plus
de 30 valeurs possibles de R. Les valeurs pour lesquelles les problèmes étaient réalisables
appartenaient à l’intervalle suivant

min
j=1,...,n

rj ≤ R ≤ max
j=1,...,n

rj.

Les figures (4.1-4.4) présentent les résultats sur deux jeux de données. Plus précisément, les
figures 4.1 sont consacrées aux comparaisons des valeurs optimales fournies par DCA avec
celles d’optimales globales. Les figures montrent que les solutions fournies par DCA sont très
proches des solutions globales. L’efficacité de DCA est plus visible lorsque nous comparons
les temps CPU des algorithmes. Les temps d’exécutions sont montrés sur les figures 4.2. En
comparant les temps d’exécutions et les nombres d’itération de l’algorithme SE et l’approche
combinée, nous constatons l’influence de DCA sur la convergence de l’approche combinée.
Les figures (4.3,4.2) comparent le nombre d’itération et le temps d’exécution de chaque
algorithme avec les autres. DCA s’arrête après moins de 10 itérations. Nous constatons que
l’approche combinée est, en général, trois ou quatre fois plus rapide que SE. Les figures 4.4
présentent le nombre de relance de DCA en cours d’exécution de l’approche combinée.

Toutes les expérimentations étaient avec ε = 10−7. Si nous réduisons la précision, c’est-
à-dire, si nous augmentons ε de 10−7 à 0.5 ∗ 10−5, l’influence de DCA sur l’efficacité de
l’approche combinée par rapport à SE devient plus visible. Les tableaux (4.4,4.5) présentent
les résultats dans les mêmes conditions que les expériences précédentes sauf que ε est 0.5∗10−5

et nous avons simplifié les conditions pour que DCA redémarre, de sorte que nous avons
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(a) S&P 100

(b) Dax 100

Figure 4.1 – Les optimums globaux et les valeurs optimales fournies par DCA

remplacé la condition sur l’indice de variable de séparation (i.e., 3n/4) par (n/2). D’après
les tableaux, l’approche combinée trouve la solution optimale en une seule itération pour un
nombre important de valeurs de R. La convergence rapide de l’approche combinée est liée à
l’efficacité de DCA. En comparant les nombres d’itération et les temps CPU de l’algorithme
par SE avec ceux de la méthode combinée, nous constatons l’efficacité de la méthode. Pour
presque toutes les valeurs de R, la méthode combinée trouve la solution globale en moins
d’une minute, tandis que SE a besoin de beaucoup plus de temps afin de trouver la solution
globale.

4.6 Conclusion

Dans ce chapitre, nous avons rappelé le modèle classique Moyenne-Variance (MV) de Mar-
kowitz. Nous remarquons que ce modèle ne prend pas en considération certains types de
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(a) S&P 100

(b) Dax 100

Figure 4.2 – CPU en seconde

contraintes du monde réel. Ce sont les contraintes de cardinalité, de seuil d’achat et de seuil.
Après avoir ajouté ces contraintes, nous avons exprimé le modèle correspondant sous forme
d’un programme mixte en variables binaires. En utilisant un résultat de pénalité exacte basée
sur la programmation DC, nous avons reformulé le programme mixte en variables binaire
sous forme d’un programme DC. Ensuite, DCA s’est appliqué afin de résoudre le problème
DC. Les résultats présentés dans ce chapitre montrent l’efficacité et la performance de DCA
pour résoudre les problèmes qui viennent d’être cités. Afin de trouver les solutions globales,
une méthode combinée des algorithmes SE et DCA a été introduite. D’après les résultats
numériques nous constatons la convergence rapide et la supériorité de la méthode combinée
par rapport à l’algorithme SE.
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(a) S&P 100

(b) Dax 100

Figure 4.3 – Le nombre d’itération de chaque algorithme
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(a) S&P 100

(b) Dax 100

Figure 4.4 – Le nombre de relance de DCA pendant l’exécution de l’approche combinée
(SE-DCA)





Chapitre 5

Gestion de portefeuille avec la mesure
de risque de baisse sous les
contraintes de cardinalité

Résumé Ce chapitre concerne une nouvelle approche continue basée sur la programmation DC et
DCA pour la résolution du problème de gestion de portefeuille avec la mesure de risque de baisse
sous les contraintes de cardinalité. Le modèle sous les contraintes de cardinalité s’écrit sous la
forme d’un problème d’une programmation mixte en variables binaires. Après avoir mis le modèle
sous la forme DC, nous avons appliqué DCA pour le résoudre. Enfin, le problème a été résolu avec
un algorithme par Séparation et Evaluation (SE), pour évaluer les résultats obtenus. Une méthode
combinée basée sur DCA et SE a été développée pour obtenir les solutions globales tout en essayant
d’établir une convergence rapide. Les résultats numériques confirment l’efficacité de notre approche.

5.1 Introduction

La variance est une mesure de risque classique très utilisée. Elle représente les écarts des
rendements par rapport à la moyenne.

Définition 5.1.1 Soit f la fonction de densité d’une variable aléatoire comme r, on définit
la variance de r par

V ar(r) = σ2(r) :=
∑
r

(r − E(r))2f(r) (5.1)

où E est l’opérateur d’espérance mathématique et la somme est effectuée sur toutes les va-
leurs possibles de r. 2

D’après la formule 5.1, la variance ne fait aucune différence entre les rendements inférieures
à la moyenne et les rendements supérieures à la moyenne, car la variance prend le carrée des

107
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écarts en compte. De plus, le poids de chaque écart est sa probabilité d’occurrence. Tandis
que parmi les écarts avec les mêmes probabilités d’occurrence, les investisseurs préfèrent ceux
positifs, i.e. les écarts qui ont des rendements supérieures à la moyenne. Au contraire, les
investisseurs n’aiment pas les écarts négatifs. Alors les écarts négatifs sont considérés comme
le risque. Markowitz a proposé la semivariance pour pallier le handicap de la variance [113].
La semivariance mesure les écarts négatifs et elle se place dans le cadre des mesures de
risque de baisse ([27], [122]). Ces mesures de risque considèrent les écarts inférieures à un
objectif comme le risque. La semivariance est la mesure de risque pour laquelle la moyenne est
considérée comme l’objectif. Les mesures de baisse sont utilisées surtout pour les distributions
non-normales [27].

Ce chapitre a pour le but d’étudier et de résoudre un cas général d’un modèle dont la mesure
de risque est celle de baisse. Le modèle généralisé contient des contraintes de cardinalité.
Le modèle a des avantages, le premier étant le choix de la mesure de risque de baisse. Le
deuxième avantage est lié à la reformulation du modèle car contrairement au modèle MV
il se formule de façon que nous n’ayons plus besoin de la matrice de variance-covariance.
Finalement, il existe des contraintes de cardinalité qui limitent le nombre des actifs choisis
dans le portefeuille optimal.

Le reste du chapitre est organisé de la façon suivante : Dans la section 5.2, la formulation
du modèle de choix de portefeuille sera présenté. Le modèle sera généralisé en section 5.3,
afin de prendre les contraintes de cardinalité en compte. En section 5.4, après avoir mis le
problème sous la forme d’un modèle de programmation DC, nous utiliserons DCA pour le
résoudre. Un algorithme combiné de DCA et l’algorithme par Séparation et Évaluation (SE)
est présenté dans la section 5.5, tandis que les résultats numériques sont reportés dans la
section 5.6. Nous terminons le chapitre par une conclusion.

5.2 Description et formulation

D’abord, nous considérons le modèle MV qui cherche à répartir le mieux possible le capital
parmi n actifs financiers. Supposons qu’une liste des rendements historiques, pour une durée
de m intervalles de temps, soit disponible. Le rendement moyen de l’actif i se calcule par

ri :=
1

m

m∑
j=1

rij

où rij est le rendement de l’actif i dans l’intervalle [j − 1, j], tel que i = 1, . . . , n et j =
1, . . . ,m. Soient r = (r1, r2, . . . , rn)t et y = (y1, y2, . . . , yn)t le vecteur des variables de décision
représentant les proportions du capital investi dans les actifs. Nous savons que le modèle MV
peut s’écrire sous la forme suivante ([8]) :

min

{
V (y) := ytQy :

n∑
j=1

rjyj = R,

n∑
j=1

yj = 1, yj ≥ 0, j = 1, . . . , n

}
. (5.2)
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La solution de ce modèle minimise le risque défini par ytQy pour un gain fixé auparavant,
R. Q est la matrice de Variance-Covariance dont l’élément (i, j) est calculé par

σi,j :=
1

m

m∑
k=1

(rik − ri)(rjk − rj). (5.3)

Le programme 5.2 est un modèle de programmation quadratique pour lequel des algorithmes
efficaces existent.

Théorème 5.1 Le modèle (5.2) est équivalent à

min

V (y) := (1/m)
m∑
j=1

[
n∑
i=1

rijyi −R

]2

:
n∑
i=1

riyi = R,

n∑
i=1

yi = 1, yi ≥ 0, : i = 1, . . . , n

 .

(5.4)

Preuve : Soit A une matrice m× n dont l’élément (j, i) est aji et est défini par

aji := rij − ri

ensuite,
m∑
j=1

a2
ji =

m∑
j=1

(rij − ri)2 : ∀i = 1, . . . , n, (5.5)

qui sont les éléments sur la diagonale de la matrice AtA et l’élément non-diagonal (i, k) de
cette matrice se calcule par

m∑
j=1

ajiajk =
m∑
j=1

(rij − ri)(rkj − rk). (5.6)

Si nous comparons les relations (5.5) et (5.6) avec la définition des éléments de la matrice de
variance-covariance, nous constatons que le i-ème élément sur la diagonale de AtA est mσ2

i

et l’élément (i, k) (non-diagonal) de AtA est égal à mσik. Le résultat est de AtA = mQ. Par
ailleurs,

ytQy =
1

m
yt(AtA)y =

1

m
(ytAt)(Ay) =

1

m
(Ay)tAy

et

Ay =


a11 . . . a1n

a21 . . . a2n
...

. . .
...

am1 . . . amn




y1

y2
...
yn

 =


∑n

i=1 a1iyi∑n
i=1 a2iyi

...∑n
i=1 amiyi
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alors,

ytQy =
1

m

( ∑n
i=1 a1iyi,

∑n
i=1 a2iyi, . . .

∑n
i=1 amiyi

)

∑n

i=1 a1iyi∑n
i=1 a2iyi

...∑n
i=1 amiyi


ou

ytQy =
1

m

m∑
j=1

[
n∑
i=1

ajiyi

]2

.

Puisque aji := rij − ri alors

ytQy =
1

m

m∑
j=1

[
n∑
i=1

(rij − ri)yi

]2

=
1

m

m∑
j=1

[
n∑
i=1

rijyi −
n∑
i=1

riyi

]2

.

D’ailleurs
n∑
i=1

riyi = R

ce qui donne le résultat suivant

ytQy =
1

m

m∑
j=1

[
n∑
i=1

rijyi −R

]2

.

Cette relation complète la démonstration du théorème. 2

La représentation (5.4) montre que le calcule du risque V (y) consiste à trouver le rendement
de portefeuille à chaque intervalle de temps et à calculer son écart par rapport au gain fixé.

Soit

Rj :=
n∑
i=1

rijyi

le rendement du portefeuille y = (y1, y2, . . . , yn)t en intervalle j. Alors

V (y) := ytQy =
1

m

m∑
j=1

[Rj −R]2 .

Le premier constat est l’indifférence entre les cas Rj > R et Rj < R. Pourtant, un investis-
seur, en général, préfère le portefeuille pour lequel Rj > R. Car il signifie que le portefeuille
a un rendement supérieur au gain fixé. Cet investisseur considère le cas Rj < R comme le
risque. Afin de distinguer les cas Rj > R et Rj < R et de considérer Rj < R comme le
risque, l’approche consiste à définir la mesure de risque par

V (y) :=
1

m

m∑
j=1

[min(0, Rj −R)]2 .
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Cette formule explique une mesure de risque de baisse pour laquelle l’objectif est le rendement
attendu du portefeuille (i.e., R). Pour le cas général, l’objectif n’est pas impérativement le
rendement attendu (le gain fixé) du portefeuille ([27, 33, 65, 122]).

Avec la nouvelle mesure de risque, le modèle à traiter est

(P ) :

min V (y) := (1/m)
m∑
j=1

[min(0, Rj −R)]2

s.c.
n∑
i=1

riyi = R,

n∑
i=1

yi = 1,

yi ≥ 0 : i = 1, . . . , n.

Soient x = (x1, . . . , xm) des variables réelles telles que

−xj := min(0, Rj −R)

alors, pour chaque j = 1, . . . ,m nous avons

xj =

{
0, si R−Rj ≤ 0,
R−Rj, sinon.

(5.7)

Les résultats immédiats de ces relations sont les contraintes xj ≥ 0 et xj +
n∑
i=1

rijyi ≥ R

qui doivent être ajoutées au modèle. En remplaçant Rj − R par xj dans le modèle (P ), le
nouveau problème s’exprime ainsi

(P ′) :

min θ(x,y) := (1/m)
m∑
j=1

x2
j

s.c.
n∑
i=1

riyi = R,

n∑
i=1

yi = 1,

xj +
n∑
i=1

rijyi ≥ R : j = 1, . . . ,m, (5.8)

yi ≥ 0 : i = 1, . . . , n, (5.9)

xj ≥ 0 : j = 1, . . . ,m. (5.10)
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Théorème 5.2 Les deux problèmes (P ) et (P ′) sont équivalents dans le sens où

• si y∗ est l’optimum de (P ), alors (x∗,y∗) est celui de (P ′), avec −x∗j = min(0, R∗j −R) ;

• si (x∗,y∗) est l’optimum de (P ′), alors y∗ est celui de (P ).

Preuve : Soient (x∗,y∗) la solution optimale de (P ′). Clairement

−x∗j ≤ R∗j −R et − x∗j ≤ 0.

Cela veut dire −x∗j ≤ min(0, R∗j−R). Nous allons démontrer qu’il faut −x∗j = min(0, R∗j−R).
S’il existe k(1 ≤ k ≤ m) tel que −x∗k < min(0, R∗k − R), alors (x∗,y∗) ne peut pas être la
solution optimale de (P ′) car x = (x∗1, . . . , x̃k, . . . , x

∗
m, y1, . . . , yn) où x̃k := min(0, R∗k − R)

est admissible pour (P ′) et

m∑
j=1

(x∗j)
2 ≥

m∑
j 6=k,j=1

(x∗j)
2 + (x̃k)

2

cette contradiction nous montre que :

−x∗j = min(0, R∗j −R) : ∀j.

Si la solution optimale de (P ) n’est pas y∗ alors il existe une solution admissible pour (P )
comme ŷ telle que

(1/m)
m∑
j=1

[
min(0, R∗j −R)

]2
> (1/m)

m∑
j=1

[
min(0, R̂j −R)

]2

où R̂j :=
n∑
i=1

rij ŷi. (x̂, ŷ) est une solution admissible de (P ′) et

−x̂ := min(0, R̂j −R).

Puisque (x∗,y∗) est optimal pour (P ′) alors

(1/m)
m∑
j=1

x̂2
j ≥ (1/m)

m∑
j=1

(x∗j)
2.

Mais

(1/m)
m∑
j=1

x̂2
j = (1/m)

m∑
j=1

[
min(0, R̂j −R)

]2

et

(1/m)
m∑
j=1

[
min(0, R∗j −R)

]2
= (1/m)

m∑
j=1

(x∗j)
2.
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Ce qui est en contradiction avec l’optimalité de ŷ. Nous pouvons alors conclure que si (x∗,y∗)
est une solution optimale de (P ′), y∗ est une solution optimale de (P ).

D’une manière réciproque, soit y∗ une solution optimale de (P ) alors (x∗,y∗) sera une solution
admissible de (P ′), où

−x∗j := min(0, R∗j −R) j = 1, . . . ,m.

Si (x∗,y∗) n’est pas l’optimum de (P ′) alors il existe (x̂, ŷ) telle qu’elle est une solution
optimale pour (P ′) et

−x̂j := min(0, R̂j −R) j = 1, . . . ,m.

y∗ est l’optimum de (P ) et ŷ est une solution admissible de (P ) alors

(1/m)
m∑
j=1

[
min(0, R∗j −R)

]2 ≤ (1/m)
m∑
j=1

[
min(0, R̂j −R)

]2

ou

(1/m)
m∑
j=1

(x∗j)
2 ≤ (1/m)

m∑
j=1

(x̂j)
2

ce qui est en contradiction avec l’optimalité de (x̂, ŷ) pour (P ). Le résultat est que (x∗,y∗)
est l’optimum de (P ′).

En bref, nous avons démontré que les deux problèmes (P ) et (P ′) sont équivalents tels que
• si y∗ est l’optimum de (P ), alors (x∗,y∗) est celui de (P ′), avec −x∗j = min(0, (R∗j −R)) ;
• si (x∗,y∗) est l’optimum de (P ′), alors y∗ est celui de (P ). 2

L’ensemble des solutions admissibles de (P ′) est borné par rapport à y, pour qu’il soit aussi
borné par rapport à x nous allons imposer certaines contraintes tout en gardant l’équivalence
entre (P ) et (P ′).

Nous avons démontré que pour chaque solution optimale, la condition suivante doit être
satisfaite pour tout j = 1, ...,m

xj = −min{0, Rj −R} = max{0, R−Rj} = max{0, R−
n∑
i=1

rijyi}.

Ce qui montre que nous pouvons considérer les bornes supérieures suivantes pour les variables
xj

βj := max{0, αj} : j = 1, ...,m

où

αj := max

{
R−

n∑
i=1

rijyi : (x,y) ∈ Rn,

n∑
i=1

riyi = R,

n∑
i=1

yi = 1, xj ≥ 0, j = 1, . . . ,m

}
.
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Les bornes supérieures peuvent être calculées en résolvant les programmes linéaires, cités
ci-dessus.

Après avoir ajouté les nouvelles contraintes, nous obtenons le problème suivant

(P ′′) :

min θ(x,y) := (1/m)
m∑
j=1

x2
j

s.c.
n∑
i=1

riyi = R,

n∑
i=1

yi = 1,

xj +
n∑
i=1

rijyi ≥ R : j = 1, . . . ,m,

yi ≥ 0 : i = 1, . . . , n,

0 ≤ xj ≤ βj : j = 1, . . . ,m.

Le nouveau problème est équivalent aux (P ′) et (P ). Soient (x∗,y∗) et (x̂, ŷ) les optimums
de (P ′) et (P ′′), respectivement. L’ensemble des solutions admissibles de (P ′′) est un sous-
ensemble de celui de (P ′), alors θ(x∗,y∗) ≤ θ(x̂, ŷ). En outre, pour chaque j = 1, . . . ,m

x∗j = max{0, R−
n∑
i=1

rijy
∗
i }.

Si R −
n∑
i=1

rijy
∗
i ≤ 0 alors x∗j = 0 et ensuite x∗j ∈ [0, βj]. Si R −

n∑
i=1

rijy
∗
i > 0 alors x∗j =

R −
n∑
i=1

rijy
∗
i . D’après la définition de αj nous avons x∗j ≤ αj. D’ailleurs, βj ≥ αj. Cela veut

dire que x∗j ∈ [0, βj]. Nous en concluons l’equivalence entre les modèles (P ′) et (P ′′) car
chaque solution optimale de (P ′) est une solution admissible de (P ′′).

5.3 Contraintes de cardinalité

Une généralisation du modèle (P ′′) consiste en l’introduction des contraintes de cardinalité.
Ces contraintes limitent le nombre des actifs tenus dans le portefeuille. L’introduction de ces
contraintes exige des contraintes de bornes. Ces contraintes limitent la proportion du capital
investie dans chaque actif. Dans l’absence de vente-à-découvert, les bornes 0 ≤ yi ≤ 1
existent dans le modèle de façon naturelle. Soient ai et bi les paramètres associés aux bornes
inférieure et supérieure sur l’investissement dans l’actif i. Il faut 0 ≤ ai ≤ bi ≤ 1. Soit ‘card’
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le nombre des actifs que l’investisseur veut avoir dans le portefeuille. Si ai = 0, alors card
sera le nombre maximum d’actifs choisis dans lesquels une proportion positive du capital a
été investi. Si ai 6= 0 alors card donne le nombre exact des actifs choisis. Nous définissons zi
la variable de décision qui montre la présence ou l’absence de l’actif i dans le portefeuille.
Si zi = 1, l’actif i est inclus dans le portefeuille et zi = 0 sinon. En utilisant ces notations
supplémentaires, le modèle (P ′′) sous les contraintes de cardinalité s’exprime par

(Pcard) :

min η(x,y, z) := (1/m)
m∑
j=1

x2
j

s.c.
n∑
i=1

riyi = R,

n∑
i=1

yi = 1,

xj +
n∑
i=1

rijyi ≥ R : j = 1, . . . ,m,

0 ≤ xj ≤ βj : j = 1, . . . ,m,
n∑
i=1

zi = card, (5.11)

aizi ≤ yi ≤ bizi : i = 1 . . . , n, (5.12)

zi ∈ {0, 1} : i = 1, . . . , n. (5.13)

A cause des contraintes 5.11,5.12 et 5.13 le problème (P ) est difficile à résoudre. La plupart
des méthodes utilisées pour résoudre un modèle de choix de portefeuille sous les contraintes
de cardinalité s’appuient sur les méthodes heuristiques, comme algorithme génétique, recuit
simulé et recherche tabou ([16, 29, 51, 154]). Notre approche pour résoudre le problème
(Pcard) consiste à utiliser la méthode DCA.

5.4 Programmation DC et DCA pour la résolution du

problème

5.4.1 Reformulation

Afin de simplifier les formulations, nous définissons l’ensemble A comme la suite

A :=


(x,y, z) ∈ Rm × Rn × [0, 1]n :

n∑
i=1

riyi = R,
n∑
i=1

yi = 1,
n∑
i=1

zi = card,

xj +
n∑
i=1

rijyi ≥ R, 0 ≤ xj ≤ βj, j = 1, . . . ,m, aizi ≤ yi ≤ bizi, i = 1, . . . , n

 .
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Considérons la fonction de pénalité p définie par

p(x,y, z) :=
n∑
i=1

zi(1− zi).

Clairement, la fonction p est concave, finie et non-négative sur A. De plus, l’ensemble des
solutions réalisables de (Pcard) peut être écrit

{(x,y, z) ∈ A : zi ∈ {0, 1}} = {(x,y, z) ∈ A : p(x,y, z) = 0} = {(x,y, z) ∈ A : p(x,y, z) ≤ 0},

alors le problème (Pcard) est simplifié sous la forme

min

{
η(x,y, z) := (1/m)

m∑
j=1

x2
j : (x,y, z) ∈ A, p(x,y, z) ≤ 0

}
. (5.14)

En utilisant le théorème 4.1 concernant la pénalité exacte en programmation DC (voir
aussi [105]) sur le problème (5.14), nous allons le reformuler sous forme DC. Les conditions
nécessaires pour pouvoir utiliser ce résultat est de l’existence d’une fonction de pénalité
comme p(x,y, z) qui est concave, finie et non-négative sur le polyèdre A ; en outre, la
convexité de la fonction η(x,y, z). D’après le théorème, il existe un t0 ≥ 0 tel que pour
tout t > t0 le problème (5.14) soit équivalent au problème suivant

min

{
F (x,y, z) := (1/m)

m∑
j=1

x2
j + tp(x,y, z) : (x,y, z) ∈ A

}
. (5.15)

La fonction F est convexe par rapport aux x et y mais concave par rapport à z, par
conséquent F est une fonction DC avec la décomposition DC suivante

(PDC) : min {g(x,y, z)− h(x,y, z) : (x,y, z) ∈ Rm × Rn × Rn} ,

où

g(x,y, z) := (1/m)
m∑
j=1

x2
j + χA(x,y, z)

et

h(x,y, z) := t
n∑
i=1

zi(zi − 1).

Ici, χA est la fonction indicatrice sur A, i.e., χA(x,y, z) = 0 si (x,y, z) ∈ A et +∞ sinon.

5.4.2 Résolution de (PDC) par DCA

Selon la description de DCA, la résolution de (PDC) par DCA consiste en la détermination
de deux suites {(xk,yk, zk)} et {(uk,vk,wk)}. Afin de construire la suite {(uk,vk,wk)}, il
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nous faut calculer le sous-gradient de la fonction h défini par h(x,y, z) := t
n∑
i=1

zi(zi − 1). Le

calcul est fait par

(uk,vk,wk) ∈ ∇h(xk,yk, zk)⇔ uki = 0, vkj = 0, wkj = t(2zkj − 1), (5.16)

i = 1, . . . ,m, j = 1, . . . , n.

La construction de la suite {(xk,yk, zk)} exige la résolution du programme quadratique

min

{
(1/m)

m∑
j=1

x2
j − 〈(x,y, z), (uk,vk,wk)〉 : (x,y, z) ∈ A

}
. (5.17)

La solution du programme est (xk+1,yk+1, zk+1). L’algorithme DCA pour résoudre (PDC) se
résume

Algorithme 5.1 Algorithme de DCA

Initialisation :
– Choisir (x0,y0, z0) ∈ Rm × Rn × [0, 1]n et k = 0.
– Choisir la tolérance ε positive et suffisamment petite.
Répéter
– Calculer (uk,vk,wk) ∈ ∂h(xk,yk, zk) via (5.16).
– Calculer (xk+1,yk+1, zk+1) ∈ ∂g∗(uk,vk,wk) en résolvant le programme quadratique (5.17).
– k + 1← k.
Jusqu’à

∥∥(xk+1,yk+1, zk+1)− (xk,yk, zk)
∥∥ ≤ ε.

Le théorème suivant concerne la convergence de DCA pour résoudre (PDC). La démonstration
ressemble à celle des algorithmes de DCA dans le chapitre précédent,

Théorème 5.3 (Propriétés de la convergence de l’algorithme 5.1)

(i) L’algorithme 5.1 génère une suite {(xk,yk, zk)} telle que la suite {(1/m)
m∑
j=1

(xkj )
2 +

tp(xk,yk, zk)} est décroissante.
(ii) Il existe un nombre non négatif t tel que pour chaque t ≥ t0 la suite {p(xk,yk, zk)}

est décroissante. En particulier, si (xr,yr, zr) est une solution admissible de (P ′′′) alors
(xk,yk, zk), pour tout k ≥ r, est admissible également.

(iii) DCA a un taux de convergence linéaire pour le problème (PDC).
(iv) La suite {(xk,yk, zk)} converge à (x∗,y∗, z∗) où le point (x∗,y∗, z∗) est un point critique

du problème (PDC).

Recherche d’un bon point initial pour DCA

Plusieurs choix de point initial ont été testés pour démarrer DCA. Le meilleur point est
trouvé au sein de la procédure suivante
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1. Résoudre le problème relaxé : Nous résolvons le problème relaxé du (Pcard) afin
de trouver (x̃, ỹ, z̃).

2. Trouver une solution entière : Nous mettons z̃j = 1 pour tout j = 1, . . . , n. Le
nouveau point (x̃, ỹ, ẑ) est utilisé afin de démarrer DCA. Ce point n’est pas, en général,
un point admissible pour (PDC), pourtant DCA trouve une solution admissible après
une seule itération.

Les autres procédures de choix de point initial que nous avons testées sont les suivantes :

• la solution optimale du modèle relaxé de (Pcard) ;

• après avoir résolu le modèle relaxé de (Pcard), nous mettons les variables binaires non nulles
égale à 1 ;

• la solution optimale du problème suivant

min

{
n∑
j=1

zj(1− zj) : (x,y, z) ∈ A

}
.

5.5 Résolution globale

Afin de vérifier la qualité des solutions fournies par DCA, un algorithme classique de Séparation
et Évaluation (SE) a été utilisé. L’algorithme consiste à résoudre le problème (Pcard). Les
bornes inférieures sont calculées en relaxant les contraintes binaires, c’est-à-dire les contraintes
zj ∈ {0, 1} sont remplacées par 0 ≤ zj ≤ 1. Les bornes supérieures sont mises à jour si une
meilleure solution pour le modèle (Pcard) est trouvée. La séparation est effectuée sur la va-
riable fractionnelle zj telle que soit zj = 0, soit zj = 1.

Une approche combinée de SE et DCA (SE-DCA) a été développée afin de trouver la solution
globale de (Pcard) tout en essayant d’accélérer la convergence de SE. A chaque itération de
SE, si un nombre suffisant des variables z sont 0 ou 1, par exemple (n/2), DCA est relancé.
Le point initial est la solution optimale du sous-problème courant. Avant de l’utiliser, nous
la traitons par la procédure citée ci-dessus. Si la solution fournie par DCA est améliorante
alors nous l’utilisons pour mettre à jour la meilleure borne supérieure.

5.6 Expériences numériques

Nous avons codé les algorithmes en langage C++ et testé sur un ordinateur Pentium de 1.600
GHz et 512Mo RAM. A chaque itération de DCA, nous avons utilisé le logiciel CPLEX en
version 9.1 pour trouver la solution des sous-problèmes quadratiques convexes. Nous avons
fixé une limite pour le nombre d’itération de SE. La limite est de 40000 itérations.

Afin de réaliser les tests, nous avons généré les données à partir des prix des actifs financiers.
Ce sont les actions de certaines compagnies américaines, du 27 septembre 2005 pendant 20
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semaines. Les prix sont disponibles sur la page web de YAHOO ! FINANCE (http ://fi-
nance.yahoo.com). A partir des prix, nous avons calculé les rendements historiques, rij, de
chaque actif. La formule de calcul est

rij = (pi,j+1 − pi,j)/pi,j,

où pi,j et pi,j+1 sont les prix de l’actif i en deux instant successifs j et j + 1 (i = 1, . . . , n et
j = 1, . . . ,m). Dans nos expérience n est égal à 550 et m à 20.

Les expériences ont été faites pour deux ensembles de valeurs des paramètres. Les premières
valeurs choisies sont :

– R = 0.1 ;
– ai = 0.0 : la borne inférieure sur la proportion du capital investi en actif i ;
– bi = 1.0 : la borne supérieure sur la proportion du capital investi en actif i ;
– ε = 10−6.

Les valeurs suivantes sont :

– R = 0.05 ;
– ai = 0.01 : la borne inférieure sur la proportion du capital investi en actif i ;
– bi = 1.0 : la borne supérieure sur la proportion du capital investi en actif i ;
– ε = 10−6.

Pour toutes les expériences, le paramètre de pénalité a été fixée à 0.05. Nous avons testé les
algorithmes pour différentes valeurs de card. Les valeurs choisies sont 20, . . . , 30. Ce sont les
valeurs pour lesquelles, comme nous pourrons le constater, le problème (Pcard) est difficile à
résoudre par l’algorithme classique SE.

Les tableaux 5.1 et 5.2 présentent les résultats. Dans ces tableaux, le nombre d’itération
(iter) de chaque algorithme, les valeurs optimales fournies (Val. Opt.), le temps d’execution
en secondes (CPU) et le nombre d’appel à DCA (relance) au cours de l’approche combinée
(SE-DCA) ont été présentés.

Commentaires sur les résultats

Les résultats numériques dans le tableau 5.1 montrent que :

• Il y a une seule valeur pour tous les cas. La raison est due au fait que nous avons mis la
borne inférieure aj égale 0. aj est la borne inférieure sur la proportion du capital investi
dans l’actif j. En mettant aj = 0, card est le nombre maximum des actifs composant le
portefeuille. De cette façon, en changeant le paramètre card, le portefeuille optimal ne
change pas. Et en effet, le portefeuille est le même pour toutes les différentes valeurs
de card. Il nous faut choisir une valeur plus petite que le nombre d’actifs composant le
portefeuille actuel pour que la solution change.

• DCA donne la solution globale, car l’approche combinée qui une méthode globale donne
les mêmes valeurs optimales que DCA. Pour le cas card = 22, il nous faut attendre
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iè

m
e

en
se

m
b
le

d
e

p
ar

am
èt
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pour que la borne inférieure monte. C’est la raison pour laquelle un nombre important
d’itération est nécessaire pour être sûr que la solution courante est l’optimale.

• Pour la plupart des valeurs de card, l’algorithme SE échoue et il n’arrive pas à trouver
le portefeuille optimal dans la limite prévue. En revanche, comme le tableau montre,
DCA trouve le portefeuille optimale dans un délai très court et en 4 − 6 itérations.
L’influence de DCA dans la convergence rapide de l’approche combinée (SE-DCA) est
très remarquable. Pour la plupart des valeurs de card, SE-DCA s’arrête après une seule
itération. Pour les autres cas, il nous faut attendre pour que l’écart entre les bornes
supérieure et inférieure soit suffisamment serré.

Le tableau 5.2 montre que :

• Dans la plupart des cas, l’algorithme SE ne trouve pas la solution optimale dans la limite
prévue, tandis que SE-DCA y arrive en un temps moyen très court. Le tableau montre
aussi que les solutions fournies par SE ne sont pas très proches de celles trouvées par
SE-DCA.

• DCA trouve la solution optimale en seulement 4 itérations. La précision des solutions
fournies par DCA est 10−4.

• Contrairement au cas aj = 0, les bornes inférieures non-zéro nous permettent de produire
des portefeuilles différents pour différentes valeurs de card.

5.7 Conclusion

Dans ce chapitre, nous avons présenté la méthode DCA pour un modèle de choix de porte-
feuille. Le modèle adopte une mesure de baisse comme la mesure de risque. De plus, il existe
les contraintes de bornes et celles de cardinalité dans le modèle. Après avoir reformulé le
modèle, nous avons utilisé DCA pour le résoudre. DCA trouve des solutions de très bonne
qualité. Pour évaluer la qualité des solutions fournies par DCA, nous avons utilisé un algo-
rithme classique de SE. Une approche combinée à la base de SE et DCA a été développée. Les
résultats numériques confirment la convergence rapide de l’approche combinée (SE-DCA) et
la bonne qualité des solutions obtenues par DCA.



Chapitre 6

Gestion de portefeuille sous les
fonctions de coûts de transaction non
convexes

Résumé Ce chapitre concerne une nouvelle approche continue basée sur la programmation DC et
DCA pour la résolution du problème de gestion de portefeuille sous les fonctions de coûts de tran-
saction. Les fonctions étudiées sont non convexes et non-lisses. Un algorithme par séparation et
évaluation basé sur la convexification du problème peut être utilisé pour résoudre le problème sous
les fonctions de coûts non convexe et non-lisse. Notre approche consiste à estimer les fonctions
non-lisses par des fonctions continues et DC polyédrales. Ensuite, DCA s’applique pour résoudre le
nouveau modèle. Une approche combinée de DCA et un algorithme SE est proposée. Les résultats
numériques confirment l’efficacité de notre approche pour résoudre le problème.

6.1 Introduction

Une des formulations d’un problème de choix de portefeuille consiste à maximiser le rende-
ment net du portefeuille pour un niveau toléré du risque. Le rendement net du portefeuille
se définit par le rendement espéré du portefeuille dont les coûts de transactions ont été sous-
traits [60]. Les coûts de transactions sont les montants que l’investisseur engage pour ses
transactions. L’inclusion des coûts de transaction est un sujet important qui rend le modèle
plus réaliste. Si nous négligeons les coûts de transaction, nous courrons le risque de prendre
de fausses décisions.

Dans les cas où les coûts de transactions sont négligés ou sont des fonctions linéaires, le
modèle correspondant de choix de portefeuille se formalise par un programme linéaire ou
quadratique [69]. Pour ces cas, le problème peut être résolu de façon efficace. Pourtant, si
les coûts de transaction sont des fonctions non convexes ou non-lisses, le problème devient
très difficile à résoudre. Les coûts de transaction que nous allons étudier dans ce chapitre
concernent des fonctions non convexes et non-lisses. Plus précisément, nous considérons des
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fonctions constantes par morceaux.

L’approche traditionnelle pour résoudre un tel problème consiste à reformuler les fonctions
en introduisant des variables binaires ([60],[61]). Ensuite, un algorithme de séparation et
évaluation (SE) peut être utilisé afin de résoudre le problème transformé. Cette approche
n’est pas très pratique, car plus le nombre d’actifs ou de morceaux augmente, plus le nombre
des variables binaires augmente. Par exemple, s’il y a sept morceaux dans les fonctions et que
nous disposons de 1000 actifs parmi lesquels nous devons faire notre choix, alors le modèle
binaire aura besoin de 7000 variables binaires. Dans ce cas le modèle, qu’il soit linéaire ou
quadratique, ne se résout pas dans un délai raisonnable.

Une autre approche de SE consiste à sous-estimer les fonctions en escalier (les fonctions
constantes par morceaux) par des enveloppes convexes et à résoudre le problème convexe
[60]. Cette idée fonctionne pour les problèmes où le nombre de morceaux est petit, par
exemple un ou deux. Lorsque les fonctions ont plus de morceaux constants, par exemple six
ou sept, l’algorithme échoue.

Dans ce chapitre, notre étude se focalise sur l’utilisation d’une approche locale basée sur
la programmation DC et DCA. L’approche consiste à estimer les fonctions en escalier par
des différence de fonctions convexes polyédrales. Ensuite, DCA s’applique pour résoudre le
problème.

Afin d’évaluer l’efficacité de l’approche proposée, nous avons comparé les résultats avec ceux
fournis par le logiciel CPLEX en version 10.1 et ceux d’un algorithme SE proposé par Konno
et al. [60]. Enfin une approche combinée de SE et DCA est proposée pour assurer une
convergence plus rapide.

Dans ce chapitre, la mesure de risque adoptée est Mean-Absolute Deviation (MAD), proposé
par Konno et al. Notre choix a deux raisons :

• MAD peut s’exprimer sous forme d’un modèle d’une programmation linéaire alors que MV
est une programmation quadratique. Un programme linéaire se résout de manière plus
efficace qu’un programme quadratique.

• MAD est compatible avec les critères de dominance stochastique. En général, ce n’est pas
le cas pour le modèle MV [59].

Le reste du chapitre est organisé de façon suivante : la prochaine section concerne la descrip-
tion et la formulation du modèle de base ainsi qu’une introduction aux différentes formes
des coûts de transaction. La section 6.3 est consacrée aux approximations des fonctions en
escalier par des fonctions DC polyédrales et la résolution du modèle approché par DCA.
Nous allons présenter les méthodes globales dans la section 6.5. Les résultats numériques
sont présentés dans la section 6.6. Nous terminons le chapitre par une conclusion dans la
dernière section.
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6.2 Description et formulation

6.2.1 Modèle de Déviation Moyenne-Absolue (MAD)

Konno et Yamazaki [62] ont mis au point un modèle de choix de portefeuille exprimable sous
forme d’un programme linéaire. Considérons Ru comme une variable aléatoire qui représente
le taux d’intérêt de l’actif u. Nous supposons que (R1, R2, . . . , Rn) est distribué sur un en-
semble fini de points (r1t, r2t, . . . , rnt) où t = 1, . . . , T et que

℘t = Pr{(R1, R2, . . . , Rn) = (r1t, r2t, . . . , rnt)} (6.1)

soit connu auparavant pour t = 1, . . . , T . Nous adoptons les notations suivantes :
– M = le capital ;
– xu = la portion du capital investi en actif u ;
– βu = la borne supérieure pour l’investissement en actif u ;
– ω = le niveau de risque autorisé.
La déviation absolue W (x) du portefeuille x = (x1, x2, . . . , xn) se définit par

W [R(x)] = E[| R(x)− E[R(x)] |] =
T∑
t=1

℘t |
n∑
u=1

(rut − ru)xu |

où ru =
T∑
t=1

℘trut est la valeur espérée de Ru. Dans ce qui suit, nous mettons ℘t = 1/T , alors

ru =
T∑
t=1

rut/T et

W [R(x)] =
T∑
t=1

℘t |
n∑
u=1

(rut − ru)xu |=
T∑
t=1

|
n∑
u=1

(rut − ru)xu | /T.

Le modèle Mean-Absolute Deviation (MAD) est

max

{
n∑
u=1

ruxu : W [
n∑
u=1

Ruxu] ≤ ωM,

n∑
u=1

xu = M, 0 ≤ xu ≤ βu, u = 1, . . . , n

}
. (6.2)

Nous pouvons mettre ce problème sous forme d’un modèle de programmation linéaire, pour
cela nous introduisons les variables supplémentaires ψ̃t et φ̃t telles que :

ψ̃t − φ̃t = ℘t

n∑
u=1

(rut − ru)xu

et
φ̃tψ̃t = 0, φ̃t ≥ 0, ψ̃t ≥ 0, t = 1, . . . , T,
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alors

W [R(x)] =
T∑
t=1

| ψ̃t − φ̃t | .

Mais pour chaque t = 1, . . . , T ,

• si φ̃t = 0 et ψ̃t = 0 alors φ̃t + ψ̃t =| ψ̃t − φ̃t |,
• si ψ̃t > 0 alors φ̃t = 0 et φ̃t + ψ̃t = ψ̃t =| ψ̃t |=| ψ̃t − φ̃t |,
• si φ̃t > 0 alors ψ̃t = 0 et φ̃t + ψ̃t = φ̃t =| φ̃t |=| 0− φ̃t |=| ψ̃t − φ̃t |.
La déviation absolue s’écrit alors

W [R(x)] =
T∑
t=1

(φ̃t + ψ̃t).

Par conséquent, le modèle MAD devient

max
n∑
u=1

ruxu

s.c.



T∑
t=1

(φ̃t + ψ̃t) ≤ ωM,

ψ̃t − φ̃t = (1/T )
n∑
u=1

(rut − ru)xu t = 1, . . . , T,

n∑
u=1

xu = M,

φ̃tψ̃t = 0, t = 1, . . . , T,

φ̃t ≥ 0, t = 1, . . . , T,

ψ̃t ≥ 0, t = 1, . . . , T,
0 ≤ xu ≤ βu u = 1, . . . , n.

(6.3)

Si nous faisons le changement de variable φt := T φ̃t et ψt := T ψ̃t, le modèle MAD s’exprime
alors sous la forme suivante

max
n∑
u=1

ruxu

s.c.



T∑
t=1

(φt + ψt) ≤ ωM,

ψt − φt = (1/T )
n∑
u=1

(rut − ru)xu t = 1, . . . , T,

n∑
u=1

xu = M,

φtψt = 0, t = 1, . . . , T,
φt ≥ 0, t = 1, . . . , T,
ψt ≥ 0, t = 1, . . . , T,
0 ≤ xu ≤ βu u = 1, . . . , n.

(6.4)
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Les modèles 6.3 et 6.4 sont équivalents dans le sens où ils ont les mêmes valeurs optimales
et il existe une relation réciproque entre les ensembles de solutions admissibles des modèles.

Dans le modèle 6.4, il existe des contraintes de complémentarité que nous pouvons les sup-
primer. Ceci est l’objet du théorème suivant :

Théorème 6.1 Le modèle 6.4 est équivalent au modèle suivant qui est un modèle de pro-
grammation linéaire :

max
n∑
u=1

ruxu

s.c.



T∑
t=1

(φt + ψt) ≤ ωM,

ψt − φt = ℘t
n∑
u=1

(rut − ru)xu t = 1, . . . , T,

n∑
u=1

xu = M,

φt ≥ 0, t = 1, . . . , T,
ψt ≥ 0, t = 1, . . . , T,
0 ≤ xu ≤ βu u = 1, . . . , n.

(6.5)

Preuve : Soit (x∗1, . . . , x
∗
n, ψ

∗
1, . . . , ψ

∗
T , φ

∗
1, . . . , φ

∗
T ) la solution optimale du problème sans les

contraintes de complémentarité. Nous définissons

ψ̂t = max(ψ∗t − φ∗t , 0), φ̂t = −min(0, ψ∗t − φ∗t ), t = 1, . . . , T.

Clairement
ψ̂t ≥ 0, φ̂t ≥ 0, t = 1, . . . , T.

De plus,

ψ̂t − φ̂t = max(ψ∗t − φ∗t , 0) +min(0, ψ∗t − φ∗t ) = ψ∗t − φ∗t , t = 1, . . . , T.

Finalement,

T∑
t=1

(φ̂t + ψ̂t) =
T∑
t=1

[max(ψ∗t − φ∗t , 0)−min(0, ψ∗t − φ∗t )]

=
T∑
t=1

[max(ψ∗t − φ∗t , 0) +max(0, φ∗t − ψ∗t )] ≤
T∑
t=1

[ψ∗t + φ∗t ] ≤ ωM.

Alors (x∗1, . . . , x
∗
n, ψ̂1, . . . , ψ̂T , φ̂1, . . . , φ̂T ) est aussi une solution admissible du modèle sans

les contraintes de complémentarité. Puisqu’elle a la même valeur de fonction objectif que
(x∗1, . . . , x

∗
n, ψ

∗
1, . . . , ψ

∗
T , φ

∗
1, . . . , φ

∗
T ), alors (x∗1, . . . , x

∗
n, ψ̂1, . . . , ψ̂T , φ̂1, . . . , φ̂T ) est aussi une so-

lution optimale du modèle sans les contraintes de complémentarité. En même temps, cette
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solution satisfait les contraintes de complémentarité. Cela veut dire que nous pouvons sup-
primer les conditions ψ̂tφ̂t = 0, t = 1, . . . , T car pour chaque solution du modèle qui ne
contient pas les contraintes de complémentarité nous pouvons toujours trouver une solution
qui porte la même valeur pour la fonction objectif et de plus, elle satisfait les conditions de
complémentarité. 2

6.2.2 Coûts de transaction

En pratique, chaque fois qu’un investisseur achète ou vend un ou plusieurs actif(s) (autrement
dit, lorsqu’il fait une transaction), il doit payer un montant en tant que coût de transaction
([114], [145]). Les coûts de transaction peuvent être constants, mais ce cas n’est pas très
commun et en général les coûts sont proportionnels au volume de transaction (achat ou
vente). La présence des coûts de transaction peut influencer significativement le rendement
du portefeuille. Ils peuvent non seulement changer le nombre des actifs présents dans le
portefeuille mais aussi les portions du capital investi dans chaque actif [114].

Il existe différentes formes des coûts de transaction. Des fois, les coûts de transaction sont
relativement grands si les montants d’achat sont petits et ils augmentent au fur et à mesure
que les montants d’achat continuent à augmenter. De cette façon, les coûts de transaction
forment une fonction concave, linéaire ou constante par morceaux. Cette dernière est très
utilisée dans les transactions sur internet ([54, 58, 60, 69]). La Figure 6.1 montre deux
différentes formes des fonctions de coûts de transaction.

(a) Coût de transaction concave (b) Coût de transaction DC

Figure 6.1 – Fonctions des coûts de transaction

Ici, nous considérons une forme particulière des coûts de transaction qui est utilisée en
transactions sur internet [54]. Ce sont des coûts de transaction sous forme de fonctions en
escalier (constantes par morceaux).
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En général, les coûts de transaction associés au portefeuille x = (x1, . . . , xn) se définissent
par la somme des coûts sur chaque actif [145] :

f(x) :=
n∑
u=1

fu(xu)

où fu(xu) est la fonction des coûts de transaction sur l’actif u. Mathématiquement, les
fonctions fu (u = 1, . . . , n) sont définies sur R par

fu(xu) =


γ0
u si xu ≤ 0, i = 0,
γiu si vi−1

u < xu ≤ viu, i = 1, . . . , q(u)− 1,

γ
q(u)
u si v

q(u)−1
u < xu ≤ +∞, i = q(u).

(6.6)

où Vu = {0 = v0
u < v1

u < · · · < v
q(u)
u = βu} est l’ensemble fini des points pour lesquels la

fonction fu(xu) est discontinue et 0 = γ0
u < γ1

u < · · · < γ
q(u)
u . Clairement, la fonction fu(xu)

est définie sur [0, βu] et elle possède q(u) points de discontinuité (voir la Figure 6.2).

Figure 6.2 – Fonction des coûts de transaction non convexe et constante par morceaux

6.2.3 Le modèle de choix de portefeuille sous les coûts de tran-
saction

Le rendement net du portefeuille x = (x1, x2, . . . , xn) est

n∑
u=1

{ruxu − fu(xu)},
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où fu(xu) est une fonction en escalier définie par (6.6). Le modèle de choix de portefeuille
sous les coûts de transaction s’explique par

max
n∑
u=1

{ruxu − fu(xu)}

s.c.



T∑
t=1

(φt + ψt)/T ≤ wM,

ψt − φt =
n∑
u=1

(rut − ru)xu, t = 1, . . . , T,

φt ≥ 0, ψt ≥ 0, t = 1, . . . , T,
n∑
u=1

xu = M,

0 ≤ xu ≤ βu, u = 1, . . . , n.

(6.7)

Afin de simplifier les notations, nous définissons

D :=



(x, ψ, φ) ∈ Rn × RT × RT :
n∑
u=1

(rut − ru)xu + φt − ψt = 0, t = 1, . . . , T,

T∑
t=1

(ψt + φt)/T ≤ wM,
n∑
u=1

xu = M,

0 ≤ xu ≤ βu, u = 1, . . . , n, ψt ≥ 0, φt ≥ 0, t = 1, . . . , T


. (6.8)

De cette manière la résolution du modèle (6.7) est équivalent à la résolution du modèle
suivant :

(P ) : min

{
f(x) :=

n∑
u=1

fu(xu)−
n∑
u=1

ruxu : (x, ψ, φ) ∈ D

}
.

Notre enjeu est de résoudre le problème (P ).

6.2.4 Formulation 0 − 1 du modèle de choix de portefeuille sous
les coûts de transaction en escalier

Une formulation traditionnelle des problèmes avec des fonctions constantes (ou linéaires)
par morceaux consiste en l’introduction de variables binaires. A chaque actif u et à chaque
morceau i, une variable binaire, Sui, est associée [60].

Soient 0 = v0
u < v1

u < · · · < v
q(u)
u = βu les points de discontinuité de la fonction fu(xu). Soit

fu(xu) = γiu pour xu ∈ (vi−1
u , viu] : i = 1, . . . , q(u) et posons fu(v

0
u) = γ0

u = 0. De cette
façon, la fonction des coûts de transaction en escalier se transforme en

fu(xu) =

q(u)∑
i=1

(γiu − γi−1
u )Su,i−1.
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Pour obtenir fu(xu) = γiu tel que xu ∈ (vi−1
u , viu], il nous faut

Suj =

{
0, si j ≥ i,
1, si 0 ≤ j < i.

(6.9)

Pour assurer ces conditions, il suffit d’ajouter les contraintes suivantes au modèle

[(xu − viu)/βu] ≤ Sui ≤ 1 + [(xu − viu)/βu].

Ces relations assurent que pour tout u, i

xu > viu ⇒ Sui = 1 et xu ≤ viu ⇒ Sui = 0.

De cette façon, la formulation binaire du problème (P ) est :

(Pbin) :



min(
n∑
u=1

q(u)∑
i=1

(γiu − γi−1
u )Su,i−1 −

n∑
u=1

ruxu)

s.c :


(x, ψ, φ) ∈ D,
((xu − viu)/βu) ≤ Sui : ∀i,∀u,
Sui ≤ 1 + [(xu − viu)/βu] : ∀i,∀u,
Sui ∈ {0, 1} : ∀i,∀u.

Ce programme mixte 0− 1 se résout par un algorithme de séparation et évaluation (SE) ou
une méthode de coupe. Clairement, pour un problème de 1000 actifs et six morceaux, il nous
faut 6000 variables binaires. Plus le nombre d’actifs est grand ou le nombre de morceaux est
important, plus le problème est difficile à résoudre. Si nous utilisons une mesure de risque
quadratique, le problème deviendra encore plus difficile [60]. Notre approche consiste d’abord
à estimer les fonctions en escalier par la différence de fonctions convexes polyédrales, ensuite
nous appliquerons la méthode DCA pour résoudre le problème approché.

6.3 Approximation des fonctions de coûts de transac-

tion

Les fonctions de coûts de transactions sont non convexes et non-lisses. Pour que nous puis-
sions utiliser DCA, les fonctions de coûts seront estimées par des fonctions DC polyédrales.

6.3.1 Approximation de la fonction fu par des fonctions DC polyédrales

Soient 0 = v0
u < v1

u < · · · < v
q(u)
u = βu les points de discontinuité de la fonction fu(xu). Nous

introduisons les points suivants

ṽ0
u, ṽ

1
u, . . . , ṽ

q(u)−1
u
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Figure 6.3 – Les points supplémentaires

tels que (voir la Figure 6.3)

0 = v0
u < ṽ0

u < v1
u < ṽ1

u < . . . , < vq(u)−1
u < ṽq(u)−1

u < vq(u)
u = βu.

Soit max{ṽiu − viu : i = 0, . . . , q(u) − 1} ≤ η, un nombre réel, positif et suffisamment petit.
Nous définissons les fonctions convexes polyédrales Liu(xu), i = 0, . . . , q(u) sur R par (voir la
figure 6.4)

Figure 6.4 – Les fonctions convexes polyédrales
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– Liu est égale à γiu sur l’intervalle ]−∞, viu], et elle est affine dans l’intervalle [viu,+∞[ telle
que Liu(v

i
u) = γiu et Liu(ṽ

i
u) = γi+1

u (avec ciu comme pente) pour tout i = 0, . . . , q(u)− 1,

– L
q(u)
u (xu) = γ

q(u)
u pour tout xu ∈ R.

Considérons la fonction Fu(xu) définie sur R par

Fu(xu) =

{
Liu(xu), si vi−1

u ≤ xu ≤ viu, i = 1, . . . , q(u)− 1,

L
q(u)
u (xu), si v

q(u)−1
u ≤ xu.

(6.10)

pour u = 1, . . . , n. Fu(xu) est une fonction linéaire par morceaux et elle sera utilisée pour
estimer la fonction fu(xu). En effet, Fu(xu) est l’infimum des fonctions Liu, i = 0, . . . , q(u)
(voir la figure 6.5), i.e.,

Fu = min{Liu : i = 0, . . . , q(u)}

Figure 6.5 – Les fonctions linéaires par morceaux Fu(xu)

alors Fu(xu) est aussi une fonction polyédrale. D’ailleurs, nous pouvons écrire

Fu = min
i=0,...,q(u)

{Liu} = min
i=0,...,q(u)

{
q(u)∑
j=0

Lju −
q(u)∑

j=0,j 6=i

Lju} = min
i=0,...,q(u)

{
q(u)∑
j=0

Lju +

q(u)∑
j=0,j 6=i

(−Lju)}

=

q(u)∑
j=0

Lju + min
i=0,...,q(u)

 q(u)∑
j=0,j 6=i

−Lju

 =

q(u)∑
j=0

Lju − max
i=0,...,q(u)

 q(u)∑
j=0,j 6=i

Lju

 .

Soient

Gu :=

q(u)∑
i=0

Liu et Hu := max
i=0,...,q(u)

 q(u)∑
j=0,j 6=i

Lju

 , (6.11)
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alors Gu et Hu sont des fonctions (finies) convexes polyédrales, de plus Fu = Gu −Hu. Cela
veut dire que Fu(xu) est une fonction DC polyédrale et une décomposition DC de Fu(xu) est
Fu = Gu −Hu.

Les définitions de Gu et Hu fournies par (6.11) se transforment aux formules suivantes par
de simples calculs :

Gu(xu) =



q(u)∑
i=0

γiu, si xu = v0
u,

i−1∑
j=0

cju(xu − vju) +
q(u)∑
i=0

γiu, si vi−1
u ≤ xu ≤ viu, 1 ≤ i ≤ q(u)− 1,

q(u)−1∑
j=0

cju(xu − vju) +
q(u)∑
i=0

γiu, si v
q(u)−1
u ≤ xu ≤ v

q(u)
u ,

(6.12)

et

Hu(xu) =



q(u)∑
i=0

γiu, si xu ≤ ṽ0
u,

i−1∑
j=0

cju(xu − ṽju) +
q(u)∑
i=0

γiu, si ṽi−1
u ≤ xu ≤ ṽiu, 1 ≤ i ≤ q(u)− 1,

q(u)−1∑
j=0

cju(xu − ṽju) +
q(u)∑
i=0

γiu, si ṽ
q(u)−1
u ≤ xu ≤ v

q(u)
u ,

(6.13)

ou de façon plus contractée,

Gu(xu) = max{aiuxu + biu : i = 0, . . . , q(u)}, ∀xu ∈ R, (6.14)

où

aiu =


0 si i = 0,
i−1∑
j=0

cju si i = 1, . . . , q(u),

et

biu =


q(u)∑
j=0

γju si i = 0,

q(u)∑
j=0

γju −
i−1∑
j=0

cjuv
j
u si i = 1, . . . , q(u).

De la même manière,

Hu(xu) = max{ãiuxu + b̃iu : i = 0, . . . , q(u)}, ∀xu ∈ R, (6.15)

où

ãiu =


0 si i = 0,
i−1∑
j=0

cju si i = 1, . . . , q(u),
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alors aiu = ãiu, ∀i = 0, . . . , q(u) et

b̃iu =


q(u)∑
j=0

γju si i = 0,

q(u)∑
j=0

γju −
i−1∑
j=0

cjuṽ
j
u si i = 1, . . . , q(u).

6.3.2 Approximation de la fonction objectif de (P )

Après avoir estimé la fonction fu(xu) par la fonction DC polyédrale, Fu(xu), nous avons
l’estimation suivante de la fonction objectif du programme (P )

F (x, ψ, φ) =
n∑
u=1

Fu(xu)−
n∑
u=1

ruxu, ∀(xu, ψu, φu) ∈ Rn+2T

ou

F = (G−
n∑
u=1

ruxu)−H

avec les fonctions G et H qui sont deux fonctions (finies) convexes polyédrales sur Rn+2T

telles que, pour tout x = (x, ψ, φ) ∈ Rn+2T ,

G(x, ψ, φ) :=
n∑
u=1

Gu(xu) et H(x, ψ, φ) :=
n∑
u=1

Hu(xu).

Par la suite, F est une fonction DC polyédrale avec les composantes DC

(G(x, ψ, φ)−
n∑
u=1

ruxu) et H(x, ψ, φ).

Par conséquent, le programme suivant est une approximation du programme (P )

(PDC) : min

{
F (x, ψ, φ) =

(
G(x, ψ, φ)−

n∑
u=1

ruxu

)
−H(x, ψ, φ) : (x, ψ, φ) ∈ D

}
.

6.4 Résolution de (PDC) par DCA

D’après le schéma général de DCA, la résolution de (PDC) exige la détermination de deux
suites {(xk, ψk, φk)} et {(yk, ξk, ηk)} telles qu’à chaque itération k = 0, 1, 2, . . . :

(xk, ψk, φk) −→ (yk, ξk, ηk) ∈ ∂H(xk, ψk, φk)

↙

(xk+1, ψk+1, φk+1) ∈ ∂

(
(G−

n∑
u=1

ruxu) + χD

)∗
(yk, ξk, ηk)

(χD est la fonction indicatrice de l’ensemble D).



136 Gestion de portefeuille sous les fonctions de coûts de transaction

6.4.1 Calcul de ∂H(x, ψ, φ)

Puisque

H(x, ψ, φ) :=
n∑
u=1

Hu(xu), ∀(x, ψ, φ) ∈ Rn+2T ,

nous avons [42, 68]

∂H(x, ψ, φ) =
n∏
u=1

∂Hu(xu), ∀(x, ψ, φ) ∈ Rn+2T . (6.16)

En prenant en compte la définition de Hu(xu) dans (6.15) nous aurons [42, 68]

∂Hu(xu) = co{ãiu : i = 0, . . . , q(u), ãiuxu + b̃iu = Hu(xu)}. (6.17)

(co représente l’enveloppe convexe).

6.4.2 Calcul de ∂

(
(G−

n∑
u=1

ruxu) + χD

)∗
(yk, ξk, ηk)

Contrairement au calcul de ∂H(x, ψ, φ), pour lequel nous disposons d’une formule explicite, le

calcul de ∂

(
(G−

n∑
u=1

ruxu) + χD

)∗
(yk, ξk, ηk) exige la minimisation de la fonction convexe

polyédrale (G(x, ψ, φ)−
n∑
u=1

ruxu)−〈(x, ψ, φ), (yk, ξk, ηk)〉 sur l’ensemble convexe et compact

D :

min

{
G(x, ψ, φ)−

n∑
u=1

ruxu − 〈(x, ψ, φ), (yk, ξk, ηk)〉 : (x, ψ, φ) ∈ D

}
.

Plus précisément

min
(x,ψ,φ)∈D

{(
n∑
u=1

max
i=0,...,q(u)

{aiuxu + biu} − ruxu

)
− 〈(x, ψ, φ), (yk, ξk, ηk)〉

}
.

Puisque Hu depend seulement de xu, alors ξkt = 0, ηkt = 0, ∀k,∀t, et finalement il nous faut

résoudre le problème suivant afin de calculer (xk+1, ψk+1, φk+1) ∈ ∂
(

(G−
n∑
u=1

ruxu) + χD

)∗
(yk,

ξk, ηk) :

min

{
n∑
u=1

max
i=0,...,q(u)

{aiuxu + biu} −
n∑
u=1

(ru + yku)xu : (x, ψ, φ) ∈ D

}
. (6.18)
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Le problème (6.18) est équivalent au programme linéaire suivant

(LP k+1) :



min

{
n∑
u=1

τu −
n∑
u=1

(ru + yku)xu

}

s.c.


aiuxu + biu ≤ τu, i = 0, . . . , q(u), u = 1, . . . , n,
(x, ψ, φ) ∈ D,
τ = (τ1, . . . , τn) ∈ Rn.

Dans le sens où :

• Soit (x∗, ψ∗, φ∗) une solution optimale de (6.18), alors (x∗, ψ∗, φ∗, τ ∗), où
τ ∗u = maxi=0,...,q(u){aiuxu + biu} pour tout u = 1, . . . , n, est une solution optimale de
(LP )k+1.

• Soit (x∗, ψ∗, φ∗, τ ∗) une solution optimale de (LP )k+1 alors τ ∗u = maxi=0,...,q(u){aiuxu + biu}
pour tout u = 1, . . . , n et (x∗, ψ∗, φ∗) est une solution optimale de (6.18).

6.4.3 Algorithme de DCA pour résoudre (PDC)

En utilisant les relations (6.16) et (6.18), l’algorithme DCA pour résoudre le problème (PDC)
se résume ainsi

Algorithme 6.1 Algorithme de DCA

Initialisation :

– Soit (x0, ψ0, φ0) ∈ Rn+2T et k ≥ 0.
– Choisir la tolérance ε positive suffisamment petite.

Répéter :
– Calculer (yk, ξk, ηk) via (6.16) et (6.17).
– Résoudre le programme linéaire (LP )k+1 afin de calculer (xk+1, ψk+1, φk+1).
– k + 1← k.
Jusqu’à : F (xk, ψk, φk)− F (xk+1, ψk+1, φk+1) ≤ ε.

D’après le théorème de convergence de DCA, l’algorithme 6.1 s’arrête après un nombre fini
d’itérations sur un point comme (x∗, ψ∗, φ∗). (x∗, ψ∗, φ∗) est un point critique de (PDC). Ce
point est un minimum local de (PDC), si ∂H(x∗, ψ∗, φ∗) est un singleton. Une telle situation
arrive presque tout le temps.

6.4.4 Trouver un bon point de départ pour DCA

Nous avons testé plusieurs points de départ (x0, ψ0, φ0) pour démarrer l’algorithme DCA :
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(i) (x0, ψ0, φ0) = (x̄, ψ̄, φ̄) où (x̄, ψ̄, φ̄) est la solution optimale du problème relaxé de (P ). Le
problème relaxé (P ) se produit en sous-estimant les fonctions en escalier par leur enveloppe
convexe.

(ii) Soient (x̄, ψ̄, φ̄) la solution optimale du problème relaxé de (P ) et (x0, ψ0, φ0) := (x0, ψ̄, φ̄),

où x0
u est un des points de discontinuité de la fonction fu(xu), i.e.

{
v0
u, v

1
u, . . . , v

q(u)
u

}
tel

que pour chaque u = 1, . . . , n :
– Soit x̄u ∈ [viu, v

i+1
u ], où i ∈ {0, . . . , q(u)}.

– Si x̄u ≥ (viu + vi+1
u )/2 alors x0

u = vi+1
u sinon x0

u = viu.
(iii) (x0, ψ0, φ0) est le vecteur zéro.

Le choix (ii) est choisi car les résultats correspondant sont les meilleurs.

6.5 Résolution globale du problème (P )

Pour évaluer la qualité des solutions fournies par DCA, nous avons utilisé des méthodes glo-
bales afin de résoudre le problème (P ). Une des méthodes de résolution globale du problème
(P ), consiste à utiliser la formulation binaire de (P ), i.e., (Pbin). Nous avons utilisé le logi-
ciel CPLEX en version 10.1 pour le résoudre. Une autre méthode est d’utiliser l’algorithme
par séparation et évaluation (SE) proposé par Konno et al. [60]. Cet algorithme utilise la
résolution du problème relaxé de (P ) pour trouver des bornes inférieures. Afin d’avoir le
problème relaxé dans un intervalle comme [a, b], nous remplaçons les fonctions en escalier
par leur enveloppe convexe. Les enveloppes convexes s’obtiennent en faisant connecter les
deux ou trois points comme c’est montré sur la figure 6.6. La borne supérieure est mise à
jour si nous trouvons une meilleure solution au problème (P ). La séparation est faite sur
l’intervalle qui porte l’écart le plus important entre l’enveloppe convexe et la fonction en
escalier (voir la Figure 6.7). L’algorithme s’arrête dès qu’il trouve une solution ε-optimale,
c’est-à-dire une solution pour laquelle l’écart entre la borne inférieure et la borne supérieure
est inférieure à ε.

Afin d’améliorer la convergence de l’algorithme SE, nous avons développé une approche
combinée de SE et DCA (SE-DCA). L’approche combinée (SE-DCA) essaie d’utiliser la
performance de DCA et sa vitesse afin d’accélérer la convergence vers la solution globale.
A chaque itération de SE, si les conditions sont favorables (par exemple, si la solution du
sous-problème est très proche de la meilleure solution actuelle), SE fait appel à DCA. La
solution du sous-problème est utilisée pour démarrer DCA. Le rôle de DCA est de trouver une
solution améliorante. Une telle solution nous sert à améliorer la meilleure borne supérieure. Si
la solution fournie par DCA n’est pas une solution améliorante, l’algorithme SE continue sa
procédure jusqu’au prochain moment où il peut appeler DCA. L’approche SE-DCA s’arrête
si elle trouve une solution ε-optimale.
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Figure 6.6 – Enveloppe convexe de fonction de coûts de transaction en escalier

Figure 6.7 – Séparation sur un intervalle

6.6 Expériences numériques

Nous avons testé les algorithmes et les modèles sur trois jeux de données.

Le tableau 6.1 montre les coûts de transaction que nous avons considérés. Dans ce tableau, le
coût de chaque transaction (achat) représente 1% de la borne supérieure de chaque intervalle.
C’est-à-dire, si xu ∈ (0.0, 2.0], alors le coût de transaction est de 0.02 et ainsi de suite pour
les autres intervalles. En pratique, les coûts supérieures à 1% de l’investissement ne sont pas
très commun, mais quand il s’agit d’investissements étrangers (sur les marchés étrangers) le
coût peut être supérieur à 1% du capital investi [114].
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- 0.0 (0.0,2.0] (2.0,4.0] (4.0,6.0] (6.0,8.0] (8.0,10.0] (10.0,12.0] (12.0,14.0]

γiu : 0.0 0.02 0.04 0.06 0.08 0.10 0.12 0.14

Table 6.1 – Les coûts de transaction

Le niveau de risque autorisé est w = 0.05. La précision (ε) des solutions est 10−6 pour DCA.
Pour tous les tests, les points ṽiu : i = 0, . . . , q(u)− 1, u = 1, . . . , n ont été définis par

ṽiu := viu + 0.0001, i = 0, . . . , q(u)− 1.

Nous avons testé les algorithmes pour les modèles à six et sept morceaux. Pour le premier
jeu de données, la borne supérieure sur la proportion du capital investi dans l’actif u est de
βu = 14.0 et le nombre de morceaux pour les fonctions de coût est de sept. Pour les autres
jeux de données, βu vaut 12.0 et le nombre de morceaux est de six.

Les tests ont été faits pour différentes valeurs du capital (M). La motivation est de vérifier le
comportement des algorithmes face aux différentes valeurs de M . En augmentant la valeur
de M , nous nous attendons à ce que le problème devienne de plus en plus difficile. La raison
est qu’il y a une limite sur les proportions du capital que nous pouvons investir dans chaque
actif. Alors, Il faut que l’algorithme distribue le capital entre plus d’actifs et de façon efficace.

Nous avons utilisé le logiciel CPLEX en version 10.1 pour résoudre le problème (Pbin). Nous
avons considéré deux conditions d’arrêt pour CPLEX. La première concerne l’écart entre les
meilleures bornes supérieure et inférieure calculées par CPLEX, nous l’avons fixée à ε := 10−3.
La seconde concerne le temps d’exécution du logiciel. La limite sur le temps est fixé à 1200
secondes pour le premier ensemble de données et 1000 secondes pour les autres.

Tous les algorithmes ont été codés en C++ et ils ont été testés sur un ordinateur Pentium
IV CPU 3 GHz et 1 Go de RAM. A chaque itération de DCA, SE et SE-DCA nous avons
utilisé le logiciel CPLEX en version 10.1 pour résoudre les sous-problèmes linéaires.

Le premier jeu de données correspond aux prix hebdomadaires des actifs en indice S&P
500. L’horizon débute à Mars 1992 et elle continue pendant 289 semaines. Le nombre d’ac-
tifs est 457. Ici, n vaut 457 et T est égale à 289. Les données sont disponibles sur le site
“http ://people.brunel.ac.uk/˜mastjjb/jeb/orlib/indtrackinfo.html”.

Pour ces données, les algorithmes DCA et SE ont été utilisés. Nous avons mis deux critères
d’arrêt pour SE. Le premier concerne l’écart entre les meilleures bornes inférieure et supérieure.
Nous avons autorisé une marge de ε := 10−3. De plus, une limite de 900 itérations a été fixée
sur le nombre maximum d’itérations. Nous avons choisi ce nombre, car chaque itération de SE
exige 1.5 secondes pour résoudre un sous-problème. De cette façon, nous pouvons équilibrer
les temps d’exécution de SE et CPLEX.

Le tableau 6.2 présente les résultats. Dans ce tableau, le nombre de sous-problèmes sondés par
CPLEX (nodes), le nombre d’itération de SE et DCA (iter.), le temps de CPU en secondes
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CPLEX Séparation et Evaluation DCA

M nodes Val. opt. CPU iter. Val. opt. CPU iter. Val. opt. CPU

50 43300 0.017818 1208.840 88 0.016910 113.250 3 0.116416 3.297
60 41501 0.035766 1201.810 187 0.035137 244.734 2 0.055518 2.813
70 37301 0.055426 1200.940 900 0.058425 1139.719 2 0.074998 2.203
80 38301 0.074550 1201.300 31 0.074055 39.328 3 0.093639 3.422
90 37000 0.096650 1213.220 339 0.095012 433.468 3 0.154088 3.422
100 36501 0.116044 1207.390 900 0.135331 1151.859 2 0.155331 1.953

Table 6.2 – La performance des algorithmes pour le premier jeu de données (S&P )

(CPU) et les valeurs ε-optimales (Val. opt.) pour chacun des algorithmes ont été présentés.

Le deuxième jeu de données correspond aux prix hebdomadaires des actifs de certaines
compagnies américaines. Le nombre d’actifs est de 500. L’horizon débute le 27 décembre
2005 et elle continue pendant 20 semaines. Alors, n vaut 500 et T vaut 20. Les prix des
actifs sont disponibles sur le site YAHOO ! FINANCE page (http ://finance.yahoo.com). Les
rendements des actifs, rut, sont calculés par

rut = (pu,t+1 − pu,t)/pu,t,

où pu,t et pu,t+1 sont le prix de l’actif u en deux instant successifs t et t+ 1 (u = 1, . . . , n et
t = 1, . . . , T ).

Le tableau 6.3 montre le nombre de sous-problèmes sondés (nodes) par CPLEX pendant
son exécution, le nombre d’itérations de SE et DCA (iter.), le temps d’exécution (CPU) en
secondes et finalement les meilleures valeurs optimales (Val. opt.) fournies par les algorithmes
et le logiciel CPLEX. Les valeurs optimales présentées dans le tableau ont été multipliées
par (−1).

L’algorithme SE s’arrête soit si son nombre d’itération dépasse la limite de 5000 itérations,
soit lorsque l’écart entre les meilleures bornes inférieure et supérieure est plus petit que
ε := 10−3.

Nous avons choisi le troisième jeu de données d’une grande dimension. Il correspond aux prix
hebdomadaires des actifs en indice Russell 3000. Le nombre d’actifs est de 2151 et l’horizon
considéré commence en Mars 1992 et dure 30 semaines. Les données sont disponibles sur le
site “http ://people.brunel.ac.uk/˜mastjjb/jeb/orlib/indtrackinfo.html”. Ici, n vaux 2151 et
T vaut 30.

Les algorithmes SE, DCA et SE-DCA ont été utilisés pour résoudre les problèmes. Également,
le logiciel CPLEX a été utilisé. Le tableau 6.4 montre les résultats. A l’instar des autres
tableaux, celui-ci présente le nombre de sous-problèmes sondés (nodes) par CPLEX pendant
son exécution, le nombre d’itérations de SE et DCA (iter.), le temps d’exécution (CPU) en
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CPLEX Séparation et Evaluation DCA

M nodes Val. opt. CPU iter. Val. opt. CPU iter. Val. opt. CPU

10 146 0.723192 2.670 1370 0.721726 273.375 3 0.691447 0.750
20 510 1.509187 5.550 1252 1.509182 253.969 3 1.462120 0.609
30 1024 2.282747 17.240 5000 2.281142 990.844 3 2.239324 0.625
40 913 3.061181 14.480 1216 3.061173 247.828 3 2.979999 0.594
50 847 3.843308 15.170 3871 3.843130 756.719 3 3.830677 0.968
60 1483 4.610707 21.880 5000 4.610616 970.922 3 4.566408 0.593
70 869 5.367585 11.590 5000 5.367490 938.437 3 5.334487 0.594
80 338 6.092228 9.140 1589 6.090536 308.531 2 6.062314 0.453
90 201 6.806528 4.480 409 6.806510 79.250 2 6.806510 0.328
100 669 7.483239 18.630 5000 7.481416 841.282 3 7.478477 0.609
110 98 8.154372 4.310 467 8.152946 89.812 2 8.095418 0.344
120 901 8.785032 21.880 2139 8.784860 413.484 2 8.761774 0.360
130 541 9.403340 10.890 506 9.403320 99.047 3 9.363180 0.593
140 828 9.976866 17.580 4543 9.976844 871.765 3 9.964637 0.562
150 674 10.534156 15.950 1713 10.534136 333.281 2 10.526964 0.344
160 661 11.056510 16.860 976 11.056491 189.594 2 11.051380 0.344
170 1643 11.548996 36.020 2329 11.551624 440.672 3 11.551624 0.640
180 3362 12.000752 65.300 1079 12.000734 211.656 2 11.991416 0.329
190 27146 12.411932 497.050 2690 12.411772 504.266 3 12.393400 0.594
200 47483 12.820010 841.910 874 12.819989 166.843 2 12.813254 0.343
210 51601 13.219184 1003.200 2042 13.219160 388.860 2 13.205253 0.344
220 49801 13.599266 1000.030 635 13.599238 121.391 2 13.597422 0.343
230 48141 13.968100 1000.437 859 13.969617 164.140 3 13.939492 0.579
240 46301 14.332768 1000.594 2927 14.336082 565.375 3 14.297366 0.578
250 46901 14.701980 1000.469 1881 14.701948 361.203 3 14.674778 0.594

Table 6.3 – La performance des algorithmes pour le deuxième jeu de données
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secondes et finalement les meilleures valeurs optimales (Val. opt.) fournies par les algorithmes
et le logiciel CPLEX. De plus, le nombre des relances de DCA pendant l’exécution de SE-
DCA (relance) y est inscrit.

L’algorithme SE s’arrête soit si son nombre d’itération est supérieur à 1000, soit lorsque
l’écart entre les meilleures bornes inférieure et supérieure est plus petit que ε := 10−3.
Puisque la taille des problèmes à résoudre est grande alors nous avons choisi 1000 comme
limite au nombre d’itérations de SE pour que le temps maximum d’exécution de SE soit
compatible avec celui de CPLEX.

Les valeurs optimales présentées ont été multipliées par (−1).

Afin de vérifier l’influence des fonctions de coûts de transaction en escalier sur les portefeuilles
optimaux et sur la complexité des modèles, nous avons résolu le modèle (P ) sans tenir en
compte des coûts de transaction. Le logiciel CPLEX a été utilisé pour résoudre les problèmes
respectifs. Nous avons utilisé les mêmes jeux de données présentés ci-dessus.

6.6.1 Commentaires sur les résultats

Aux vues des résultats présentés aux tableaux, nous constatons que

• DCA fournit des solutions de très bonne qualité dans un temps très court. Le nombre
d’itération de DCA est 2 ou 3 pour tout les cas. Son temps d’exécution est inférieure
à une seconde pour les deux premiers jeux de données. DCA donne les mêmes valeurs
optimales que SE pour M = 90 et M = 170. Le nombre d’itération de DCA est 2 et 3,
respectivement.

• Plus M est grand, plus les problèmes sont difficiles à résoudre pour CPLEX. Au contraire,
DCA est très stable en face des différentes valeurs de M .

• Pour le troisième jeu de données, les problèmes sont plus difficiles car le nombre d’ac-
tifs est très grand. CPLEX exige entre 70.890 et 1002.800 secondes pour résoudre les
problèmes. Tandis que, DCA résout les problèmes en moins de 23 secondes pour toutes
les différentes valeurs de M .

• Nous constatons que l’approximation polyèdrale joue un rôle important dans l’effica-
cité de l’approche. Bien que l’algorithme SE et le logiciel CPLEX aient besoin de
résoudre un nombre important des sous-problèmes pour atteindre les solutions, le
nombre d’itération de DCA reste très faible. Pour tous les cas, nous avons besoin au
maximum de 3 itérations pour résoudre le problème. La performance de DCA est peut-
être plus visible dans l’approche combinée (SE-DCA). Pour les cas M = 200, 230, 250,
les valeurs optimales fournies par l’approche combinée sont meilleurs que celles de
CPLEX. De plus, dans la plupart des cas, SE-DCA donne des solutions de qualité
supérieure par rapport aux solutions fournies par SE. D’ailleurs, pour M = 40, 200,
SE-DCA s’arrête après avoir trouvé les solutions globales tandis que SE n’arrive pas à
trouver les solutions dans la limite prévue.
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C
P

L
E

X
S
ép

aration
et

E
valu

ation
S
E

-D
C

A
D

C
A

M
n
o
d
es

V
al.

op
t.

C
P

U
iter.

V
al.

op
t.

C
P

U
iter.

relan
ce

V
al.

op
t.

C
P

U
iter.

V
al.

op
t.

C
P

U

10
1673

0.484134
70.890

1000
0.472324

1098.047
1000

13
0.472324

1181.563
3

0.444994
4.891

20
2902

1.045465
153.090

1000
1.044500

1108.750
1000

15
1.044500

1243.329
3

1.012359
16.359

30
1899

1.599846
210.440

1000
1.599750

1103.594
1000

20
1.599844

1263.985
3

1.486622
18.406

40
2939

2.152991
377.310

1000
2.149407

1109.656
748

11
2.152989

852.547
2

2.053807
11.875

50
7541

2.679210
1001.500

1000
2.672287

1111.171
1000

7
2.672287

1104.109
3

2.668101
7.672

60
7573

3.234320
933.330

1000
3.217419

1104.453
1000

10
3.229966

1183.828
3

3.144015
22.297

70
4851

3.763378
1001.030

1000
3.739001

1104.859
1000

5
3.739001

1142.141
3

3.700731
14.859

80
4301

4.286734
1002.800

1000
4.284365

1170.062
1000

8
4.284365

1140.172
3

4.228966
14.000

90
5111

4.822331
1001.770

1000
4.812887

1110.359
1000

13
4.813162

1204.875
3

4.672412
14.375

100
4001

5.351168
1002.300

1000
5.349740

1113.265
1000

6
5.351164

1114.219
2

5.313198
2.625

110
5741

5.858839
1000.050

1000
5.858831

1117.219
1000

20
5.858831

1185.531
3

5.706908
19.359

120
5441

6.331496
1001.300

1000
6.330285

1106.265
1000

5
6.331485

1096.328
3

6.245026
13.078

130
3337

6.782229
328.360

546
6.782217

623.062
546

11
6.782217

602.500
3

6.780472
3.890

140
4001

7.180542
1001.312

1000
7.176099

1098.563
1000

7
7.179158

1106.563
3

7.125709
4.094

150
3601

7.576792
1000.969

1000
7.571015

1101.610
1000

19
7.571015

1137.781
3

7.483173
15.688

160
4601

8.968668
1000.938

1000
7.967381

1090.890
1000

8
7.967381

1082.860
2

7.959605
2.078

170
2651

8.360978
1000.937

1000
8.352708

1084.703
1000

18
8.353377

1258.031
3

8.290695
18.016

180
1871

8.731364
1001.109

1000
8.730721

1086.047
1000

30
8.730808

1120.312
2

8.700640
8.000

190
4261

9.094636
1001.578

1000
9.085002

1087.828
1000

10
9.085002

1105.375
3

9.063879
14.578

200
2001

9.441358
1001.031

1000
9.431421

1072.047
346

4
9.450112

389.562
3

9.373741
3.812

210
2311

9.786790
1001.000

1000
9.778142

1083.344
1000

17
9.778174

1159.328
3

9.766231
12.234

220
2061

10.121934
1001.078

1000
10.114978

1092.594
1000

4
10.121141

1075.891
3

10.088907
4.906

230
3101

10.447622
1001.140

823
10.457530

889.812
823

4
10.457530

891.625
3

10.431347
4.843

240
1891

10.772840
1001.125

1000
10.762068

1083.859
1000

10
10.762720

1082.375
2

10.762068
1.984

250
1761

11.087680
1001.015

273
11.102833

295.375
273

3
11.102833

298.500
3

11.078073
4.828

T
a
b
l
e

6.4
–

L
a

p
erform

an
ce

d
es

algorith
m

es
p

ou
r

le
troisièm
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6.6.2 Influence des fonctions de coût de transaction

Après avoir éliminé les fonctions de coût, le modèle (P ) devient très facile à résoudre. CPLEX
résout le problème en moins d’une seconde. Ceci est le cas pour toutes les valeurs de M et
pour les trois jeux de données testés. Si nous comparons les temps dont CPLEX a besoin
pour résoudre le problème en présence des fonctions des coûts en escalier, nous constatons
l’influence de ce type de fonctions sur la complexité du modèle.

En ce qui concerne les portefeuilles optimaux, l’inclusion des fonctions de coût les change. Le
nombre d’actifs présents dans les portefeuilles optimaux sans les fonctions de coût est différent
du nombre d’actifs en présence des fonctions de coût. La différence est plus remarquable
pour le premier jeu de données. La figure 6.8 montre le nombre d’actifs dans les portefeuilles
optimaux sans et avec les fonctions des coûts de transaction.

Figure 6.8 – Le nombre d’actifs composant le portefeuille, sans et avec les coûts de tran-
saction

Pour le deuxième jeu de données, pour plus de la moitié des cas, les actifs composants les por-
tefeuilles changent après que nous ajoutons les fonctions de coût. Dans tous les cas étudiés,
les proportions du capital investi dans certains actifs changent. Les changement sont plus
remarquables pour les cas où M est petit. Pour les tests avec de grandes valeurs de M , le
nombre d’actifs composants les portefeuilles ne change pas considérablement. Pourtant, cer-
tains actifs sont remplacés par d’autres. La figure 6.9 montre les nombres d’actifs composants
les portefeuilles pour les deuxième et troisième jeux de données. La figure montre seulement
les cas où il y a un nombre différent d’actifs dans le portefeuille optimal. Par rapport au
deuxième jeu de données, les tests sur le troisième jeu de données montre une l’influence plus
visible des fonctions de coût. Pour toutes valeurs de M sauf M = 190, les compositions des
portefeuilles optimaux changent.
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6.7 Conclusion

Dans ce chapitre nous avons abordé une approche locale et continue pour résoudre le problème
de choix de portefeuille en présence des fonctions de coût de transaction en escalier. Les
résultats numériques montrent que les solutions fournies par DCA sont de bonne qualité. La
convergence finie de l’algorithme DCA est liée à l’approximation des fonctions de coûts par
des fonctions DC polyédrales. Notre approche pourrait être utilisée dans les autres domaines
où les fonctions en escalier rendent le problème difficile à résoudre.
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(a) Le nombre d’actifs pour le deuxième jeu d’essai

(b) Le nombre d’actifs pour le troisième jeu d’essai

Figure 6.9 – Le nombre d’actifs composant le portefeuille, sans et avec les coûts de tran-
saction





Chapitre 7

Une analyse au pire des cas pour
l’investissement robuste en gestion de
portefeuille en présence de contraintes
de cardinalité

Résumé La plupart des modèles utilisés en gestion de portefeuille sont des modèles sensibles par
rapport aux erreurs des entrées et des paramètres. Pour cela, plusieurs modèles basés sur la stratégie
min-max ont été proposés. Les modèles min-max fournissent des solutions robustes par rapport à
ces erreurs. Dans ce chapitre, nous présentons un modèle min-max permettant la prise en compte
des contraintes de cardinalité. La méthode DCA est utilisée pour résoudre le modèle. Les résultats
sont comparés avec ceux fournis par CPLEX. Les résultats montrent l’efficacité de notre approche
par rapport à CPLEX.

7.1 Introduction

L’erreur d’estimation a toujours été reconnue comme un problème important dans la construc-
tion de portefeuille [10]. Une méthode pour attaquer ce problème consiste à utiliser les tech-
niques d’optimisation robuste. Dans ce contexte, l’optimisation robuste essaie de minimiser le
rendement du portefeuille et/ou maximiser le risque du portefeuille sous certaines contraintes
tel que le résultat soit valable pour un niveau de confiance. Le modèle que nous avons étudié
est une généralisation du modèle de Markowitz (voir [36] et [149]). La généralisation consiste
à étudier l’analyse au pire des cas en ayant plusieurs matrices de covariance et plusieurs vec-
teurs de rendement moyen au lieu d’une seule matrice et un seul vecteur. De plus, le modèle
offre la possibilité d’avoir des portefeuilles de benchmark. Ce sont des portefeuilles auxquelles
l’investisseur essaie d’arriver. Enfin, le modèle contient certaines contraintes qui rendent le
modèle plus réaliste. Il s’agit des contraintes de borne et de cardinalité ( [16, 29, 51]). Ces
contraintes limitent la proportion du capital investi dans chaque actif et le nombre d’actifs

151
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composant le portefeuille. Le modèle est robuste, dans le sens où nous étudions un modèle
min-max et les solutions d’un modèle min-max retournent les plus mauvaises stratégies d’in-
vestissement possibles, dans le sens où si une autre stratégie que celle du modèle min-max se
réalise, l’investissement sera plus rentable. Pour cela, min-max parie sur plusieurs scénarios
possibles ([36], [149]), où un scénario est une réalisation possible de chacun(e) de matrices
de covariance ou de vecteurs de rendement. Plus précisément, une matrice de covariance est
appelée un scénario de risque et chaque vecteur de rendement est nommé un scénario de
rendement.

Le modèle min-max nous permet d’évaluer plusieurs cas simultanément et enfin de choisir
celui qui est le pire. De cette façon, le portefeuille choisi est plus robuste, car nous sommes
sûr que le portefeuille réalisé (dans le future) ne sera pas pire que celui prévu.

Notre modèle contient des contraintes de cardinalité. Ces contraintes avaient déjà été étudiées
dans de nombreux articles et sur plusieurs modèles, comme le modèle MV, le modèle Déviation-
Moyenne Absolue (MAD), etc. ([16, 29, 51, 61]). Pour la plupart des cas, les méthodes
utilisées étaient des heuristiques. Ici, notre enjeu est d’utiliser la méthode DCA.

Le problème étudié s’exprime sous forme d’un programme avec la fonction objectif linéaire
sous des contraintes linéaires et également des contraintes quadratiques. De plus, certaines
variables de décision sont binaires. Après avoir utilisé un résultat de pénalité exacte (voir
[105]), nous reformulons le modèle comme un modèle de programmation DC. Ensuite, nous
utilisons DCA pour le résoudre.

Le reste du chapitre est organisé de façon suivante : la prochaine section concerne la descrip-
tion et la formulation du modèle. Le modèle sera généralisé en section 7.3, afin de prendre
les contraintes de cardinalité en compte. En section 7.4, après avoir mis le problème sous
forme d’un programme DC, nous utilisons DCA pour le résoudre. Les résultats numériques
sont reportés dans la section 7.5. Nous terminons le chapitre par une conclusion.

7.2 Description et formulation

Dans cette section, nous allons d’abord présenter le modèle MV de Markowitz ([36], [112]).
Les notations dont nous avons besoin pour le reste du chapitre sont présentées ci-dessous :

– T : l’horizon de planning de portefeuille ;
– n : le nombre d’actifs ;
– rj ∈ RN , j = 1, . . . , J : les vecteurs de rendement ;
– Λi ∈ Rn×n, i = 1, . . . , I : les matrices de variance-covariance ;
– x : le vecteur des variables de décision ;
– xk ∈ Rn : k = 1, . . . , K : les vecteurs de portefeuilles de benchmark ;
– p ∈ Rn : la position actuelle de l’investisseur ;
– cb, cs ∈ Rn : les vecteurs qui représentent les coûts de transaction pour les achats et les

ventes, respectivement ;
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– xb,xs : les variables de décision d’achat et de vente ;
– z : variables de décision (binaires), zi = 1 si l’actif i est inclus dans le portefeuille et 0

sinon ;
– τ : le coût total des transactions (achat et vente) ;
– µ, ν : les pires valeurs de rendement et de risque ;
– li, ui : les bornes inférieure et supérieure sur la proportion du capital investi dans l’actif i ;
– card : le paramètre de cardinalité qui représente le nombre souhaité d’actifs composant le

portefeuille ;
– α : le paramètre d’aversion au risque ;
– 1 ≡ (1, . . . , 1)t.

7.2.1 Modèle MV

Le modèle MV de Markowitz considère un portefeuille de n actifs défini en terme d’un
ensemble des poids xi tels que i = 1, . . . , n. Ce sont des proportions du capital qui doit être
distribué parmi les actifs. La somme de toutes les proportions doit être égale à 1, i.e.,

1tx = 1.

Si l’investisseur détient actuellement des actifs 1, . . . , n, alors le vecteur p (tel que 1p = 1)
représente sa position actuelle. Par contre, s’il ne possède aucun actif (mais, souhaitent
acheter), alors p = 0. La répartition du budget initial (de 1) peut être représentée par les
contraintes suivantes :

p + xb − xs = x.

Soit τ les coûts totaux de transaction que l’investisseur engage pour son investissement [114].
Ceci considère les coûts totaux que l’investisseur doit payer pour que sa position actuelle p
se transforme à x. Les coûts correspondant aux xb et xs sont cb et cs, autrement dit

ctbxb + ctsxs = τ.

Le rendement espéré (attendu) du portefeuille est (x − x)tr et le risque est mesuré par
(x − x)tΛ(x − x)t. Il n’y a qu’une seule matrice de variance-covariance. Par conséquent, le
modèle MV se formule comme un problème de programmation quadratique

(MV ) :

min α(x− x)tΛ(x− x)− (1− α)[(x− x)tr− τ ]

s.c.

p + xb − xs = x,

ctbxb + ctsxs = τ,

1tx = 1,

x,xb,xs ≥ 0.
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où le paramètre α (0 ≤ α ≤ 1) détermine le niveau d’aversion au risque. En faisant varier
α entre 0 et 1, nous obtenons l’ensemble de toutes les stratégies d’investissement efficace.
α = 0 correspond à la position riscophile et α = 1 est la position totalement riscophobe.

La solution optimale du modèle (MV) est très sensible par rapport aux paramètres d’entrée
du modèle. La moindre erreur d’estimation dans la matrice de covariance et/ou le vecteur
de rendement se traduirait par une fausse solution. Plus particulièrement s’il s’agit d’une
re-balancement de portefeuille, les erreurs peuvent faire engager l’investisseur à grandes
valeurs de coûts de transaction [18]. Ces arguments nous encouragent à étudier les modèles
pour lesquels les solutions optimales sont relativement moins sensibles à l’égard des erreurs
éventuelles.

7.2.2 Modèle min-max pour les décisions robustes

Supposons qu’un investisseur est indécis entre plusieurs matrices de variance-covariance et/ou
entre plusieurs vecteurs de rendements. Autrement dit, il existe un ensemble de matrices de
covariance comme Λi ∈ Rn×n, i = 1, . . . , I et un ensemble de vecteurs de rendement moyen
comme rj ∈ Rn, j = 1, . . . , J . De plus, soit K le nombre de portefeuilles de benchmark. Nous
supposons qu’aucun(e) vecteur (matrice) n’a plus d’importance que les autres, même s’il y a
des différences entre eux (elles). De cette façon, l’investisseur n’a aucun moyen de distinguer
ces choix. Une représentation contractée du modèle min-max est donnée par

min
1tx=1,x≥0

{
α ·max

i,k
{(x− xk)

tΛi(x− xk)} − (1− α) min
j,k
{(x− xk)

trj − t(x)}
}

(7.1)

avec i = 1, . . . , I,j = 1, . . . , J et k = 1, . . . , K. La fonction t(x) représente les coûts de
transaction que l’investisseur doit payer s’il veut changer sa stratégie de p à x, en effet

t(x) = ctbxb + ctsxs.

Afin de résoudre (7.1), nous introduisons des variables µ et ν telles que :

µ := min
j,k

[(x− xk)
trj − t(x)] et ν := max

i,k
(x− xk)

tΛi(x− xk).
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De cette manière, µ représente le pire rendement possible et ν correspond à la pire valeur
possible du risque. En utilisant les nouvelles variables, le modèle (7.1) se transforme à

(MMX) :

min αν − (1− α)µ

s.c.

1tx = 1,

p + xb − xs = x,

ctbxb + ctsxs = τ,

(x− xk)
tΛi(x− xk) ≤ ν : i = 1, . . . , I, k = 1, . . . , K,

(x− xk)
trj − τ ≥ µ : j = 1, . . . , J, k = 1, . . . , K,

x,xb,xs ≥ 0.

Au total, il y a IK contraintes quadratiques, JK+n+2 contraintes linéaires et les contraintes
de non-négativité.

7.2.3 Robustesse du modèle min-max

La robustesse est une propriété de base des conditions d’optimalité pour les modèles min-max
[36]. Soit

x∗ := argmin1tx=1,x≥0

{
α ·max

i,k
{(x− xk)

tΛi(x− xk)} − (1− α) min
j,k
{(x− xk)

trj − t(x)}
}

et

Φ(x∗) := min1tx=1,x≥0

{
α ·max

i,k
{(x− xk)

tΛi(x− xk)} − (1− α) min
j,k
{(x− xk)

trj − t(x)}
}
,

alors

Φ(x∗) ≡ min
1tx=1,x≥0

{
α ·max

i,k
{(x− xk)

tΛi(x− xk)}
}

− min
1tx=1,x≥0

{
(1− α) min

j,k
{(x− xk)

trj − t(x)}
}

= α ·max
i,k
{(x∗ − xk)

tΛi(x
∗ − xk)} − (1− α) min

j,k
{(x∗ − xk)

trj − t(x∗)}

≥ α · {(x∗ − xk)
tΛi(x

∗ − xk)} − (1− α){(x∗ − xk)
trj − t(x∗)},∀i, j, k.

L’inégalité indique la non-infériorité de la stratégie min-max. Autrement dit, la performance
attendue est garantie et elle satisfait les conditions au pire des cas et nous aurions une
meilleure solution si un scénario différent du au de pire des cas soit réalisé.
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7.3 Contraintes de cardinalité

Les contraintes de cardinalité ont pour objet de contrôler le nombre d’actifs composant le
portefeuille optimal. Ces contraintes exigent les contraintes de bornes sur les actifs. Ce sont
les contraintes qui limitent les proportions du capital investi dans chaque actif. Soient li et
ui les bornes inférieure et supérieure sur l’actif i. Les contraintes de bornes sont :

lizi ≤ wi ≤ uizi, zi ∈ {0, 1}, i = 1, 2, · · · , n,

où zi est une variable binaire et elle est égale à 1 si l’actif i est inclus dans le portefeuille et
0 sinon. La contrainte de cardinalité est

n∑
i=1

zi = card,

où card est le paramètre de cardinalité qui représente le nombre d’actifs qui composent le
portefeuille.

Après avoir ajouté les contraintes de cardinalité et de bornes au modèle (MMX), nous
obtenons le modèle suivant

(Pcard) :

min αν − (1− α)µ

s.c.

1tx = 1, (7.2)

p + xb − xs = x, (7.3)

ctbxb + ctsxs = τ, (7.4)

(x− xk)
tΛi(x− xk) ≤ ν : i = 1, . . . , I, k = 1, . . . , K, (7.5)

(x− xk)
trj − τ ≥ µ : j = 1, . . . , J, k = 1, . . . , K, (7.6)

n∑
i=1

zi = card, (7.7)

lizi ≤ xi ≤ uizi : i = 1, . . . , n, (7.8)

zi ∈ {0, 1} : i = 1, . . . , n, (7.9)

xb,xs ≥ 0. (7.10)

Dans le modèle (Pcard), il y a au total IK contraintes quadratiques, JK+ 3n+ 3 contraintes
linéaires et les contraintes de non-négativité, ainsi que n variables binaires. Notons que (Pcard)
est un modèle général pour lequel toutes les informations ne sont pas forcément nécessaires ou
disponibles. Par exemple, si K = 0, il n’y aura plus de portefeuille de benchmark et xk peut
être supprimé. Si I = 0, les contraintes quadratiques seront éliminées. De la même manière,
si J = 0, les contraintes (7.6) seront supprimées du modèle. De plus, si nous ne disposons
d’aucune information sur les coûts de transaction, nous pouvons négliger les contraintes (7.3)
et (7.4), ainsi que les variables τ,xb,xs.
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7.4 Programmation DC et DCA pour la résolution du

problème

7.4.1 Reformulation

Soit A ⊂ R4n+3 l’ensemble de tous les points (x,xb,xs, z, µ, ν, τ) ∈ R4n+3 satisfaisant 0 ≤
z ≤ 1 et toutes les contraintes du modèle (Pcard) à l’exception des contraintes (7.9).

Nous définissons

f(x,xb,xs, z, µ, ν, τ) :=
n∑
i=1

zi(1− zi).

Clairement, f est une fonction concave et non-négative sur l’ensemble A. D’ailleurs, le
problème (Pcard) s’écrit

{(x,xb,xs, z, µ, ν, τ) ∈ A : zi ∈ {0, 1} : i = 1, . . . , n}

= {(x,xb,xs, z, µ, ν, τ) ∈ A : f((x,xb,xs, z, µ, ν, τ) = 0}
= {(x,xb,xs, z, µ, ν, τ) ∈ A : f(x,xb,xs, z, µ, ν, τ) ≤ 0}.

Alors nous pouvons exprimer le modèle (Pcard) sous forme suivante

min{V (µ, ν) := αν−(1−α)µ : (x,xb,xs, z, µ, ν, τ) ∈ A, f(x,xb,xs, z, µ, ν, τ) ≤ 0}. (7.11)

La fonction objectif du modèle (7.11) est convexe. De plus, A est un ensemble convexe et
borné alors d’après [105], il existe σ0 ≥ 0 tel que pour tout σ > σ0, le programme (7.11) est
équivalent au

min{F (x,xb,xs, z, µ, ν, τ) := αν − (1− α)µ+ σ
n∑
i=1

zi(1− zi) : (x,xb,xs, z, µ, ν, τ) ∈ A}.

(7.12)
La fonction F est convexe (linéaire) par rapport aux variables x,xb,xs, µ, ν, τ et concave par
rapport aux variables z. Par conséquent, F est une fonction DC polyédrale. Une formulation
naturelle de (7.12) est

(PDC) : min{g(x,xb,xs, z, µ, ν, τ)− h(x,xb,xs, z, µ, ν, τ) : (x,xb,xs, z, µ, ν, τ) ∈ R4n+3},

où
g(x,xb,xs, z, µ, ν, τ) := χA(x,xb,xs, z, µ, ν, τ)

et

h(x,xb,xs, z, µ, ν, τ) := (1− α)µ− αν + σ
n∑
i=1

zi(zi − 1).

Ici, χA est la fonction indicatrice sur A, i.e.

χA(x,xb,xs, z, µ, ν, τ) =

{
0 si (x,xb,xs, z, µ, ν, τ) ∈ A,
∞ sinon.
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7.4.2 Résolution de (PDC) par DCA

Selon le schéma général de DCA, il nous faut d’abord calculer le sous-gradient de la fonction

h définie par h(x,xb,xs, z, µ, ν, τ) := (1− α)µ− αν + σ
n∑
i=1

zi(1− zi). Le sous-gradient de h

est

ul ∈ ∂h(xl,xlb,x
l
s, z

l, µl, νl, τ l)⇔ uli =


σ(2zli−3n − 1) : si i = 3n+ 1, . . . , 4n,
(1− α) : si i = 4n+ 1,
−α : si i = 4n+ 2,
0 : sinon.

(7.13)
Ensuite, il nous faut résoudre le programme suivant :

min{−〈(x,xb,xs, z, µ, ν, τ),ul〉 : (x,xb,xs, z, µ, ν, τ) ∈ A}. (7.14)

La solution optimale de ce programme linéaire sera (xl+1,xl+1
b ,xl+1

s , zl+1, µl+1, νl+1, τ l+1).
L’algorithme DCA pour résoudre (PDC) se résume ainsi

Algorithme 7.1 Algorithme de DCA

Initialisation :
– Choisir (x0,x0

b ,x
0
s, z

0, µ0, ν0, τ 0) ∈ R4n+3 et l = 0.
– Choisir la tolérance ε positive et suffisamment petite.
– Choisir le paramètre de pénalité σ positive suffisamment grand.
Répéter
– Calculer ul ∈ ∂h(xl,xlb,x

l
s, z

l, µl, νl, τ l) via (7.13).
– Calculer (xl+1,xl+1

b ,xl+1
s , zl+1, µl+1, νl+1, τ l+1) ∈ ∂g∗(ul) en résolvant le programme linéaire

(7.14).
– l + 1← l.
Jusqu’à

∥∥(xl+1,xl+1
b ,xl+1

s , zl+1, µl+1, νl+1, τ l+1)− (xl,xlb,x
l
s, z

l, µl, νl, τ l)
∥∥ ≤ ε.

D’après le théorème de convergence de DCA, l’algorithme 7.1 a une convergence finie pour
résoudre le programme (PDC).

7.5 Expériences numériques

Afin d’évaluer la qualité des solutions fournies par DCA, nous les avons comparées avec les
solutions optimales de (Pcard). Nous avons utilisé le logiciel CPLEX en version 10.1 pour
résoudre le programme (Pcard).

L’algorithme DCA a été codé en C++ et a été testé sur un ordinateur Pentium IV 3 GHz et
1 Go RAM. Le logiciel CPLEX en version 10.1 a été utilisé pour résoudre les sous-problèmes
linéaires (sous des contraintes quadratiques).
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Le choix du paramètre de pénalité, i.e. σ, est important pour que nous puissions établir
l’équivalence entre les problèmes (Pcard) et (PDC). Le paramètre doit être choisi de façon que
la partie de la fonction de pénalité i.e.,

f(x,xb,xs, z, µ, ν, τ) :=
n∑
i=1

zi(1− zi)

au programme (PDC) ne soit pas trop favorisée, car dans le cas contraire les solutions ne
seront pas de bonne qualité. Pour nos expériences, σ est égal à 1.0. Pour cette valeur, DCA
trouve toujours des solutions qui sont admissibles au modèle (Pcard).

Recherche d’un bon point initial pour DCA

Nous avons testé plusieurs choix de point initial, comme

• La solution optimale du problème relaxé de (Pcard), pour obtenir le problème relaxé, il
suffit de remplacer les contraintes (7.9) par 0 ≤ zi ≤ 1 pour tout 1 ≤ i ≤ n.

• Après avoir résolu le modèle relaxé de (Pcard), nous fixons les variables binaires non nulles
à 1.

• Après avoir résolu le modèle relaxé de (Pcard), nous fixons toutes les variables binaires à 1.

Les résultats obtenus par le premier choix sont mieux que ceux obtenus par les autres choix.

Générer les scénarios de risque

Les scénarios de risque peuvent être générés de différentes façons. Nous avons d’abord
considéré un horizon de temps, et après nous l’avons divisée en plusieurs sous-intervalles
de temps. Ensuite, nous avons calculé les matrices de covariance sur chacun des intervalles.
Ce sont les scénarios de risque que nous avons adoptés.

Il existe des méthodes plus sophistiquées pour générer les scénarios de risque telles que les
modèles ARCH-GARCH et bootstrap ([36], [37]).

Générer les scénarios de rendement

Les scénarios de rendement ont été générés par une approche basée sur la simulation proba-
bilistique. Cette approche construit un arbre dont chaque nœud contient un cluster (groupe)
des scénarios (qui sont des vecteurs dans Rn). Parmi les scénarios, il y en a un qui est le
scénario central (centroid). L’arbre final consiste en l’ensemble des scénarios centraux (cen-
troid) de chaque nœud ainsi que l’ensemble de certaines arrêtes qui relient les nœuds.

Le schéma de base de cette approche se résume (voir aussi [38]) :
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Algorithme 7.2 (Algorithme pour générer les scénarios de rendement)

Initialisation : Créer un nœud de racine à N scénarios. Initialiser chaque scénario par
des prix (au temps 0) d’actifs. Construire une queue et ajouter le nœud racine à la queue.

Simulation : Prendre un nœud de la queue et l’en éliminer. Faire une simulation sur une
seule période ([t, t + 1] : t = 0, . . . , T ) pour chaque scénario du nœud. Il existe deux sortes
de simulation : parallèle et séquentielle.

Choix des graines randomisées : Nous choisissons certains scénarios comme des graines
de façon aléatoire. Ce sont les scénarios autour desquels les autres scénarios seront regroupés.

Regroupement des scénarios : Nous regroupons les scénarios autour des graines, de
façon que les scénarios qui se trouvent dans le même groupe soient les scénarios les plus
proches d’une graine précise.

Sélection des scénarios : Pour chaque groupe, nous définissons un centre et nous choi-
sissons le scénario qui est le plus proche du centre du groupe.

Mise en queue : Nous attribuons un enfant à chaque groupe (cluster) avec une probabilité
proportionnelle au nombre de scénarios dans le groupe (cluster). Si les nœuds enfants ne
sont pas des nœuds finaux, alors ajoutez-les à la queue. Si la queue n’est pas vide, aller à
l’étape Simulation ; sinon arrêter l’algorithme.

Les autres paramètres

D’après le modèle (MMX), il existe d’autres paramètres que les scénarios de rendement
et de risque, comme les coûts de transaction, et les portefeuilles de benchmark, etc. Nous
avons fixé les coûts de transaction à 0.1% de chaque transaction que ce soit l’achat ou la
vente. Les bornes inférieure et supérieure sur la proportion du capital investi dans chaque
actif sont fixées à 0.01 et 1.0, respectivement. Nous avons considéré un seul portefeuille de
benchmark, i.e. K = 1 et de plus nous avons mis xki = 1.0/n pour tout i = 1, . . . , n. Nous
n’avons considéré aucun portefeuille initial, c’est-à-dire p = 0. Le nombre de scénarios de
rendement est égal à 10 et de risque est égal à 1. Les informations (les prix) sur les actifs ont
été recueillies sur le site de Yahoo ! Finance. Elles correspondent aux prix mensuels de 98
actifs financiers depuis 121 mois. Plus précisément, le début de l’horizon est le mois d’août
1997 et dure 10 ans.

L’algorithme a été codé en C++ et il a été testé sur un ordinateur Pentium IV CPU 3
GHz et 1 Go de RAM. A chaque itération de DCA, nous avons utilisé le logiciel CPLEX
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en version 10.1 pour résoudre les sous-problèmes linéaires (sous les contraintes linéaires et
quadratiques).

7.5.1 Résultats numériques

L’importance du travail est liée à la présence des contraintes de cardinalité et au caractère
min-max du modèle qui garantit la robustesse des résultats. Afin de pouvoir étudier ces deux
aspects du modèle, les tests ont été effectués par rapport aux différentes valeurs de deux
paramètres. Il s’agit du paramètre de cardinalité (card) et du paramètre d’aversion au risque
(α). En fixant un de ces paramètres et en faisant varier l’autre, nous avons d’abord étudié
l’efficacité de l’approche DCA pour résoudre le problème ; ensuite nous avons pu étudier
l’influence de plusieurs scénarios au lieu d’un seul.

Afin de vérifier l’efficacité de DCA et la qualité des solutions fournies par DCA, nous avons
résolu le problème (Pcard) par le logiciel CPLEX en version 10.1. CPLEX trouve des solutions
raisonnables au bout de vingt minutes c’est la raison pour laquelle nous avons fixé une limite
de 1200 secondes sur le temps d’exécution de CPLEX.

D’abord, nous avons fixé le paramètre α à 1.0 et nous avons testé l’algorithme pour card =
5, . . . , 20. Ce sont des valeurs pour lesquelles le problème (Pcard) est difficile à résoudre.
Nous avons choisi trois scénarios de rendement, un scénario de risque et un portefeuille de
benchmark.

Le tableau 7.1 montre les résultats. Dans ce tableau, le paramètre de cardinalité (card),
le rendement du portefeuille (Rend.), le risque attribué au portefeuille (Risque), le temps
d’exécution (CPU) en secondes, pour l’algorithme DCA ainsi que le logiciel CPLEX ont été
présentés.

Ensuite, nous avons choisi la valeur 10 pour le paramètre card et nous avons fait varier α
entre 0.0 et 1.0. card a été fixé à 10 car c’est une des valeurs pour lesquelles le problème est
difficile à résoudre.

Nous avons réalisé les tests pour un scénario de risque et un portefeuille de benchmark.
Nous avons choisi trois scénarios de rendement. Les tests ont été effectués d’abord sur le
modèle avec un des trois scénarios de rendement et ensuite sur le modèle en présence des trois
scénarios. Le tableau 7.2 montre les résultats sur le modèle avec un seul scénario et le tableau
7.3 correspond aux résultats du modèle à plusieurs scénarios. Dans ces tableaux, le paramètre
d’aversion au risque (α), les valeurs optimales (Val. opt.) et le temps d’exécution (CPU) en
secondes, pour l’algorithme DCA ainsi que pour le logiciel CPLEX ont été présentés.

Enfin, la performance du modèle min-max a été étudiée en terme de pire des cas par des
frontières de risque-rendement.

Les figures 7.1(a) et 7.1(b) comparent les stratégies d’investissement au pire des cas avec
un seul scénario et avec multiples scénarios. Dans chaque figure, la frontière la plus basse
correspond aux modèles à plusieurs (i.e., trois) scénarios. Les autres courbes correspondent
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CPLEX DCA

card CPU Risque Rend. CPU Risque Rend.

5 1200.250 0.001105 -1.000 0.765 0.002725 0.023861
6 1200.062 0.000867 -1.000 0.781 0.004050 0.013534
7 1200.079 0.000725 0.000 0.985 0.003968 0.025722
8 1200.062 0.000590 -1.000 0.797 0.003824 0.040129
9 1200.062 0.000578 -1.000 0.891 0.003704 0.030346
10 1200.063 0.000532 0.000 0.796 0.003279 0.000029
11 1205.141 0.000455 -1.000 0.984 0.001906 0.014492
12 1206.547 0.000409 -1.000 0.875 0.001894 0.011593
13 1200.469 0.000348 0.000 0.922 0.001764 0.003485
14 1203.516 0.000244 -1.000 0.672 0.001585 0.003696
15 1204.359 0.000268 0.000 0.750 0.001551 -0.006994
16 1200.046 0.000200 -1.000 0.890 0.001052 0.016135
17 1201.062 0.000194 -1.000 0.765 0.000786 0.011584
18 1200.047 0.000225 -1.000 0.625 0.000448 -0.008982
19 1203.843 0.000200 -1.000 0.687 0.000395 -0.029241
20 1200.750 0.000191 -1.000 0.688 0.000619 -0.045734

Table 7.1 – Les résultats pour différentes valeurs de card. Puisque α = 1.0 alors les valeurs
de Risque correspondent aux valeurs optimales de fonction objectif.
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CPLEX DCA

α Val. opt. CPU Val. opt. CPU

1.0 0.000586 1200.063 0.003279 0.781
0.96 -0.011740 126.297 -0.011813 0.625
0.95 -0.015946 0.500 -0.015946 0.532
0.94 -0.020428 0.438 -0.020428 0.625
0.93 -0.025249 0.859 -0.025249 0.609
0.92 -0.030411 0.453 -0.030411 0.625
0.91 -0.035917 0.844 -0.035917 0.453
0.9 -0.041749 0.906 -0.041749 0.484
0.8 -0.118714 0.203 -0.118714 0.422
0.7 -0.209630 0.172 -0.209630 0.375
0.6 -0.300572 0.172 -0.300572 0.343
0.5 -0.391536 0.485 -0.391536 0.282
0.4 -0.482551 0.188 -0.482551 0.344
0.3 -0.573571 0.469 -0.573571 0.297
0.2 -0.664618 0.172 -0.664618 0.281
0.1 -0.755666 0.187 -0.755666 0.281
0.0 -0.846713 0.187 -0.846713 0.297

Intervalle 0.18 - 1200 0.2 - 0.78

Table 7.2 – Comparaisons des résultats pour un seul scénario
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CPLEX DCA

α Val. opt. CPU Val. opt. CPU

1.0 0.000532 1200.079 0.003279 0.782
0.96 -0.006169 71.954 -0.006112 0.703
0.95 -0.008485 3.859 -0.008479 0.516
0.94 -0.011030 0.485 -0.011069 0.547
0.93 -0.013859 0.922 -0.013859 0.656
0.92 -0.016877 0.531 -0.016877 0.562
0.91 -0.020105 0.593 -0.020105 0.703
0.9 -0.023393 0.625 -0.023478 0.594
0.8 -0.063321 0.563 -0.063321 0.375
0.7 -0.107344 0.672 -0.107344 0.391
0.6 -0.152804 0.203 -0.152804 0.453
0.5 -0.199755 0.234 -0.199755 0.328
0.4 -0.248653 0.203 -0.248653 0.343
0.3 -0.297840 0.203 -0.297840 0.344
0.2 -0.347028 0.203 -0.347028 0.359
0.1 -0.396215 0.203 -0.396215 0.313
0.0 -0.445402 0.203 -0.445402 0.328

Intervalle 0.2 - 1200 0.3 - 0.7

Table 7.3 – Comparaisons des résultats pour trois scénarios
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aux modèles avec un seul scénario de rendement. Ces figures montrent que la stratégie de
min-max à multiples scénarios présente une borne inférieure. Autrement dit, si un scénario
différent de celui de min-max se réalise, la performance sera améliorée.

(a) CPLEX

(b) DCA

Figure 7.1 – Les strategies min-max avec un seul scénario de rendement et avec multiples
scénarios de rendement

Nous avons aussi réalisé une évaluation croisée. Dans l’évaluation croisée, nous considérons
un scénario et résolvons le problème qui lui correspond. Soit x∗ la solution optimale du
problème. Ensuite nous examinons la performance du portefeuille si un autre scénario était
réalisé. Pour cela, il nous suffit de calculer le risque et le rendement en utilisant les scénarios
et la solution du problème résolu. Les formules suivantes ont été utilisées afin de calculer les
risques et les rendements :

(x∗ − xk)
tΛi(x

∗ − xk) : i = 1, . . . , I, k = 1, . . . , K

et
(x∗ − xk)

trj − τ : j = 1, . . . , J, k = 1, . . . , K.
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Pour nos tests, il existe trois scénarios R1, R2 et R3. Nous avons choisi le scénario R2. Les
figures 7.2(a) et 7.2(b) montrent l’évaluation croisée du scénario R2. Ces figures montrent que
si l’investisseur prend sa décision selon un seul scénario, la condition de son investissement
dans le futur pourrait être pire que la stratégie min-max de tous les scénarios.

(a) CPLEX

(b) DCA

Figure 7.2 – Evaluation croisée avec un seul scénario de rendement

Le modèle min-max fournit un portefeuille optimal qui est simultanément le pire des cas
possibles. Par conséquent, la stratégie optimale obtenue de cette façon a une performance
qui est en effet une borne inférieure. Autrement dit, la performance de la stratégie d’inves-
tissement s’améliore si un autre scénario se réalise. La non-infériorité de stratégie min-max
est présentée dans les figures 7.3(a) et 7.3(b). La frontière efficiente de min-max est celle qui
est la plus basse. Les autres frontières s’obtiennent si on considère un seul scénario dans le
modèle. Ceci confirme l’aspect important de min-max : si le pire des cas ne se réalise pas, la
performance du portefeuille pourra s’améliorer.

Les figures 7.4(a) et 7.4(b) présente l’avantage d’utiliser le min-max. Les trois courbes les plus
hausses placées représentent les frontières efficientes tracées par les solutions optimales des
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(a) CPLEX

(b) DCA

Figure 7.3 – Non-infériorité de min-max

modèles avec un seul scénario. La courbe qui se trouve dans le centre est celle qui correspond
à la stratégie fournie par le modèle à plusieurs scénarios. Les courbes en bas montrent le
pire des cas pour les scénarios de rendement à l’égard du portefeuille optimal. Le modèle
min-max construit un portefeuille optimal par le scénario le plus défavorable (pire des cas).
Par conséquent, la performance de la stratégie de pire des cas est la meilleure borne inférieure
pour toutes les stratégies possibles. Cette performance peut s’améliorer si un autre scénario
que le pire des cas se réalise. De cette façon, la non-infériorité du modèle min-max garantit
la robustesse des stratégies d’investissement.

Commentaires sur les résultats

• Les expériences numériques montrent que le modèle min-max n’est pas stable à l’égard
du paramètre d’aversion au risque, i.e., α. Car il est facile de résoudre pour les petites
valeurs de α et la résolution du modèle devient de plus en plus difficile quand α tend
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vers 1.0.

• Selon le tableau 7.1 les résultats fournis par DCA sont prometteurs, surtout au niveau
du temps de CPU. Plus le paramètre de cardinalité est grand plus les solutions sont
de meilleures qualités.

• Selon les tableaux 7.2 et 7.3 les solutions fournies par DCA sont de très bonnes qualités.
Particulièrement, pour α = 0.96 dans le tableau 7.2 et pour α = 0.9, 0.94 dans le tableau
7.3. Ce sont les cas pour lesquels DCA donne des solutions de meilleurs qualités. Le
temps de CPU est très court pour DCA, mais le temps de calcul de CPLEX augmente
lorsque α augmente.

• En ce qui concerne les figures, nous constatons que les courbes tracées en aide des solutions
fournies par DCA sont presque identiques aux courbes des solutions de CPLEX. Les
différences majeures correspondent aux cas où α est égal à 1.0.

7.6 Conclusion

Dans ce chapitre, nous nous sommes adressés à la robustesse en gestion de portefeuille. Nous
avons présenté un modèle min-max en présence de contraintes de cardinalité. Le modèle peut
accepter plusieurs scénarios, qu’ils soient de rendement ou de risque. Le modèle s’exprime
sous forme d’un programme avec des contraintes quadratiques et des variables mixtes. Nous
l’avons reformulé sous forme d’un programme DC, ensuite nous avons utilisé la méthode DCA
pour le résoudre. Les résultats numériques sont très encourageants car les comparaisons que
nous avons effectuées avec les solutions fournies par le logiciel CPLEX, confirment la perfor-
mance de DCA pour résoudre des problèmes de type min-max en présence de contraintes de
cardinalité.
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(a) CPLEX

(b) DCA

Figure 7.4 – Analyse au pire des cas





Conclusion

Cette thèse s’intéresse particulièrement aux techniques d’optimisation en finance. Sur le
plan méthodologique elle repose sur deux grandes lignes d’optimisation non convexe : les
algorithmes par Séparation et Évaluation et la programmation DC et DCA, parmi lesquelles
DCA joue le rôle crucial. Notre ambition est de proposer les nouveaux algorithmes combinés
efficaces basées sur DCA étant capables de traiter des problèmes de grande taille ou de
taille moyenne. Sur le plan d’application nous concentrons à certains problèmes importants
qui sont très étudiés et intéressés par les chercheurs en recherche opérationnelle et finance.
Pour chacun de ces problèmes, nous avons proposé des algorithmes adaptés à sa structure
particulière.

Par un souci constant d’exploiter l’efficacité des décompositions DC et des points initiaux de
DCA, nous avons étudié avec soin la structure spéciale de chaque problème pour trouver des
algorithmes bien adaptés, robustes et peu coûteux. Les résultats montrent que notre objectif
est atteint.

Pour le modèle de choix de portefeuille sous les contraintes de seuil d’achat, nous avons
comparé les résultats avec des algorithmes par Séparation et Évaluation (SE).

Quant aux différents modèles de choix de portefeuille sous les contraintes de cardinalité,
nous avons proposé une combinaison de l’algorithme par Séparation et Évaluation et DCA.
Cette combinaison permet de trouver des bons points initiaux pour DCA et/ou de prouver
la globalité de DCA. La performance de l’approche combinée est largement supérieure au
schéma SE classique.

L’étude sur l’investissement robuste avait plus d’aspect financier et nous avons comparé les
effets de plusieurs scénarios, que ce soit de risque ou de rendement, sur la stratégie optimale
d’investissement. Sur le plan numérique, nous avons comparé les résultats fournis par DCA
avec ceux de CPLEX.

Concernant le problème sous les contraintes de seuil, nous avons proposé une nouvelle fonc-
tion de pénalité qui satisfait non seulement la condition sur la valeur binaire des variables
mais aussi les conditions de complémentarité.

L’art de modélisation occupe une place importante dans nos travaux. En effet, grâce aux
techniques de formulation/reformulation nous avons pu mettre en évidence la forme DC
des problèmes étudiés. Quant au problème d’optimisation de portefeuille avec les fonctions
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des coûts de transaction en escalier, cet art est plus visible. Grâce à la formulation DC
polyédrale, nous avons réussi à estimer et résoudre un problème non convexe et non lisse de
façon efficace. La convergence rapide et finie de DCA s’explique par son efficacité et de plus
par la formulation DC polyédrale de la fonction approchée.

Finalement, dans les expériences numériques, nous avons montré la supériorité des algo-
rithmes proposés par rapport aux algorithmes standards.

Perspectives

Une question pertinente lors d’utilisation de DCA est : comment trouver le bon point ini-
tial ? Pour la plupart des problèmes les choix répondent parfaitement car nous avons une
convergence très rapide vers des solutions de très bonnes qualités. Pourtant, la question
reste ouverte pour des problèmes d’optimisation de portefeuille avec les fonctions des coûts
de transaction ou l’Investissement robuste sous les contraintes de cardinalité car les résultats
peuvent encore s’améliorer.

Pour la résolution des programmes linéaires et/ou quadratiques en variables mixte 0-1 dans
le chapitre 4, le paramètre de pénalité influence considérablement la qualité des solutions
obtenues. Il serait donc très intéressant d’étudier plus en détails le choix d’un tel paramètre.

Quant au modèle d’investissement robuste, nous avons étudier un modèle min-max discret
qui était une généralisation du modèle MV de Markowitz sous les contraintes de cardinalité,
la même généralisation peut s’effectuer sur un autre modèle où nous pouvons garder la même
structure mais changer du modèle min-max de son cadre discret à un modèle continue.

Il existe des modèles en finance qui sont sous la forme d’une programmation mixte en va-
riables entières. Il est toujours très coûteux de remplacer les variables entières par les variables
binaires car le nombre de variables augmente de façon exponentielle. Pourrons-nous trou-
ver des formulations DC afin de résoudre ces problèmes sans avoir besoin de remplacer les
variables entières par celles binaires ?

Enfin, pour reformuler les programmes mixtes binaires sous forme DC, nous avons utilisé
une fonction concave qui remplace les conditions binaires sur les variables, en outre nous
avons proposé une autre fonction concave qui remplace les mêmes conditions ainsi que les
contraintes de complémentarité. Ceci est fait grâce à la structure particulière du problème. Il
existe des modèles qui contiennent seulement les contraintes de complémentarité. La question
est : comment peut-on reformuler le problème sous forme d’un programme DC ?

Tous ces questions feront l’objet de nos travaux dans un futur proche.
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[124] Neumann J., C. Schnörr et G. Steidl, Combined SVM-Based Feature Selection and
Classification Machine Learning, in Press (published online) http ://www.cvgpr.uni-
mannheim.de/Publications/ML-05.pdf.

[125] Ogryczak W. et A. Ruszczynski, From stochastic dominance to mean-risk model :
Semideviation as the risk measures, European Journal of Operational Research, Vol.
116, 33–50, 1999.

[126] Ogryczak W. et A. Ruszczynski, On consistency of stochastic dominance and
mean- semideviation models, Mathematical Programming, 89, 217–232, 2001.



181 Bibliographie

[127] Pardalos P.M. et J.B. Rosen, Constrained Global Optimization : Algorithms and
Applications, in Lecture Notes in Computer Science, G. Goos and J. Hartmanis eds.,
Springer, 1987.

[128] Peyrard J. et M. Peyrard, Dictionnaire de finance, Librairie Vuibert, 2001.

[129] Pham Dinh T., Elements homoduaux relatifs à un couple de normes (ϕ, ψ). Applica-
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